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Wstep

Prognozowanie technicznych, fizycznych, ekonomicznych itp. syste-
mow (obiektow, zjawisk) dynamicznych nie jest tatwe. W wiekszosci przy-
padkéw na zachowanie tych systeméw dodatkowo wplywaja czynniki losowe,
ktore wywotuja niepozadane zaktdcenia trajektorii. Aby moc doktadnie pro-
gnozowad¢ badane zjawisko nalezy zbudowac¢ model opisujacy jego zachowanie
oraz dokonaé identyfikacji parametrycznej na podstawie danych empirycz-
nych pochodzacych z poprzednich okreséw. Prognoza szeregu czasowego
polega nie tylko na oszacowaniu wielkosci funkcji nielosowej (czesci deter-
ministycznej) ale rowniez na przewidywaniu zachowania zaburzen zewnetrz-
nych.

Do opisu zachowan systemo6w najczesciej uzywane sa procesy stocha-
styczne. W jezyku greckim stowo oroxos oznacza cel, prognoza. Od niego
pochodzi stowo oToxyaoTikn — sztuka przewidywania, prognozowania. Jako
odpowiednik w jezyku taciriskim mozemy uznaé¢ Ars Conjectandi. Do-
ktadnie pod takim tytutem Jacob Bernoulli w 1713 r. opublikowat swoja
ksigzke z kombinatoryki i rachunku prawdopodobienstwa, gdzie miedzy in-
nymi znajduje sie pierwsza wersja centralnego twierdzenia granicznego
prawo wielkich liczb.

Niniejsza ksiazka przedstawia matematyczne podejscie do analizy
i identyfikacji szeregéw czasowych. Identyfikacje szeregéw prowadzimy dwu-
etapowo: najpierw modelujemy i identyfikujemy czes¢ deterministyczna,
a nastepnie skladnik losowy. W pracy przedstawiono sposoby okreslenia
zaleznodci deterministycznych wystepujacych w szeregach czasowych oraz

metody identyfikacji zaburzen zewnetrznych wystepujacych w tych szere-
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gach. W tym celu uzyto analizy korelacyjnej i spektralnej. Za pomoca
ruchomej $redniej oraz metody wyktadniczych wag ruchomej $redniej poka-
zano mozliwosci czedciowej eliminacji zaburzen zewnetrznych w modelu, co
pomaga w odgadnieciu postaci czesci deterministycznej. W pracy rowniez
przedstawiono metode réznicowa, za pomoca ktérej mozemy dobieraé¢ od-
powiedni wielomian aproksymujacy czes¢ deterministyczng. Do wyznacze-
nia estymatoréow parametréw strukturalnych czesci deterministycznej sze-
regu czasowego zastosowano klasyczng metode najmniejszych kwadratow.

Modelowanie i identyfikacje zaburzen zewnetrznych przeprowadzono
wykorzystujac metode momentéw oraz metode najwiekszej wiarygodnosci.
W ksiazce podano wtadnosci szeregdéw stacjonarnych i niestacjonarnych oraz
klasyczne metody weryfikacji stacjonarnosci oparte na testach Dickey-Fullera
oraz tescie Kwiatkowskiego-Phillipsa-Schmidta-Shina. Dodatkowo przedsta-
wiono wtlasnosci klasycznych szeregdéw stacjonarnych opisanych za pomoca
modeli AR, MA, ARMA oraz wlasnosci szeregéw niestacjonarnych opisanych
za pomocy modeli ARIMA, ARCH, GARCH, TARCH, EGARCH itp. Do
kazdego z modeli podano algorytmy identyfikacji parametrycznej. Identy-
fikacje procesow stacjonarnych oparto na zastosowaniu metody momentow,
natomiast do identyfikacji modeli niestacjonarnych zastosowano metode naj-
wiekszej wiarygodnosci. Réwniez przedstawiono zagadnienie filtracji szere-
gow gaussowskich (warunkowo gaussowskich) oraz wykorzystano je do esty-
macji parametréw modeli AR, MA, ARMA, ARIMA oraz modeli rodziny
ARCH.

Materiat zawarty w pracy moze by¢ pomocny studentom, pracowni-
kom naukowym oraz osobom, ktore dokonuja identyfikacji zaleznosci
zachodzacych w sytemach technicznych, fizycznych, ekonomicznych itp.
Autor zaktada, ze czytelnik zna podstawowe zagadnienia z teorii rachunku
prawdopodobienistwa i statystyki matematycznej, dlatego nie s one oma-

wiane w tej pracy.



Rozdzial 1

Matematyczne metody

prognozowania

1.1 Szeregi czasowe

Obserwujac zachowanie pewnego zjawiska (procesu) technicznego,
fizycznego, ekonomicznego itp. odczytujemy i notujemy jego wartosci, two-
rzac tym samym baze danych. Analizujac wartosci staramy sie skonstruowac
model matematyczny (system), ktory mozliwie dokltadnie mogtby opisywac
przebieg tego zjawiska. Najczesciej zachowanie systemu modelujemy za po-
moca procesu stochastycznego z czasem dyskretnym, ktéry nazywamy sze-
regiem czasowym. Podstawowe zadanie polega na identyfikacji nielosowych
sktadowych oraz zaburzen zewnetrznych wystepujacych w szeregu.

W latach 80 ubiegtego stulecia analiza szeregow czasowych (ASC) byta
jednym z najbardziej rozwijajacych sie dziatéw rachunku prawdopodobien-
stwa i statystyki matematycznej. ASC, w oparciu o teoretyczne wyniki teorii
procesow stochastycznych, stala sie jednym z narzedzi statystyki matema-
tycznej. Wykorzystuje sie ja w réznorodnych badaniach fizycznych, technicz-
nych, ekonomicznych, lingwistycznych, biologicznych, socjologicznych itp.
W kazdym z przypadkéw mamy do czynienia z obserwacja albo stochastycz-
nego szeregu stacjonarnego albo szeregu rézniacego sie od stacjonarnego ist-

nieniem czynnikéw nielosowych (np. trendu, okresowosci itd.)
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W literaturze mozemy zaobserwowaé dwa podstawowe podejscia do
analizy szeregdéw czasowych. Pierwsze, zwigzane 7z badaniem zwiazkoéw po-
miedzy elementami szeregu, nazywane jest analiza korelacyjna szeregu cza-
sowego. Fundamentem tego podejécia jest szacowanie funkcji korelacyj-
nych wykorzystujace metody parametryczne. Drugie podejscie zwiazane jest
z analiza czestotliwodciowych charakterystyk badanego szeregu oraz nazy-
wane jest analizg spektralng szeregu czasowego, ktéra wykorzystuje rézno-
rodne techniki spektralne, asymptotyczne, funkcjonalne.

Niech (Q,F, P) bedzie przestrzenia probabilistyczna, Z — zbior liczb
catkowitych, N — zbior liczb naturalnych, natomiast Ny = NU {0}.

Definicja 1.1 Szeregiem czasowym {x},. nazywamy proces stochastyczny

z czasem dyskretnym.

W zaleznosci od potrzeb bedziemy dalej przyjmowa¢ T' = Z, T' = N

lub T' = Ny. Jezeli {x},. jest szeregiem czasowym, to dla kazdego t € T'
Ty : Q — R.

W teorii szeregdéw crzasowych rozwazane sg zmienne losowe o wartosciach

zespolonych, wtedy dla kazdego t € T'
Tt . Q— (C,

gdzie C oznacza zbior liczb zespolonych. Przy ustalonym w € Q ciag
{xt (W)} Jest ciagiem liczb rzeczywistych (zespolonych) nazywanym
realizacjg szeregu czasowego {x¢},cp-

Definicja szeregu czasowego oparta jest na pojeciu zmiennej losowej xy
zaleznej od parametru t (czasu). Wobec powyzszego mamy do czynienia ze
sparametryzowana rodzina zmiennych losowych. Rozklady tych zmiennych
losowych, a w szczegolnosci ich pierwsze i drugie momenty réwniez moga
zaleze¢ od czasu t. Zazwycza] zaklada sie, ze odstepy pomiedzy ¢; i ¢; 1 sa

jednakowe. Ponizej przyjmujemy 7' = N.
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Struktura i klasyfikacja podstawowych czynnikow

1. Trend. Czynnik ksztaltujacy ogélna tendencje rozwojowa. Praktycz-
nie czynnik trendu opisywany jest za pomoca nielosowej funkcji fi, (t).

W wiekszodci przypadkéw funkcja trendu jest funkcja liniowa.

2. Sezonowosé. Czynnik ksztaltujacy okresowe wahania analizowanego
zjawiska w ciagu roku. Wyniki dzialari czynnikow sezonowych mode-
lujemy za pomoca nielosowej funkcji ¢(¢). Do modelowania powyzszej

funkcji uzywane sa zazwyczaj funkcje trygonometryczne;

3. Cykliczno$é. Czynnik ksztaltujacy zmiany analizowanego zjawiska
pod wpltywem dtugoczasowych cykli o charakterze ekonomicznym, de-
mograficznym lub astrofizycznym. Wyniki dziatari czynnikéw cyklicz-

nych opisujemy za pomoca funkcji nielosowej 1 (t).

4. Losowo$é. Czynnik ksztaltujacy wahania (fluktuacje) o charakterze
losowym. Wyniki dziatan losowych czynnikéw modelujemy za pomoca
zmiennych losowych g, t = 1,2, ... (sparametryzowanej rodziny zmien-

nych losowych).

Oczywiscie w szeregu czasowym nie zawsze uczestnicza wszystkie cztery
czynniki. W niektorych przypadkach uczestniczg czynniki trendu, sezonowe
i losowe, w niektorych cykliczne i losowe,a w niektérych tylko losowe. Jed-
nak we wszystkich rozwazanych przypadkach zaktadamy istnienie czynnikow
losowych. Zatem wartosci szeregu czasowego w czasie ¢ mozemy przedstawic

Za pomocg wzoru
Tt = M for (t) + )\QQD(t) -+ Agl/}(t) +¢e dlateN, (1.1)

gdzie

\ = { 1, jezeli i-ty czynnik wystepuje w szeregu,
0, W przeciwnym razie .

Whioskowanie o istnieniu i-tego czynnika moze by¢ oparte na analizie istoty

zadania (ma charakter aprioryczny, teoretyczny — w tym celu wykorzystu-

jemy publikacje, ekspertyzy opracowane wczesniej) lub na podstawie analizy



14 1. Matematyczne metody prognozowania

statystycznej badanego szeregu (analizie trajektorii i wlasnosci badanego

zjawiska).

5. Trend stochastyczny. Czynnik ksztaltujacy dynamike o charakterze
losowym. W przypadku trendu stochastycznego wtasnosci dynamiczne
szeregu zmieniaja sie w czasie. Trend stochastyczny w szeregu czaso-
wym powstaje w wyniku integracji poprzednich zaburzen. Stosujac
metode réznicowy eliminujemy trend stochastyczny otrzymujac szereg

w postaci kombinacji liniowej w/w czynnikow.

Glownym celem analizy szeregu czasowego jest identyfikacja modelu
matematycznego opisujacego zachowanie badanego zjawiska. Obserwujac

realizacje szeregu czasowego {z},p nalezy:

1. okresli¢c ktore z mnielosowych funkcji fi. (t),(t), ¥ (t) wystepuja
w modelu (1.1) (nalezy wyznaczy¢ wartosci parametrow \;,i = 1,2, 3)

oraz dla kazdego A\; = 1 ustali¢ posta¢ analityczng funkcji nielosowej;

2. skonstruowac estymatory dla nielosowych funkcji wystepujacych w sze-

regu czasowym (1.1);

3. dobra¢ model opisujacy zachowanie funkcji losowej e; oraz dobraé

estymatory parametréw rozkltadu.

Realizacja zadan (1-3) jest podstawa do okreslenia krotko- i srednio-

okresowych prognoz badanego zjawiska.

1.2 Etapy budowy modeli matematycznych

Modele matematyczne opisujace zachowanie zjawisk zawieraja pewne
parametry. Aby moc dokona¢ prognoz nalezy je wyestymowac (oszacowac)
na podstawie danych z obserwacji. W praktyce wazne jest, aby korzystaé
z mozliwie najmniejszej liczby parametrow. Jezeli uwzglednimy w modelu
zbyt mala liczbe parametrow, to nie uzyskamy prawidtowej zaleznosci wy-

stepujacej w szeregu czasowym. Natomiast uwzglednienie w modelu zbyt



1.3. Matematyczne modele dynamiczne 15

duzej liczby parametrow prowadzi do wzrostu wariancji prognoz (tym sa-
mym prognozy sa mniej efektywne, trafne). Naszym celem jest otrzymanie
modelu nie tylko adekwatnego ale i oszczednego (modelu uwzgledniajacego
parametry najistotniejsze).

Jezeli rozumiemy mechanizm badanego zjawiska, to jego zachowanie
mozemy opisa¢ za pomocg modelu matematycznego. Otrzymujemy wowczas
model teoretyczny na podstawie dostepnej informacji. W wielu przypad-
kach do otrzymania modelu teoretycznego potrzebna jest pelna znajomosé
zjawiska. Jezeli owej wiedzy w postaci publikacji (ekspertyz, opisow) nie
posiadamy, to musimy szuka¢ modelu empirycznego. W szczegolnosci mo-
zemy korzysta¢ z niekompletnej wiedzy teoretycznej, tym samym okreslamy
pewna klase mozliwych modeli, ktéore musza by¢ weryfikowane. Budowa

i dobér odpowiedniego modelu przebiega w sposob nastepujacy:
1. na podstawie dostepnej informacji dobieramy klase modeli;
2. wybieramy model prébny;
3. dokonujemy identyfikacji modelu prébnego;

4. sprawdzamy za pomoca narzedzi statystyki matematycznej czy wy-
brany model jest poprawny (czy jest dobrze dopasowany do danych
empirycznych). Jezeli jest dobrze dopasowany to mozemy go wykorzy-
sta¢ do prognoz. W przeciwnym razie, jezeli zostanie wykryta niezgod-
nos¢, to procedure nalezy wykonac od nowa (identyfikacja, estymacja,

sprawdzenie);

5. ostatecznym sprawdzianem jest weryfikacja empiryczna.

1.3 Matematyczne modele dynamiczne

Do opisu przebiegu zjawisk do$¢ czesto wykorzystujemy modele ma-
tematyczne. Ponizej przedstawione zostang modele deterministyczne i sto-
chastyczne. Model, ktoéry pozwala doktadnie obliczy¢ warto$é zmiennej za-

leznej w dowolnym momencie, nazywami modelem deterministycznym. Na
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wiekszo$¢ zjawisk (finansowych, ekonomicznych, socjologicznych itd) moga
wplywaé nieznane czynniki natury losowej. Owe czynniki powoduja nie-
mozno$¢ znalezienia modelu deterministycznego, umozliwiajacego doktadne
wyznaczenie przyszlego przebiegu zjawiska. Niemniej jednak mozna zbu-
dowa¢ model, ktory pozwala wyznaczyé przyszie wartosci z prawdopodo-
bienstwami. Takie modele nazywamy modelami stochastycznymi (probabi-
listycznymi). Przykltady ponizej pokazuja zachowania systemow opisanych

za pomoca modelu deterministycznego i modelu stochastycznego.

Przyktad 1.1 (Model wartosci kapitalu) Niech z; oznacza wielkosé ka-
pitatu w chwili t € Ny. Jezeli r > 0 jest stopg zwrotu pozbawiong ryzyka, to
zalezno$ci wielkosci kapitatu od stopy zwrotu mozemy przedstawié wzorem
Te+l — Tt
Tt
lub

Tpp1 = (1 +7) 2.

W takim razie wielko$é kapitatu ktorym dysponuje inwestor w chwili t € No,

jezeli w chwili t = 0 posiadat xo = M, jest dana wzorem (cigg geometryczny)
xy =M1 +7r).

Rysunek 1.1 przedstawia warto$é kapitatu dla momentow t = 0,1,2,...,20
w przypadku, gdy wartosé poczgtkowa M = 1000 oraz stopa zwrotu jest stata

i wynosi 8%.

W modelach stochastycznych, w odréznieniu od modeli determini-
stycznych, przyszte wartosci szeregu czasowego mozemy oszacowal z pew-

nym btedem, natomiast nie potrafimy okresli¢ ich doktadnie.

Przyklad 1.2 (Model autoregresji rzedu k) Niech {2}, bedzie cig-
giem postaci

Ty = Ao+ MTp—1 + oo F A\pTi—p + &4

z warunkiem poczgtkowym xg, ..., xp_1 , gdzie g, ..., A\ S¢ parametramsi mo-

delu, natomiast {e1},~, oznacza gaussowski biaty szum — cigg niezaleznych
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Rysunek 1.1: Wielko$¢ kapitalu w poszczegolnych latach.

zmiennych losowych o rozktadzie normalnym IN (0,02). Dla warunku po-
czgtkowego rog = 1, x1 = 0.5 rysunek 1.2 przedstawia mozliwe trajektorie

modelu autoregresyi rzedu 2 postaci
Tt = 0.5— 0.21’,5_1 + 0.3.Z't_2 + &¢,

gdzie {et},cq jest ciggiem niezaleznych zmiennych losowych o rozktadzie nor-
malnym N (0,4), natomiast T = {2, ...,20}.

Przyktad 1.3 Niech {e}.}; oy bedzie ciggiem niezaleinych zmiennych loso-
wych o rozktadzie normalnym N (m, o?) oraz zmienna losowa Xo ma rozktad
normalny N (mo,q}). Zaktadamy, ze zmienne Xq i {ex} oy Sa stochastycz-

nie niezalezne oraz zmienne losowe Xy, k € N sq dane wzorem

X = Xg—1 + k-
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0 5 10 15 20 25 30

Rysunek 1.2: Symulacje modelu AR(2) .

Wykazemy, ze dla dowolnego k > 0 zmienna losowa Xy ma rozktad normalny
N(my,q2) (dla k =0 wynika to z definicji). Funkcja gestosci dla zmiennej

losowej Xy 1 jest dana wzorem
fen(@) = [ R@) el - )iz,

gdzie fi jest funkcjg gestosSci zmiennych €. Zatem

9] B ) o )
) = [ e (U e (e

[e.9]

1 . 2 N2

= / exp <— (@ T;lk) — (-2 5 m) > dx.

2woqy 2q; 20
— 0o

Poniewaz

2 2 2 2 2 2

r—m 2= —m + 0o m Z—m m Z—m
( 2k’) ( - ) :qk2 2(122— (’;+ 5 ) _'_7];4_%
2q; 20 2q;0 2q; 2 2q;; 20
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oraz
00

2
/ e AT E2B=C gy 1/%6_#, (1.3)

—0o0

to korzystajac ze wzoréw (1.2) i (1.3) otrzymujemy

(=~ (ms +m>>2> |

1
V2my/o? + ¢} ( 2 (g5 +0?)

Funkcja gestosci zmiennej losowej Xy11 dla k > 0 jest dana wzorem

fer1(2) =

fk 1(2) B 1 exp (Z — mk+1)2
+ = —_— |,
V2T Qg1 2¢; 4
gdzie
mp+1 = mp+m=mo+ (k+1)m,
i1 = G0’ =g+ (k+1)0”

Zatem dla dowolnego k > 0 zmienna losowa X1 ma rozktad normalny

N(mg + km, g3 + ko?).

Dla Xy = 0 oraz m = 0 powyzszy przyktad jest znany w literaturze
jako model bladzenia losowego (patrz np. [1], |6], [51], [52], [57]).

Przyktad 1.4 Niech {Xk}keNo bedzie ciggiem niezaleznych zmiennych lo-
sowych o rozktadzie normalnym N (m,o?), zmienna losowa T ma rozktad

Poissone’a z parametrem intensywnosci A > 0 oraz zmienna losowa X, jest

X; = ZT:XR.
k=0

Ponizej wyznaczymy wartosé oczekiwang i wariancje zmiennej losowej X .

dana wzorem

Funkcja charakterystyczna zmiennej losowej X, jest dana wzorem

px, (s) = Ee"X7, s € R.

k
Z przyktadu 1.3 wynika, ze dla ustalonego k > 0 zmienna losowa > Xy ma
t=0
rozktad normalny N (km,ko?). Ze wzoru na prawdopodobieristwo catkowite
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otrzymujemy
00 k
ox, (s) = ZEeXp (isZXt> P(r=k)
=0
o0 [ee] k
_ —>\>‘ zsa:éf(302_::5>2 de — Z e—A)‘ieiskm—¢
k 0 V2mka = M

2

) 22\ F
0o <A€Z5m— >
. 0'252
= E e I = exp ()\ <e’5m_ 2 — 1>) .

k=0

Korzystajgc z wtasnosci funkcyi charakterystycznej otrzymujemy

0
S
EXT — (()S()OXT ( )‘5:0 — )\m’
7

2
Zrox. (5)

EX? = — =0 = X (m? + 0?) + \’m?
i

Ostatecznie wartosé oczekiwana zmiennej losowej X, wynosi Am, natomiast

jej wariancja jest rowna
Var (X,) = EX2 - (EX;)? = X (m? + o).

Modele stochastyczne maja dos¢ szerokie zastosowanie w praktyce.
Opisujac zachowanie obiektow (systemow technicznych, ekonomicznych,
socjologicznych itp.) za pomoca zmiennych losowych mozemy przewidywac
(szacowaé z prawdopodobienstwem) wartosci tych systemow badz wartosci
zalezne od tych systemoéw. Proste przyktady ponizej pokazuja zastosowanie

modeli stochastycznych w ekonomii.

Przyktad 1.5 Przedsiebiorstwo produkuje towar oraz sprzedaje po ustalo-
nej cenie p > 0. Popyt na towar jest podporzqadkowany rozktadow: log-
normalnemu LIN (m,oQ), gdzie m > 0, 0 < 0 < oo. Funkcja kosztow
jest liniowa K (y) = ko + k1y, gdzie y oznacza wielko$é produkcji. Ponizej
oszacujemy oczekiwany popyt na dobro oraz oczekiwany zysk ze sprzedazy

przy zatozeniu, ze wielko$é produkcyi jest rowna wielkosci sprzedazy.
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Niech zmienna losowa & reprezentuje popyt na dobro. Funkcja gestosci roz-

ktadu log-normalnego LN (m,0?) jest dana wzorem

1 (Inz—m)?
7 T T o2 ) > 07
7(377 m7 U) p— o (271') eXp < 20.2 > v

0, z < 0.

Oczekiwany popyt wynosi

Eg_? v (mz—m)®
_0 o/ 27 P 202 ’

Aby wyznaczyé powyzszq catke dokonujemy zamiany zmiennych

y=Inx
r=eY
dx = e¥dy

Zatem oczekiwany popyt wynosi

7 (y —m)*
Eé—/g\/ﬁexp@—w)dy

— 00

oV 2T 202

7 2 2 N2 92 9
/ 1 eXp(_y 2(m+o?)y+ (m+0?)" — (m+o?) +m>dy

—00

2

m2—(m+e2)? F _ 2))2
=e (2; )/ ! exp(—(y (m+a))>dy—em+a22.

202

Wobec powyzszego oczekiwany zysk (przychdéd minus koszty) ze sprzedazy jest

rowny
0,2
EpE—ko— ki) =(p—ki)EE— ko= (p— k1) e™tT — k.

Przyklad 1.6 Przedsiebiorstwo produkuje dobra niesubstytucyjne, ktore sq
sprzedawane po cenach py > 0 4 py > 0 odpowiednio. Popyty na dobra
sq stochastycznie niezalezne oraz podporzgdkowane rozktadow: Poissone’a

z parametrami Ay > 0 7 Ao > 0. Funkcje kosztow sqg liniowe



22 1. Matematyczne metody prognozowania

K (&) = koi + k1:&. Ponizej oszacujemy oczekiwane popyty oraz oczeki-

wany tgczny zysk ze sprzedazy.
Niech & = < 1 ) reprezentuje wektor popytéw na dobra. Funkcja gestosci
2

zmienne] losowej X dla rozktadu Poissone’a z parametrem \ ma postaé
P(X =n)= e_’\—' dla n € Ny.

Oczekiwany popyt dla dobra pierwszego:
= A )‘? A 7ll A )‘1
_ A1 71 —A1 _ —A1 _
R ST T 2 ] AZ@ -
n=0 n=1
Analogicznie E&s = Ao, Ostatecznie oczekiwany popyt na dobra wynosi
E A
me= )= (M),
E& A2
natomiast oczekiwany tgczny zysk jest réwny

E (p1&1 — K (§1) +p262 — K (&2)) = p1E& — (ko1 + k11 E&1) + p2ES
— (koz + k12E&2) = (p1 — k11) M+ (p2 — k12) A2 — ko1 — koa.



Rozdzial 2

Identyfikacja nielosowych
sktadowych

2.1 Metody identyfikacji nielosowych skladowych
Identyfikacja szeregow czasowych {x;},.y postaci
v =f(@t)+e dlateN (2.1)

polega na wyznaczeniu czesci deterministycznej f (¢) tego szeregu oraz okre-
sleniu zachowania sktadnika reszt €; dla t € N. Ponizej przedstawione zo-
stang sposoby identyfikacji i aproksymacji czesci deterministyczej szeregu
(2.1). Metody wyznaczenia nielosowych skltadowych w badanym szeregu

{2t };cy mozemy podzieli¢ na analityczne i algorytmiczne.

Metody analityczne wykorzystujemy w przypadku gdy znana jest
postaé funkcji nielosowej f (t). Jezeli stwierdziliémy, ze w analizowanym
szeregu czasowym {z:},.y Wystepuja nielosowe sktadowe (trendu f. (¢),

sezonowa ¢ (t), cykliczna ¥ (t)), to czes¢ deterministyczng szeregu mode-

lujemy za pomoca réwnania

f (@) = (t,0) = ALfer (t,01) + Aa(t, ©2) + A39(t, ©3)

N fur (8) + dap(t) + Atb(0), (2.2)
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gdzie © = (01,05,03) € RF = R¥ x R*2 x R* jest wektorem niezna-
nych parametréw. Zadanie polega na wyznaczeniu estymatoréow parametrow
© funkcji f(t,0). Do predykcji czesci deterministycznej szeregu {4},
wybieramy wartosci funkcji f (t, é)), t € N (tzn. nieznane parametry ©
zastepujemy estymatorami @)

Metody algorytmiczne wykorzystujemy wtedy, gdy posta¢ funkcji
nielosowej f (¢) nie jest znana. W takim przypadku zadanie polega na kon-
strukeji algorytmu oceny f(t) dla nieznanej funkcji f (¢) w dowolnej chwili
czasowej t. Metody algorytmiczne sa bardziej elastyczne. Niektore z tych

metod zostang omowione ponizej.

2.2 Metody analityczne

Do identyfikacji parametréw deterministycznej czesci szeregu czaso-
wego {4}, nNajezesdcie] wykorzystuje sie klasyczng metode najmniejszych
kwadratow (MNK) oraz metode najwiekszej wiarygodnosci (MNW) (patrz
[1], |13], [28], [43], |58], [59], [61]). W przypadku stosowania metody naj-
mniejszych kwadratow szukamy takich estymatoréw parametrow struktural-
nych (wartoéci ocen nieznanych parametréw) modelu aby suma kwadratow
réznic pomiedzy warto$ciami empirycznymi a teoretycznymi szeregu czaso-
wego byla jak najmniejsza. W przypadku stosowania metody najwiekszej
wiarygodnosci szukamy takich ocen parametréw modelu aby iloczyn praw-
dopodobieristw realizacji elementow szeregu czasowego (w tym przypadku
elementy szeregu czasowego wystepuja jako zmienne losowe) byl jak naj-

wiekszy.
2.2.1 Klasyczna metoda najmniejszych kwadratéow
Rozwazmy model postaci
xy=f(t,0)+¢e dlateN, (2.3)

gdzie {e¢}, <4<, jest ciagiem niezaleznych zmiennych losowych o rozktadzie

normalnym N (0,02). Na podstawie realizacji szeregu {x;}, ;. nalezy
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oszacowal nieznane parametry © modelu (2.3). Kryterium, ktore zapropo-
nowal Gauss do pomiaru btedu estymacji jest kwadrat dtugosci ||e||* = (e, €),
gdzie e = (g1, ..., EN)T jest wektorem odchylen wartosci empirycznych zmien-
nej zaleznej od wartosci teoretycznych (e; =z, — f (¢,©) dlat = 1,2, ..., N).

Zadanie polega na wyznaczeniu takich wartosci © € R* dla ktorych
(e,e) — min.

Definicja 2.1 Klasyczna metoda najmniejszych kwadratéw (MNK) polega

na wyznaczeniu wektora parametréow © € R spetniajgcego warunek

N . 9 . N )
> (w1 (1.6)) = iy 3 (e~ 1 (4.6))" (24)

t=1

Estymator O € R* uzyskany za pomoca MNK spelnia warunek

N R (O | Ry PR RO

OcRk

W modelu (2.3) jako zmienna niezalezna wystepuje tylko zmienna czasowa
t. Oceny parametrow © konstruowane sa na podstawie obserwacji szeregu
czasowego {T};,«n. Opisujac zachowanie szeregu czasowego {z;},.y za
pomoca modeli (_2_3) mozna dobiera¢ réznorodne postaci czedci determini-
stycznej f (t,0) (patrz [1], [13], [24], [43], [58], [61])-

2.2.2 Identyfikacja trendu w szeregu czasowym

Jezeli w szeregu czasowym wystepuje tylko trend liniowy, to taki

model mozemy przedstawi¢ w postaci
T = g + aqt + & (2.5)

Wartosci ocen ag, a1 parametrow strukturalnych ag, a; na podstawie obser-
wacji szeregu czasowego {;}, .,y postaci (2.5) otrzymujemy rozwigzujac
zadanie programowania kwadratowego

N

min (21 — g — o t)? (2.6)
ap,a1 €ER —
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N
Rozniczkujac funkcije celu Fag, ) = 3 (@ — ap — aqt)? wzgledem zmien-
t=

—_

nych ag, a1, otrzymujemy

N
E%OF(O‘O’ ) = —QtZ:l(J:t —ap — ait),
N
%F(O&o, a) = —t; t(zy — ap — art)

Poniewaz F'(ag, aq) jest funkcja wypukla, to rozwiazanie uktadu rownan

N N
Y ag—Nag—a; Y, t=0,
t=1 t=1

N N N
Sty —ap Y. t—ay Y. t2=0
=1 =1 i=1

jest jednoczesnie rozwigzaniem problemu (2.6). Mnozac obustronnie pierw-
N

sze rownanie przez — »_ t , a drugie przez N oraz dodajac je stronami otrzy-
t=1

mujemy

Oznaczajac przez T srednia arytmetyczna realizacji szeregu czasowego

{zt}1 <<y oraz przez t Srednia arytmetyczng zmiennej czasowej t otrzy-

mujemy
N
S tey—NTt
Q] = tz]\} ’
S 12— N7 (2.7)
t=1
oap =T — ot
N N(N+1) N N(N+1)(2N+1)
Korzystajac ze wzoréw »_ t = —5~ oraz y_ t* = ——~5=—"-) warunck
t=1 t=1

(2.7) mozemy przedstawi¢ w postaci

12 Z tay— Nt
a1 = N(N2 1) )

Ozo—aj—OqM
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2.2.3 Identyfikacja funkcji wielomianowej w szeregu

czasowym

W przypadku, gdy funkcja nielosowa jest wielomianem stopnia p
=09+ art+ ... +aptf + ¢ (2.8)

oraz liczba obserwacji N zdecydowanie przewyzsza stopien wielomianu p, to

uktad réwnarn obserwacyjnych mozemy przedstawi¢ w postaci

T1 =00+ arq . tap - 1P+ ey,

TN :a0+a1N+...+apr+€N,

ktory sprowadzamy do postaci macierzowej

ap
) 11 ... 1 €1
(0]
= R (2.9)
TN 1 N NP EN
Qp
Przyjmujac
1 1 1 .. 1 1
(0%
1 2 22 .. o» - 0
o
X=|13 3 .. 3 |, Y=)| z9 |, ©=
S . .
1 N N2 ... NP TN P

uktad réwnan obserwacyjnych w postaci macierzowej (2.9) mozemy przed-
stawi¢ w postaci

Y = XO te. (2.10)

Twierdzenie ponizej przedstawia sposéb szacowania parametréow struktural-

nych dla modelu (2.8).

Twierdzenie 2.1 Jezeli det (XTX) # 0, to estymator wektora parametréw

strukturalnych modelu (2.8) jest dany wzorem

6=(xTx)" x"y. (2.11)
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Dowaod. Zdefiniujmy funkcje celu
f(O)=(Y —X0,Y — X0), 0 c RPHL

Poniwaz f(-) jest funkcja wypukta, to rozwiazanie uktadu rownan
Vof(©) = 0 (gdzie Vo f(O) oznacza gradient f w punkcie ©, 0 € RPF!

wektor zerowy) jest jednoczesnie rozwigzaniem problemu

Jin  f(0).
Mamy
Vof(©) =2XT (X0 -Y),
wiec 6 = (XTX)f1 XTY jest jedynym rozwigzaniem ukladu réwnan
Vof(©)=0. =

Podstawiajac rownanie obserwacyjne (2.10) do (2.11), otrzymujemy

1

0=0+(XTXx)" X'e. (2.12)

Wobec powyzszego wartos¢ oczekiwana wektora nieznanych parametrow ©

jest réwna
~ -1 ~
EO=06- (X"X) X"Ee=0,
cO oznacza, ze 6 jest nieobcigzonym estymatorem wektora nieznanych pa-

rametrow ©. Macierz kowariancji wektora nieznanych parametrow © jest

réwna
cov(0,0) = E(©—EO)(©—Ee)"

— B((XTX) " XTes"X (X7X) )

— (XTx) ' XTE (7)) X (XTX) .
Poniewaz {e}; -,y jest ciagiem niezaleznych zmiennych losowych o rozkta-
dzie normalnym IN (0, 02), to

E (ee!) = 0’1,

gdzie I oznacza macierz jednostkows. Ostatecznie otrzymujemy

cov (0,0) =02 (xTx) ™" (2.13)
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Wniosek 2.1 W przypadku, gdy funkcja nielosowa f (t,©) jest funkcjg nie-
lintowg ze wzgledu na parametry ©, to mozemy:

1. dokonaé linearyzacji, a nastepnie oszacowaé nieznane parametry © za
pomocg MNK,

2. funkcje nielosowq f (t,0) przyblizyé wielomianem stopnia p,

3. oszacowaé nieznane parametry © rozwigzujgc zadanie (2.4), wtedy waru-

nek konieczny na istnienie ekstremum ma postaé

N
Z (th —f (t7 @)) Vof (tv @) =0. (214)

t=1

W przypadku, gdy skladniki losowe {e¢}, ;< sa skorelowane, to do
oszacowania parametrow © musimy zastosowac¢ uogélnionag MNK. Wiecej na
temat identyfikacji zaleznosci wyktadniczych, potegowych, logarytmicznych,
hiperbolicznych mozna znalezé np. w [43], |61].

Uwzglednienie w modelu (2.3) zbednych czynnikéw (parametrow, pre-
dyktorow) prowadzi do wzrostu wariancji prognoz (nieefektywnosci estyma-
torow), natomiast brak analizy niezbednych cech prowadzi do obciazono-
§ci estymatoréw. Optymalny zbior predyktoréw dla modeli liniowych wy-
znaczamy za pomoca kryterium informacyjnego. W tym celu korzystamy

z klasycznych kryteriéw znanych w literaturze:

e kryterium Akaike (Akaike Information Criterion-AIC) (patrz np. [2],
[4], [5], [13], [57], [59])

N
1 2
AIC = Nln (H;q) + 2k,

e kryterium Schwarza SIC (patrz np. [48], [57], [59])

N
1
IC = N1 72‘2 In N
SIC n(N_kt1€t>+kn ,

e kryterium Hannana—Quinna (patrz np. [26])

t=1

N
1 2
HQC = Nln <stt) +2kIn(InN),

gdzie k oznacza liczbe nieznanych parametréw w modelu.
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2.2.4 Metoda najwiekszej wiarygodno$ci

Ponizej przedstawiona zostanie kolejna metoda estymacji punktowe;j.
Metoda najwiekszej wiarygodnosci (MNW) zostata zaproponowana przez
R. Fishera oraz polega na analizie tacznego rozktadu prawdopodobieristwa
probki {z:} < (patrz [1], [13], [28], [31], [43], [51], [58], [59]).

Rozwazmy model postaci
xy=f(t,0,e) dlateN, (2.15)

gdzie {et},c jest ciagiem niezaleznych zmiennych losowych o rozkladzie
p (-, A), natomiast A € R"™ — wektorem nieznanych parametréow rozktadu
ciggu zmiennych losowych {e;},.. Sposob identyfikacji parametrow © € RF
oraz A € R" za pomoca metody najwiekszej wiarygodnosci podaje twierdze-

nie ponizej.

Twierdzenie 2.2 Jezeli {21}, jest realizacjq szerequ postaci (2.15),
funkcja fro (€) = f(t,©,¢) jest funkcjq réznowartosciowq,
fto :R—= R oraz
A A (2, t,0),)) >0,
©Nern 1<y’ (/7 @1, )
gdzief 1 (2,t,0) = ft_é (z) i k+n < N, to estymatory nieznanych parame-
trow © € RF X\ € R” uzyskane za pomocg MNW spetniajq warunek

sz: Vor(f~(21,t,0),))

=0
(f~H(@e:t,0),\) ’
= P (2.16)
Z V)\p(f_l(‘rht’@)’)‘) _ 0
T Twme N
Dowéd. Niech ¢ = f~1(z,¢t,0). Do oszacowania parametréw O, na

podstawie obserwacji {x;}, -,y korzystajac z MNW nalezy najpierw skon-

struowaé funkcje wiarygodnosci

N

L1, 2n;©,0) = [[p(f 7 (21, £,0),0). (2.17)
t=1
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Stosujac MNW szukamy takich ocen nieznanych parametrow © i A, dla
ktorych funkcja wiarygodnosci osigga wartosé najwicksza. Zatem zadanie
ma postac

max L (z1,..,xn;0,)\).
(O,\)€Rkxn

Powyzsze zadanie mozemy sprowadzi¢ do postaci réwnowaznej

max [ (z1,...,zN;0,)\), (2.18)
(©,\)eRkxn

gdzie
Loy, an;©,2) = In(L(21,...,28;0, 1))

N
Z Y(24,t,0), 7). (2.19)

Rozwiazuja¢ uktad réwnan

Vol (z1,...,xzn;0,A) =0
Vil (z1,...,zn; O,0) =0

otrzymujemy punkt, ktéry spetnia warunek konieczny. Gradienty z funkcji

wiarygodnosci Vel i V)l dane sa wzorami

N Vop(f=1(z,t,0),)
VGZ (xla"'va;eﬂ)\) = Z ;)(pf(fl(mt’t’@))\) )7
N Var(f 7 (@e,,0)))

v)\l (5[31, -y TN3 @7 )‘) = t; 2 L(@,t,0),N)

Przyktad 2.1 Niech szereg czasowy {4}, oy bedzie dany wzorem (2.3), gdzie
{et}ien Jest ciggiem niezaleznych zmiennych losowych o rozktadzie normal-
nym IN (0,02). Na podstawie obserwacji {xi}y,-n korzystajac z MNW
zidentyfikujemy nieznane parametry struktumlne_@_ € R* oraz odchylenie
standardowe o dla niezaleznych zmiennych losowych {Et}lgth-

Zgodnie z réwnaniem (2.3) przyjmujemy

T = ft7@ (5) = f(t,@) +e€
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zatem
f7H @, 1,0) = fé(z) =x— [ (t,0).

Fukcja wiarygodnosci jest dana wzorem

N
L (l‘la -~-a$n;@70) = H'Y(:L't - f (tv 6) 30)

N
:1exp< QLZ (e~ f 1, @)))

N(2m)>

gdzie
1 z?

’Y(x7 U) = me 202

oznacza funkcje gestosci zmiennej losowej o rozktadzie N (0,02) . Rozwig-

zujge zadanie postaci

maxL (21, ...,zn;0,0)
Nes

lub zadanie réwnowazne
max/ (21, ...xN;0,0),
(oa
b

gdzie

[(z1,....,2N;0,0) =1n (L (xl,... Ty M, 0))

N
:_Nln()_EID%T 222 )2

otrzymujemy oceny parametréow © i o. Gradienty Vol oraz V,l dla loga-

rytmu z funkcji wiarygodnosci wynoszq odpowiednio

Vol (x1,...,xn;m,0) = 2 Z ) Vef (i,0),
0 1 1 . 9
%l (21,00 Tpym,0) = *N;+;Z($i*f(%9)) :

Przyrownujgc je do zera otrzymujemy warunek konieczny na istnienie
ekstremum N
z (mt - f (tv 6)) v@f (t7 @) =0,
=1 N (2.20)
NI+ 5 Y ([ (1,0)) =
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Wnhniosek 2.2 Poréunujgc (2.14) oraz (2.20) widzimy, zZe estymatory nie-
znanych parametrow © dla modelu (2.3) uzyskane za pomocqg MNK 1 MNW

sq identyczne.

Wniosek 2.3 Z uktadu réwnan (2.20) wynika, ze najlepszym estymatorem

odchylenia standardowego jest

o= w3 (- (16))"

gdzie 6 jest estymatorem nieznanych parametréw w modelu (2.3).
Przyktad 2.2 Rozwazmy model
Tt :taﬁt dla t = 1,2,....,N, (221)

gdzie {1} <,< N Jest ciggiem niezaleznych zmiennych losowych o rozktadzie

logarytmiczno-normalnym LN (m, 02). Funkcja wiarygodnosci ma postaé

N -1 n
1 t® 1 Ty 2
L 3oy N3 A, M, 0) = —————— — - (1 — — ) ,
PR E (H> eXp( 2 2 (M m)

t=1
natomsiast
l(z1,....,xn;a,m,0) = In(L(z1,..,zN;a,m,0))
N
= —Nln(o)— —ln (2) Z (alnt —Inxy)
t=1
1 N
_@Z(lnxt—alnt—mf. (2.22)

t=1
Rozwigzujgc zadanie
max [ (z1,...,zN;a,m,0)
a,m,o
otrzymujemy estymatory nieznanych parametréow a, m,o. Warunek konieczny

istnienia ektremum funkcji l (x1,...,xN;a,m,0) ze wzgledu na a,m,o
N N

—a ) Int+ %Z(lnxt—alnt—m)lnt:O,
t=1 i=1

% > (Inzy —alnt —m) =0, (2.23)

o~
Il
—

—%—f-% (Inz; —alnt —m)* = 0.
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Z rownania trzeciego powyzszeqo uktadu rownan otrzymujemy
N
E (Inzy —alnt —m)?. (2.24)

t=1

1
- N
Niech

1 Y 1 Y g
- -3y h=—S Int -9,
N;nxt, N;n, s=14

Z réwnania drugiego uktadu (2.23) wyznaczamy parametr a jako

g—m
=47 2.25
o= (2.25)

Podstawiajac (2.24) oraz (2.25) do réwnania pierwszego uktadu (2.23) otrzy-

maujemy

3" (st (1))

t=1
N

N
+> Inzlnt—a) (Int)> = mNh=0.
t=1 t=1
Wyznaczajge pierwiastki wielomianu stopnia trzeciego otrzymujemy warto-
Sci m spetniajgce warunek konieczny ekstremum funkcji (2.22), nastepnie
z (2.24) oraz (2.25) wyznaczamy wartosci a i o odpowiednio. Otrzymane wy-
niki  spetniajq  warunek  konieczny  istnienia  ekstremum  funkcyi

l(x1,....,xN;a,m,0) postaci (2.22).

2.3 Metody algorytmiczne

Metody algorytmiczne zazwyczaj stosujemy w przypadku, gdy nie
znamy postaci czedci deterministycznej. Przyjmujemy ze szereg czasowy

{Zt}en jest dany wzorem
Ty = f (t) + Et, (226)

gdzie {et},c jest ciagiem niezalenych zmiennych losowych o rozkltadzie

normalnym N (0, 02) .
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Metody algorytmiczne polegaja na konstrukcji estymatora czedci
deterministycznej f (t) poprzez zmniejszenie wplywu losowych fluktuacji
w analizowanym szeregu czasowym {z;},.y. U podstaw tej metody lezy
prosta obserwacja: jezeli wariancja niezaleznych zmiennych losowych {e:}
wynosi o2, to wariancja éredniej elementow Tty Tt—mt1, - T dla t > m

jest réwna

Var T+ oo + T _ E Tt + oo+ Loy — E(Jit + ... +xt—m) 2
m+1 m+1
1 2 0'2
= 7E _ — -
m+1 (5t+5t 1+ +5t m) m+1

co powoduje zmniejszenie rozrzutu (wariancji) oraz wygltadzanie trajektorii.
Konstrukcja estymatora czesci deterministycznej f (t) elementow sze-
regu czasowego postaci (2.26) na podstawie realizacji Ti—m, Ti—mt1, - Tt

polega na wyznaczeniu wielkosci

m
ft) = Zwlﬂt—k dla t > m, (2.27)
k=0
m
gdzie wagi wo,wr, ..., w,, spelniaja warunek Y wp = 1, w; > 0 dla
k=0

j = 0,1,....,m. Powyzsza metode nazywamy ruchoma $rednia (patrz np.
[1], [33], [59], [61]). Wagi wg, w1, ..., wy, szacujemy za pomoca metody naj-

mniejszych kwadratow.

Uwaga 2.1 Okreslajgc nielosowq sktadowq f (t) w szerequ {x4}, o prey po-
mocy metody ruchomej sredniej otrzymujemy estymator f (t), ktory w przy-

blizeniu opisuje zachowanie tej sktadowej w modelu (2.26).

Ponizej przedstawimy wplyw jaki wywiera metoda ruchomej $redniej
na sktadniki losowe w szeregu czasowym {z;}, . Poniewaz zmienne losowe

g¢ w rOwnaniu (2.26) sa nieskorelowane (niezalezne), to

Eé“t = O,

{aa dla 7 =0,

Feieprr =
e 0, dlar 0.
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Podczas identyfikacji funkcji nielosowej f (t) za pomoca wzoru (2.27) otrzy-

mamy estymator f (t), ktory ma sktadnik losowy postaci

m
& = Zwket,k dla t > m. (2.28)

k=0
Latwo wida¢, 7ze wartos$¢ oczekiwana zaburzenia estymatora jest réwna zero
(B&, = 0, t > m). Kowariancja estymatora f(t) jest identyczna
z kowariancja sktadnika losowego postaci (2.28). Poniewaz zmienne losowe

¢, t € N sg nieskorelowane, to

m
2
A o 0%y WpWktr, dla0 <7 <m,
Ve (T) = cov (&4, Epyr) = =t (2.29)
0, dla 7 >m.

Wariancja jest réwna

D?*; = 4z (0) = o* Z w3 (2.30)

1, T=0
in: WrWg—1
Te (T) = 162%72, dla 0 <T S m, (231)
k:Owk
0, dla 7 >m.

Otrzymany szereg zaburzen {&;},.,, ma niezerowa funkcje¢ autokowarian-
¢ji dla 7 = 0,1, ...,m, natomiast dla 7 > m wartosci funkcji autokorelacji
wynosza zero. Rowniez wariancja & jest mniejsza od o2, co powoduje re-
dukcje zaburzen estymatora dla funkcji nielosowej f (t) w szeregu postaci

(2.26). Zatem otrzymany szereg {f(t)} jest bardziej gtadki niz szereg
t>m

wyjsciowy {z¢}, -

2.3.1 Ruchoma $rednia rzedu m

Estymator f (t), t > m dla czesci deterministycznej szeregu czaso-

wego {2t} postaci (2.26) konstrujemy na podstawie obserwacji szeregu
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Ty Tp—1y -y Ty—m (patrz np. [1], [59], [61]). Wagi wo, w1, ..., w, we wzorze
(2.27) dobieramy tak aby wariancja sktadnika losowego &, t > m (patrz

wzor (2.30)) byta jak najmniejsza. Nalezy zatem znalezé takie liczby

m
wo > 0,wy >0, ...,w, >0, gdzie Zwk =1

k=0
dla ktoérych suma
m
2
> ui
k=0
przyjmuje najmniejsza warto$¢. Przyjmijmy
! 0<k<
w = ———, m
R VSRS
oraz wezmy dowolne vg, v1, ..., vy, spelniajace warunek
m
S =0
k=0
Mamy
m m m
S (o) =S w Yo m =10
k=0 k=0 k=0
oraz
m m m m
Z(wk +’Uk) = Zw,% +2Zwkvk + ZU%
k=0 k=0 k=0 k=0
m m m m
1 2 9 1 9 1
= Vk + Vp = —— + k

gdy istnieje k € {0, 1,...,m} takie ze vy # 0. Stad wynika, ze wektor stalych

wag
1 1 1

(w0, w1, oory Wim) = <m+1’m—|—1""’m+1

jest jedynym wektorem, dla ktérego wariancja sktadnika losowego

) c Rm—O—l

€t, T > m jest najmniejsza.

Uwaga 2.2 WartoSci estymatora f(t), t > m dla czesci deterministycz-
nej szeregu czasowego {xi},.y mozemy wyznaczyé stosujgc klasyczng me-

tode nagmniejszych kwadratow. Dla ustalonego m +1 <t < N rozwiqgzujgc
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zadanie
m

. 2
in, 2 (@e—k — f (1)) (2.32)

otrzymujemy, ze naglepszym estymatorem (w sensie Sredniokwadratowym,)

czesci deterministycznej szeregu (2.26) jest

= m+12xt k- (2.33)

Wagi we wzorze (2.27) wynosza wyg = wy = ... = Wy, = #H’ na-
tomiast wariancja i kowariancja estymatora (2.27) czesci deterministycznej

szeregu (2.26) (wariancja i kowariancja &;) wynosza

D%, = o° ,
' kz_% (m + 1) T mtl
o2m="tl " dla 0 < 7 < m,
Ve (r) = (m+1)
0, dla 7 >m,

a funkcja autokorelacji

m_T+l " {qla 0 < 7 < m,

7“5(7'):{ m+1 7

0, dla 7> m.

Przyktad 2.3 Dla notowan cen akcji ORBIS SA z okresu 21/10/201} -
30/12/2014" wyznaczymy estymatory czesci deterministyczne] szerequ czaso-
wego {1}y <4< qy Postaci (2.26) jako ruchome sSrednie rzedu drugiego i czwar-
tego.

Ruchome Srednie rzedu 2 1 4 definiujemy wzorams

) = oF :”t‘gl T2 103 <t <47,
f4 (1) = Tt + Ti—1 + wt—; + T3+ T4 dla5 <t <47,

Rysunek (2.1) przedstawia notowania cen akcji ORBIS SA z okresu
21/10/2014 — 30/12/2014 jako realizacje szeregu czasowego {Tt}y <y gy (krzywa

ranatowa) oraz ruchome Srednie {A t} krzywa  zielona
granatowa) RO}, (b )

'"Dane pochodza z http://www.money.pl/gielda/archiwum /spolki/
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36 1 1 1 1
a0 10 20 30 40 50

Rysunek 2.1: Realizacje szeregu czasowego {x;},.,.,, oraz ruchome $rednie

{f2 <t)}3§t§47 : {f4 (t)}5§t§47

i {f4 (t)} (krzywa czerwona). Bezposrednio z rysunka widzimy, Ze
5<t<4T

dla ruchomej Sredniej rzedu drugiego wahania sq zdecydowanie mniejsze niz

dla szerequ czasowego {xt}1§t§477 natomiast dla ruchomej $redniej rzedu 4

fluktuacje sq jeszcze mniejsze niz dla ruchomej sredniej rzedu drugiego.

2.3.2 Metoda wykladniczych wag ruchomej $redniej

Estymator czedci deterministzcynej szeregu czasowego {xt},cy Po-
staci (2.26) skonstruowany za pomoca ruchomej $redniej ma prosta kon-
strukcje, ale posiada rowniez wady: realizacje x¢, x4—1, ..., Ts—m mialy jedna-
kowy wplyw na wartodci estymatora (maja takie same wagi) oraz podczas
konstrukcji estymatora nie uwzgledniamy catej historii analizowanego zja-
wiska (caltego zbioru wartosci {1, z2, ..., 2 }). Metoda zaproponowana przez
Browna w pracy [10] eliminuje powyzsze wady. W zadaniach, ktorych doko-

nujemy prognoz za pomoca wygtadzonej funkeji f(t) oraz wykorzystujemy
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M 4

ja do ekstrapolacji przysztodci, wydaje sie ze "Swiezym” danym powinni$my
przyporzadkowywaé wieksze wagi niz danym z odlegtej przesztosci. Me-
tode, ktora przypisuje wieksze wagi danym historycznym z niedalekiej prze-
sztodci oraz uwzglednia cala historie zjawiska, nazywamy metoda wyktadni-
czych wag ruchomej éredniej (metoda wygladzania wykladniczego, metoda
Browna) (patrz np. [1], [10], [61]).

Estymator f (t),t € N czesci deterministycznej szeregu czasowego po-
staci (2.26) konstrujemy korzystajac z MNK, z tym ze kwadratom réznic
pomiedzy estymatorem f(t) a realizacja xy_j dla 0 < k < t — 1 przypisu-
jemy wage n¥, gdzie parametr 0 < 1 < 1 oznacza wspoétczynnik "$wiezosci
danych". Dla ustalonego ¢ € N estymator czesci deterministycznej f (1)

wyznaczamy rozwiazujac zadanie postaci

min > "0 (z, — [ (1)°. (2.34)

Funkcja celu jest trojmianem kwadratowym wzgledem zmiennej f (¢) oraz

t—1 t—1
an (k. — f ()% = Z 0" (27 g = 2w f (8) + £2 (1))
k=0 k=0
t—1 t—1 =1
= nfal =2f ) e+ 120D
k=0 k=0 k=0
t—1 t—1 1—pt
k.2 k 2 -
= ZU rig, —2f (t)Zﬁ Tk + 7 (1) Ty
k=0 k=0
wiec jako estymator czesci deterministycznej szeregu czasowego {2}, Przyj-
mujemy
- t—1
Py k
ft)=1- o ];)n Tip, teN. (2.35)

Widzimy, ze podczas konstrukcji estymatora f(t), t € N uwzgledniamy
realizacje {x1, o, ..., x4} oraz wartosciom z;_g, 0 < k < ¢t — 1 przypisujemy
wagi 11_;1;7”7";.

Opisany wyzej estymator f(t), t € N mozna wyznaczy¢ za pomoca
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wzoru rekurencyjnego. Korzystajac ze wzoru (2.35) otrzymujemy

. 1— 1— _
f) = Ut anﬂft—k = 77t [It + 01+ 0T+ 1131}
1—n Pt 1—n
L—n t—2
= T (24 4+ (Te—1 + nri—2 + ... + 0" %21) ]
-2
_ 1y b 1 1—qt s
R l‘t-l-ﬁkz_oﬁ $t—1—k] R [$t+771_77f(t—1)

Whiosek 2.4 Wzor rekurencyjny na wyznaczenie optymalnego estymatora

funkcji nielosowej ma postaé

Fio= Lm0 QoI py )

1—nt

We wzorze (2.27) przyjmujemy m =t — 1 oraz wagi wg = f:;’t n* dla

k=0,1,...,t — 1. Wariancja losowej sktadowej & estymatora f (t) wynosi

1 —
D25—02( =0

2 t—1 2 ot t
U o _ 2(1=n)" 1-n ,(L=n) (1+7")
) kz_on (=) 1=’ (IT+n) @ —n")’

natomiast kowariancja
1— n 2t—1—71
Ve (7_) _ 02 (1 t) Z nanT _
-1
k=0
2(t—)

t—1—7 2
1—77>2 (1-n?1-n
2 T 2k 2, T
= o’p =0’y :
<1_’7t kZ::o (1=nH)? 1-=m’

gdzie 0 < 7 <t — 1. Funkcja autokorelacji dla szeregu {£,} jest rowna

t—1—71 ke
kgo n 1 — p20=7)
re (1) = P =n" T 0<r<t—1.
S g2k n
k=0

Przyktad 2.4 Dla notowan cen akcji ORBIS SA z okresu 21/10/201} —
30/12/2014% korzystajgc z metody wyktadniczych wag ruchomej sredniej dla

*Dane pochodza z http://www.money.pl/gielda/archiwum /spolki/



42 2. Identyfikacja nielosowych sktadowych

m = 0.2, no = 0.5, n3 = 0.7, ng = 0.9 wyznaczymy estymatory czesci deter-
ministycznej szerequ czasoweqgo (2.26).

Rysunek (2.2) przedstawia realizacje szerequ czasowego {xt}y<<y4r (krzywa
granatowa) oraz estymatory funkcji nielosowej f (t) szeregqu (2.26) uzyskane
za pomocg metody wyktadniczych wag ruchomej sredniej. Na wykresie krzywa
czerwona okresla estymator czeSci deterministycznej dla m1 = 0.2, krzywa
zielona — dla ny = 0.5, krzywa niebieska — dla n3 = 0.7 oraz krzywa czarna
— dla ng = 0.9. Bezposrednio z rysunku widzimy, ze wraz ze wzrostem wspot-
czynnika wag "swiezosci danych” 0 < n < 1 losowe fluktuacje w szerequ cza-
sowym sq doktadniej eliminowane (estymator czesci deterministycznej mniej
nasladuje zaburzenia zewnetrzne w modelu (2.26)). Natomiast w przypadku,
gdy wspotczynnik "Swiezosci danych"maleje, to witedy estymator czeSci de-
terministycznej doktadniej nasladuje zachowanie szerequ (2.26) wraz z zabu-

rzenitamsi zewnetrznymi.

36 1 1 1 1
a0 10 20 30 40 50

Rysunek 2.2: Szereg czasowy {x;}, ., -, Oraz estymatory czesci deterministycznej
szeregu czasowego otrzymane za pomocd metody wyktadniczych wag ruchomej

sredniej dla n; = 0.2, ne = 0.5, n3 = 0.7, ny = 0.9.
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2.3.3 Metoda wykladniczych wag ruchomej $redniej

dla przypadku ’nieskonczonej przesztosci”

Jezeli analizowany szereg czasowy{zi},, jest dos¢ dlugi, to biorac
cala historie szeregu do identyfikacji cze$ci deterministycznej musimy sie cof-
na¢ dos¢ daleko (horyzont przesuniecia w tym przypadku wynosi co). Tak
jak poprzednio zaktadamy, ze wieksza wage informacyjna posiadaja ”Swieze”
dane anizeli dane z dalekiej przesztosdci. Zatem wieksze wagi przyporzadko-
wujemy " swiezym” warto$ciom szeregu niz oddalonym.

Estymator fo (t),t € N czedci deterministycznej szeregu czasowego
{zt},>1 postaci (2.26) konstrujemy korzystajac z MNK. Dla ustalonego t € N
estymator czesci deterministycznej f (t) wyznaczamy rozwigzujac zadanie

postaci

min Zn (Te—k — foo (1))* (2.37)

gdzie 0 < n < 1 oznacza Wspolczynnlk "$wiezosci danych". Poniewaz

o0
> it =
k=0

to

1

ZU xt k_foo ZU ajt kT 2f00(t)znk$t—k+fgo(t)ﬂv

wiec jako estymator czeéci deterministycznej szeregu czasowego {2}, dla

przypadku nieskoriczonej przesztosdci przyjmujemy
foo () = Zn Lo (2.38)

We wrzorze (2.27) przyjmujemy m = oo oraz wagi wy = (1 —n)n* dla
k = 0,1,... , natomiast wariancja i kowariancja losowej sktadowej &; dla

7 € Ny sa rowne:

o0
N 1—n)
D2, — o2(1—n)? 2k _ o2 (1 _ )2 :02( ’
: (1-n) Zn A== =" )
> (1—mn)
’)/5(7'> _ an k+‘r:0,77 (1_77)22n2k:02n7 ]

— (1+mn)
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Funkcja autokorelacji jest dana wzorem
re(t)=mn", 7€ Np.

Whniosek 2.5 Wzor rekurencyjny na wyznaczenie optymalnego estymatora

funkcji nielosowej ma postaé
foo ) =nfoc(t=1)+ (L =m)zs, foo (1) = m1. (2.39)

Whniosek 2.6 Wzor (2.839) mozemy bezposrednio wyznaczyé z (2.86), w tym

celu wystarczy wyznaczyé granice dla t — oo.

Q=ma+n(1—n=1) f(t—1)

tlggof(t) - tliglo 1—nt
~ 1—77t71 ~
= (1—77)$ttli>rgol_nt+77f(t—1)t1i{£101_7nt=foo(t)'

Przyktad 2.5 Dla notowan cen akcji ORBIS SA z okresu 21/10/2014

30/12/2014% korzystajgc z metod wyktadniczych wag ruchome;j sredniej oraz
wyktadniczych wag ruchomej sSredniej dla nieskoriczonej przesztosci wyzna-
czymy estymatory czesci deterministycznej szerequ czasowego (2.26). Para-

metr "Swiezosci danych” n = 0.8

Aby skonstruowaé estymatory czesci deterministycznej szerequ (2.26)
korzystamy z (2.36) oraz (2.39). Rysunek (2.3) przedstawia realizacje szeregu
czasoweqo {Ty}y 4 yr (krzywa granatowa) oraz estymatory funkcgi nielosowe;

1 (t) szeregu (2.26) uzyskane za pomocq wyktadniczych wag {f(t)}K a7
<t<

(krzywa czerwona) oraz dla nieskoriczonej przesztosci {foo (t)} : (krzywa

niebieska). Bezposrednio z rysunka widzimy, Ze réznice miedzy legsff;?natommi
sq wieksze dla matych wartosci t, natomiast wraz ze wzrostem t réznice ma-
lejg.

Rysunek (2.4) przedstawia natomiast wartosci bezwzgledne réznic po-
miedzy estymatorami uzyskamymi za pomocqg metod wyktadniczych wag ru-

chomej sredniej oraz wyktadniczych wag ruchomej sredniej dla nieskoriczonej

*Dane pochodza z http://www.money.pl/gielda/archiwum /spolki/
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Rysunek 2.3: Szereg czasowy {@:},c(y 39, ©raz ruchome $rednie F@)i foo (t)

uzyskane za pomoca wyktadniczych wag dla n = 0.8.

przesztosci {‘f () — foo (t)‘}2< e Dla t =1 z definicji w/w estymatoréw
<t<

mamy f (1) = foo (1) = 1. W rozwazanym prazypadku dla t > 8 powyzsze
roznice sq mniejsze od %, natomiast jezeli n = 0.2 to réznice s¢ mniejsze od

% Juz dla t > 3.

2.4 Aproksymacja wielomianowa

2.4.1 Metoda ré6znicowa

W przypadku gdy nie znamy postaci funkcji nielosowej f () w szeregu
czasowym {x¢ },cy Postaci (2.26), to czasami czes¢ deterministyczng mozemy
przybliza¢ (aproksymowac) za pomoca funkcji wielomianowej. Do wyznacze-
nia stopnia wielomianu aproksymujacego funkcje nielosowa wykorzystujemy
metode réznicowa, ktéra polega na analizie kolejnych réznic elementéw sze-

regu czasowego (patrz np. [1], [6], [25], [59]).
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Rysunek 2.4: Roznice pomiedzy estymatorami wyznaczonymi za pomocg metody

wyktadniczych wag ruchomej §redniej.

Rozwazmy szereg czasowy {x;},c postaci (2.26), gdzie funkcja nielo-
sowa f (t) jest wielomianem stopnia p. Operator réznicowy A definiujemy

w sposob nastepujacy

Ary = xp—xp_1dlat=23,... , (2.40)
Abz, = A (A’th)
= A ly ARl dlat=k+1,k+2,...  (241)

Twierdzenie 2.3 Dla operatora rdznicowego r1zedu k € N postaci
(2.40) (2.41) spetniona jest réwnosé

k
Aoy =30l (-1 oy dlat=k+1,k+2,.. (2.42)
7=0

gdzie Cf = () = sy, 0<j <k, 0l = 1.
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Dowod. Wzor (2.42) udowodnimy za pomocy indukcji matematycznej.

Z definicji operatora réznicowego (2.40)—(2.41) dla k = 1 mamy
Axy =4 — Ty_q = C? (—1)0 T + Cll (—1)1 Ti_1 = AI."L‘t,

zatem wzor (2.42) jest prawdziwy dla k = 1. Zalozmy, ze wzor (2.42) jest
prawdziwy dla pewnego k € N. Udowodnimy, ze (2.42) jest prawdziwy
rowniez dla k + 1. 7 definicji operatora réznicowego (patrz (2.40)—(2.41))

mamy

Al = A (Akrvt) — Ny, — Akact_l

7=0
Zauwazmy, ze
k k
(1w = QD a4+ CL(=1) 2y
7=0 Jj=1
k
= xt+ZCfC( ].) Tt 'K
j=1
k k—1
YO a1 = YO @y + CF (1)
j=0 j=0
k
= > TN m + (D) m ey
j=1
Wobec powyzszego
k .
A = w3 (G = T )T e = (D g

k
= T+ Z (OJ CJ 1) (— )j Ti—j + (— 1)k+1 Tt—(k+1)- (2.43)

7=1
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Dla kazdego j € {0,1,2, ..., k} mamy

clyoit = i + !
BoE gt = G =D E =G —1))!
O kl(k+1-3) k!j
k1= G (E+1— )
(k+1)! :
= =0, 2.44
AEr1-jl Tk (2.44)
Rowniez prawda jest, ze

Ch=Cl,=Ci=Cit =1 (2.45)

Podstawiajac (2.44) (2.45) do (2.43) otrzymujemy

k
A = Ol (1w 3 Oy (1 s+ CEE (UM
j=1

k+1 ‘
§=0

2.4.2 Zastosowanie metody réznicowej

Ponizej przedstawimy zastosowanie operatora réznicowego A. Zoba-
czymy rowniez, ze jezeli czes¢ deterministyczna szeregu czasowego {Tt},cy
jest wielomianem stopnia p € N, to stosujac operator réznicowy /A mo-
zemy obnizy¢ stopieri wielomianu o jeden. Natomiast stosujac wielokrotnie
operator réznicowy A mozemy catkowicie wyeliminowac nielosowa sktadowa

w szeregu { T4}, ey
e Zaloumy, ze szereg czasowy {xt},cy jest dany réwnaniem
T = ag + agt + &, (2.46)

gdzie {4}, jest ciagiem niezaleznych zmiennych losowych o rozkta-
dzie normalnym IN (0, 02). W rozwazanym przypadku czes¢ determi-
nistyczna jest wielomianem stopnia pierwszego (czesé nielosowa okresla

trend w szeregu czasowym). Stosujac operator roznicowy otrzymujemy

Arxg=oap+art+e—(ap+ar(t—1)+e-1) =01 + &4 — €1
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Kolejny raz stosujac operator réznicowy otrzymamy
APy = A (Axy) = ar+ep—er1— (a1 + &1 — g1-2) = e1—2e4_1+€1-9.

Widzimy, ze jezeli funkcja nielosowa f () jest funkcja liniowa (wielo-
mianem stopnia p = 1), to szereg roznic rzedu drugiego {A%t}pg
nie zawiera juz nielosowej sktadowej, a zatem réznice rzedu drugiego
{Ath}t>3 sa zmiennymi losowymi, ktére sa okreélone jako kombinacje

liniowe zaburzen zewnetrznych szeregu (2.46):
ANy =& =e — 261+ €12 (2.47)

lub
2

A%’L‘t = Z C% (—].)j Et—j-
7=0
e Zalozmy, ze szereg czasowy {x¢},c jest dany rownaniem (czes¢ deter-
ministyczna jest wielomianem stopnia drugiego)

Ty = ag + aqt + aot? + &4, (2.48)

gdzie {e},cy jest ciagiem niezaleznych zmiennych losowych o rozkta-
dzie normalnym N (0, 02). Stosujac operator roznicowy stopnia pierw-

szego otrzymamy

Axy = Oéo+041t—|—042t2+6t—(oao—l—ozl(t—1)+Oz2(t—1)2+6t_1)

= a1 — oo+ 200t +4 — 1.
Roéznice stopnia drugiego sa rowne

A?xy = N (Axy) = a1 — ag + 209t + &4 — g1

— (o1 —as+ 202 (t —1) + -1 —4-2) = 200 + &y — 2641 + €4-2.
Natomiast réznice stopnia trzeciego sa rowne

Agl’t = A (AQI't) =209+ — 2641+ 619

— (2&2 + &1 — 26,5_2 + 5t—3) =&t — 38t_1 + 35t—2 + E¢—3
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Widzimy zatem, ze jezeli funkcja nielosowa f(t) jest wielomianem
stopnia p = 2, to szereg roznic rzedu trzeciego {A3xt}t>4 nie za-
wiera juz nielosowej sktadowej. Roznice rzedu trzeciego sa ;miennymi
losowymi, ktére sa kombinacja liniowa zaburzen zewnetrznych szeregu

czasowego (2.48)

A?’ Ty =& =& — 361+ 3640+ Et—3 (249)
lub
3 . .
Ag.%'t = ZC% (—1)J Et—j-
7=0

Zatozmy, ze cze$¢ deterministyczna szeregu czasowego {4}, jest wie-

lomianem stopnia p € N
= og + art + ... + aptf + &y, (2.50)

gdzie {4}, jest ciagiem niezaleznych zmiennych losowych o rozkta-
dzie normalnym IN (0,02). Stosujac operator roznicowy pierwszego

rzedu otrzymujemy

Azy = oo+ ot + ... +aptl + e —
(Oéo + oy (t — 1) + ...+ Qay (t — 1)p + 8,5,1)

2
= onft—(t—1D]+ag [£2 =) CI(-1)/ 77| + ..,
p . . .
+ay [t — Z CH (=1t | +ep —en
j=0
lub

Ax; = 041—1—042203 j s
7j=1

p
tap Y CI(=1Y TP e — gy
=1

— Za]CJ '_ Za]C] 1 J Lt I

-f—OzpC; (— )171 Pt + & — 1.
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Ostatecznie mamy
1 1 1 -1
Ary=ap+agt + ... +a, ' +er — e,

gdzie

i=1
p
1 E : Jj—1 Jj—2
oy = aJC] ( 1) )
i=2
1 _ 1
ap,1 = apC'p.

Widzimy, ze po zastosowaniu jednego operatora réznicowego stopieni
wielomianu obnizyl sie o jeden (czyli Az, zawiera juz wielomian stop-
nia p—1). Stosujac operator réznicowy A za kazdym razem obnizamy
stopien wielomianu o jeden. Ostatecznie, jezeli funkcja nielosowa f (t)
jest wielomianem stopnia p € N to szereg roznic rzedu p + 1 (szereg
{Ap+lxt}t2p+2) nie zawiera nielosowej sktadowej i jest kombinacja li-

niowg zaburzen zewnetrznych szeregu (2.50):

p+1
1 B . .
Ap—"_ Ty = &t = ZCZJH-I (—1)] Et—j-
=0

Whiosek 2.7 Jezeli w analizowanym szeregu czasowym {xi},cy postaci
(2.50) nielosowa sktadowa jest wielomianem stopnia p, to stosujgc p + 1
razy operator réznicowy /\ (tzn. {Apﬂmt}) eliminujemy catkowicie nie-
losowq sktadowq z szerequ. Otrzymany szereq rozZmic {Ap xt}t2p+2 jest

kombinacjq liniowq szerequ reszt {€4},cn-

2.4.3 Wplyw metody ré6znicowej na sktadnik losowy

Powyzej pokazano, ze jezeli czes¢ deterministyczna szeregu {z:},cy
jest wielomianem, to stosujac wielokrotnie operator réznicowy A mozemy
wyeliminowac nielosowa sktadowa w tym szeregu. Natomiast zadanie, ktore

musimy zazwyczaj wykonaé, polega na odgadnieciu stopnia wielomianu
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aproksymujacego cze$¢ deterministyczng w tym szeregu. Aby moéc odgad-
naé stopien wielomianu, nalezy najpierw okresli¢c pewne wtasnosci szeregéow
roznic {APx}, q p €N

Zatozmy, 7e reszty w szeregu {w¢},. Postaci (2.26) sa niezalezne oraz
majg rozklad normalny N (0,02) (tzn. {e:},oy jest ciagiem niezaleznych

zmiennych losowych o rozktadzie N (0, 02)), zatem

Egy = 0, (2.51)

{ o2, dlaT =0,

(2.52)
0, dla7#0.

Eegryr =
Pewne wtasnosci operatora réznicowego przedstawia

Lemat 2.1 Rozwazmy szereg czasowy {s},. postaci
= og + art + ... + aptf + &y, (2.53)

gdzie {et},cn jest ciggiem niezaleznych zmiennych losowych o rozktadzie

N (O, 02) , wtedy:

a.
p+1 ‘ ‘
AP g =300 (1) ey, (2.54)
j=0
b.
E AP g, =0, (2.55)
C.
D? (&) = o*ChFL (2.56)

Dowéd. a). Stosujac p + 1 razy operator réznicowy otrzymujemy wzor
(2.55) (patrz przyktady powyzej).

b). Ze wzoru (2.55) oraz wlasnosci wartosci oczekiwanej otrzymujemy

p+1 p+1

ENT gy =B (> C (-1 e Z ) Bey_j = 0.
§=0
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c). Poniewaz

p+1 ) 4 2
D* (AP = B> (-1 ey
=0
p+1 p+1 ' ‘ o
= L Z Z C 1 Chy (1) ey
=0 i=0

oraz {€¢},c jest ciagiem niezaleznych zmiennych losowych, to otrzymujemy

pl 2 AN
D (8Ha) = 30 [Ch (1P] Bty = 023 (Cha) = a2 Ch,
j=0 Jj=0
gdyz
2 2
(OO + (@) + o+ () + (b)) =Che
[ |

Whiosek 2.8 Jezeli cz¢s¢ deterministyczna w szerequ czasowym {x¢}, oy po-
staci (2.26) jest wielomianem stopnia p € N, to w wyniku zastosowania

metody roznicowe] p+ 1 razy otrzymujemy szereg roznic {AP‘H ele-

$t}t§p+2
menty ktorego sq kombinacjami liniowymi szeregu reszt {e4},cry. Otrzymany

+1

szereg roznic ma wartosé Srednig zero oraz wariancje 02C§(p+1).

2.4.4 Metoda doboru stopnia wielomianu

Przypomnijmy pewne wtasnoéci zmiennych losowych. Niech (1, ..., (;
beda wartosciami (realizacjami) osiagnietymi przez zmienna losowa (.
Jezeli E¢ = 0, to estymator wariancji zmiennej losowej ¢ okreslamy wzo-

rem
1 k
52 = 72(} (2.57)
j=1

Natomiast jezeli E¢ # 0, to estymator wariancji zmiennej losowej ¢ jest dany

wzorem

1< 1
&ngijﬁ_ 7§:g . (2.58)
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Niech szereg czasowy {x¢},. bedzie okreslony réwnaniem (2.53). Ele-

menty szeregu roéznic {Akxt}t>k+l, k € N maja nastepujace wlasnosci:

1. Dla k£ < p + 1 elementy szeregu réznic {Akxt}tZkH sa okreslone
jako suma pewnego wielomianu stopnia p — k oraz kombinalcji liniowe;j

zmiennych losowych g;_g, ..., . Zatem

ENF x40, t>k+1.

2. Dla k£ > p + 1 warto$¢ oczekiwana i wariancja elementéw szeregu

{Akxt}t2k+1 wynosza odpowiednio:

D2 [Akxt]

EAF 2, =0 oraz 67 = - , t>k+ 1.
C&k

Zasada doboru stopnia wielomianu aproksymujacego
Kolejno dla k = 1,2, ... wyznaczamy szeregi roznic {Akxt}t>k+1 oraz

szacujemy wartosci srednie i kwadratowe wariacje réznic:

N
R 1
t=k+1
N 2
Z (Akl't)
~92 t=k+1
= — " 2.60

Nastepnie analizujemy zalezno$ci wielkosci 1 &,% od k. Zgodnie z uwaga
(patrz (2.57)-(2.58)), wielkos¢ 67 bedzie zachowywala tendencje malejaca
dopoki wielko$¢ k nie osiggnie poziomu p + 1 (dla & < p czes¢ determi-
nistyczna elementéw szeregu {Akxt}tzkﬂ jest wielomianem stopnia p — k
oraz B AF x; # 0). Od pewnego momentu k* = p + 1 wielkosci 77, ewa-
luuja dookota poziomu zerowego, natomiast wielkosci 6’% ewaluuja dookota

oziomu roznego od zera. Moment k*, od ktoérego wartosci $rednie roznic
7

my, sa blisko zera, a wielkosci Er,% zaczynaja sie stabilizowaé, okresla nam
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stopiert wielomianu zawyzony o jeden, tzn. cze$¢ deterministyczna szeregu

{xt},cn nalezy przybliza¢ wielomianem stopnia p = k* — 1.

Uwaga 2.1 Stabilizacja kwadratowych wariacyi réznic &,% postaci (2.60) od
momentu k* = p+1 nie oznacza, Ze szereq czasowy {T},on ma postac (2.50)
(sktada sie z wielomianu stopnia p plus sktadnik losowy), a jedynie sugeruge,
ze cze$é deterministyczng szeregu {mt}teN mozna aproksymowaé za pomocq

wielomianu stopnia p.

Przyktad 2.6 Dla realizacji szerequ 26.75, 17.67, 15.26, 11.94, 8.82, 3.74,
1.89, -1.56, -8.66, -4.7, -7.32, -6.49, -3.22, -6.46, -71.75, -5.49, -0.47, -
4.88, -2.49, 4.47, 3.25, 9.4, 13.42, 16, 19.13, 27.12, 30.97, 31.62, 39.53,
46.62, 59.5 wyznaczymy stopien wielomianu aproksymujgcego czesé deter-
ministyczng szeregu czasowego {xi}, -

Rysunek (2.5) przedstawia zachowanie realizacje szeregu {1}y 43 oraz
wartosci szeregow réinic {Axitycics {A2$t}3<t<31 , {Agxt}4<t<3l ,
{A4$t}5<t<31 , {A5xt}6<t<31 . Z wykresow widzimy,_z'e_ rdznice rzgdo’w_ trze-
cieqgo, czqz)a;’tego ipiqtegg ;waluujq dookota poziomu zerowego.

Na rysunku (2.5) réwniez widzimy, ze amplituda wahari elementow
szeregu rézZnic {A4$t}5<t<31 1 {A5xt}6<t<31 jest zdecydowanie wicksza niz
{A3$t}4<t<31 (poprzez konstrukcje kolejnych réznic wyeliminowane zostaty
czesci d_et;Tmmistyczne, natomiast elementy szeregow {A4xt}5<t<31
i {A5mt}6<t<31 powstajq jako kombinalcje liniowe elementiw sz;r;gu
{A3J;t}4<t<_31_). Tabela ponize) przedstawia wartosci oczekiwane roznic oraz

kwadratowe wariacje.

k 1 2 3 4 5
my | 1.0917 | 0.75724 | -0.031429 | 0.52556 | 0.23077
6% | 25.7806 | 4.1896 1.2596 0.28994 | 0.054657

Moment stabilizacji kwadratowych wariacji réznic wynosi k* = 3 (war-
tosé srednia 3 elementow szeregu réznic {A3xt}4<t<31 jest bliska zero oraz
od momentu k* = 3 kwadratowe wariacje réznic zaczynajq sie stabilizowaé).
Zatem czes¢ deterministyczng szeregu czasowego {4}, oy nalezy przyblizaé

wielomianem stopnia drugiego.
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Rysunek 2.5: Szereg {xt}te{l,Q,.,.,Sl} oraz roznice rzedu k = 1,2,3,4,5.

2.5 Analiza wahan okresowych

W szeregach czasowych {xt},., oprocz trendu lub dynamiki opi-
sywanej za pomoca funkcji deterministycznych, moga wystepowa¢ wahania
okresowe. Taki szereg po m jednostkach czasu wykazuje podobne wtasnosci,
innymi stowy znajduje sie w tej samej fazie cyklu. W niektorych przypad-
kach badane zjawisko moze podlegac kilku rodzajom wahan (np. sezonowym
i koniunkturalnym), w takim przypadku nalezy w szeregu uwzgledni¢ wiecej

niz jeden okres.

Ponizej zostang omoéwione dwie metody identyfikacji wahan: analiza
trendéw fazowych oraz analiza harmoniczna. Pierwsza z nich polega na wy-
dzieleniu m—podszeregéw z pierwotnego szeregu czasowego {w;},.y, gdzie
kazdy z nich odpowiada okreslonej fazie w wahaniach periodycznych, a na-
stepnie identyfikacji kazdego z tych podszeregéw. Natomiast analiza harmo-
niczna oparta jest na zalozeniu, ze szereg jest zbudowany z fal sinusowych
i kosinusowych (harmonik) o réznych czestotliwogciach. Do identyfikacji

harmonik wykorzystana zostanie metoda interpolacji trygonometryczne;j.
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2.5.1 Analiza trendéw fazowych

Analiza trendéw fazowych polega na oszacowaniu parametrow funk-
cji deterministycznych dla poszczegélnych faz cyklu (dla kazdej fazy cyklu
wydzielamy podszereg oraz go identyfikujemy) (patrz np. [61]). Do iden-
tyfikacji parametréow funkcji deterministycznych najczesciej wykorzystujemy
metode najmniejszych kwadratow.

Przyjmijmy, Ze w analizowanym szeregu czasowym {z}, o,y istnieje
m—faz (najczesciej przyjmujemy m = 4 do analizy kwartalnych zachowan
zjawiska lub m = 12 do analizy miesiecznych zachowan) oraz N = T'm. Ba-
dany szereg {zt}; ;< v dzielimy na m podszeregow {m,lg}1<k<T ) {

A2 cpers gdzie

x%}lgkgT’

{mllc}lgkg'f = {xlvl'erlameJrl,~-~ax(T—1)m+1} )
{mi}lngT = {$2,$m+2,$2m+2,...,x(T_l)m+2} ’
{w’;ﬁn}lgkg’f = {xm7$2m7$3ma--~ame}-

Dla kazdego z tych podszeregdéw konstrujemy trendy fazowe — modele po-

staci:

xllg = fl (kagl) +511€7
:L'% = f2 (k7@2)+5%7

-7321 = fm(k,em)‘f'g;gna

dla 1 < k < T, gdzie dla ¢ = 1,2,...,m funkcje deterministyczne f; (t,0)
okreslaja wewnetrzna dynamike w kazdym z podszeregéw {x};}1<k<T, na-
tomiast {ei}ngT sa nieskorelowanymi zmiennymi losowymi o rozktadzie
normalnym N (O, a?). Nastepnie dokonujemy identyfikacji parametrycznej,
gdzie oceny parametrow 01,0, ..., 0,, wyznaczamy za pomoca MNK, na-

tomiast estymatory odchylen standardowych wyznaczamy jako (obciazone
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oceny tych parametrow)

A(lE] o) el ady mod (tm) =1,
fo ([%] +1, ®2> + ?5%%]“ , gdy mod (t,m) = 2,
Tt =9 -oeene
Jm—1 ([%] + 1,ém_1> +5’[7%*]1+1 , gdy mod (t,m) =m — 1,
WL ([%] 7ém) +67[7%] , gdy mod (t,m) = 0,

(2.61)
gdzie [-L] oznacza czes¢ calkowity z dzielenia ¢ przez m, natomiast mod (¢, m)

oznacza reszte z dzielenia t przez m.

Przyklad 2.7 Przecietne miesieczne wynagrodzenia brutto w gminach wiej-
skich wojewddztwa lubelskiego w okresie 1Q2005 — 302014 ksztattowalo sie
nastepujgco 2266.83, 2118.9, 2198.67, 2160.06, 2361.4, 2213.98, 2289.54,
2435.85, 2549.1, 2432.61, 2494.13, 2687.14, 2791.831, 2761.78, 2802.99,
2945.02, 3068.69, 2826.9, 2915.96, 3056.72, 3218.19, 2945.22, 3058.89,
3821.69, 3420.32, 3144.48, 3273.75, 3450.6, 3600.84, 3441.94, 3361.49,
3547.8, 8698.55, 3363.64, 3508.07, 3673.52, 3809.44, 3504.6, 3539.44".

Dokonamy identyfikacji kwartalnych trendow fazowych w szerequ czasowym.

Widzimy, ze realizacja szerequ czasowego przedstawionego na rysunku
(2.6) zawiera wahania okresowe. Okres sktada sie z czterech faz (pomiary
kwartalne, z rysunku rowniez widaé ze "gorki i dotki" powtarzajq sie co cztery
chwile czasowe), dlatego realizacje {mt}1§t§39 rozbijamy na cztery podciqgsi,

ktore reprezentujq cztery rézne fazy w analizowanym szerequ.

“Dane Glownego Urzedu Statystycznego.
http://stat.gov.pl/bdl/app/dane podgrup.display?p id 331060&p_token
0.2833756458075479
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Szereg czasowy {Z;}; 1<59-
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Rysunek 2.7: Szeregi {27}, ., o dla m = 1,2,3,4 wraz z trendami.

Z rysunku 2.7 wynika, zZe kazdy z podszeregow zawiera w sobie trend

liniowy, dlatego przyjmujemy

xi:aéqta%kJrek dla 1<k <10,
23 =03 +alk+e2 dla 1<k<10,
i =ad+atk+el dla 1<k<10,
wi:aé+a‘1‘k+z—:i dla 1 <k<9,

(2.62)

gdzie {52}1<k<10 dlat =1,2,3,4 reprezentujq ciqgi nieskorelowanych zmien-
nych losowych o rozktadzie normalnym N (O7 01-2).

Rysunek 2.7 przedstawia podszeregi czasowe (krzywe granatowe) repre-
zentujgce kolejne fazy w szerequ wyjsciowym {xt}1§t§39. Korzystajgc z me-
tody nagmniejszych kwadratow wyznaczamy parametry dla kazdego réwnania
z uktadu (2.62). Rysunek 2.7 dodatkowo przedstawia linie trendéw (proste
zaznaczone kolorem czerwonym) dla kazdego z podszeregéw. Po identyfikacyi

parametrycznej szereq czasowy {Ti}q <459 mozemy przedstawic w postaci
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2060.508 + 185.0835 ([
1981.0053 4 162.6181 (
2061.338 4 160.5373 (|

7[

E]H , gdy mod (¢,

B 41 , gdy mod (t,
Tt —

(t,4)
(t,4) =2
ﬁ]“ , gdy mod (¢t,4) = 3
(t,4) = 0

2086.5628 + 188.329 gdy mod (t,

\ T ’

gdzie ey ~ N (0,61.3981%), €7 ~ N (0,0.84.8097%), £} ~ N (0,70.4525%),
et ~ N (0,76.7001%).

Rysunek 2.8 natomiast przedstawia zachowanie szerequ {x¢};i<s9
(krzywa granatowa) oraz cze¢sci deterministycznej {Zi}, o139 (krzywa _(:z_er—

wona) danej wzorem

2060.508 + 185.0835 (

[ + 1) , gdy mod
) 1981.0053 + 162.6181 (

[

[

]

i] ) , gdy mod
2061.338 + 160.5373 ([ £]
]

( + 1) , gdy mod
2086.5628 4 188.3297

t
4
[
t
4
t
4

, gdy mod

2.5.2 Analiza harmoniczna

Inne podejscie do analizy zjawisk okresowych polega na zalozeniu, ze
szereg czasowy jest zbudowany z fal sinusowych i kosinusowych o réznych
czestotliwosciach (patrz [6], [25], [59], [61]). Funkcje sinusowe i kosinusowe
wystepujace w czesci deterministycznej szeregu czasowego nazywamy har-
monikami. Ponizej rozwazamy szereg, z ktérego zostaly wyeliminowane réz-
nego rodzaju funkcje trendu, wielomianowe itp., natomiast wahania okre-
sowe nadal w nim wystepuja. Do identyfikacji szeregu czasowego {4},
uzywamy metod interpolacji trygonometrycznej (patrz np. [23]), a doktad-
niej dokonujemy rozwiniecia w szereg Fouriera. Analizowany szereg czasowy

przedstawiamy w postaci

T
2 2
T = ag + Z (ak COS (szrkt) -+ [} sin (;kt)) + &4, (2.63)

k=1
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Rysunek 2.8: Warto$ci empiryczne i teoretyczne szeregu czasowego.

gdzie {et},cy jest ciagiem niezaleznych zmiennych losowych o rozkladzie
normalnym N (0,0?) . Identyfikujac szereg czasowy postaci (2.63) na pod-
stawie realizacji {zi}, ;< przyjmujemy, ze wielkos¢ T" spelnia nieréwnos¢
T< [%}, gdzie [] oznacza czesé catkowita.

Aby skonstruowaé estymatory parametrow ag, aq, 81, ..., ar, Br pray-
pomnimy pewne wlasnosci funkcji sinus i kosinus oraz estymacji parame-

trycznej za pomoca metody najmniejszych kwadratow.

Lemat 2.2 Jezeli X1,..., X, € RN sq wektorami niezerowymi i wzajemnie
prostopadtymi (macierz X = (X1,...,Xq) € RN%4) to dla kaidego Y € RN

min
(ﬁl:-~~7ﬁq)€Rq

2 N q 2
= min Y, — i Xt
(,31,..-,ﬁq)€Rq Z ( t ZB@ tz)

q
Y =) BiX,
i1 =1 i=1

q 2 q
s (y . z@xn-) NI ST 10 9 Y
=1

t=1 i=1
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gdzie
2 <Ya Xz>
Bi=
Rk

=1,2,...,q.

Dowoéd. Dla (1, ..., 8y) € R? mamy
q q
= sX| = v’ —2<Y7251Xi> +
i=1 '
= |v)? —225@ (Y, X;) <Zﬁz Z,Zﬁz >

=1

= |y —22@ (Y, X;) +ZZ&BJ Xi, X;)

i=1 j=1

2

Poniewaz X, ..., X, € RY sa wektorami niezerowymi i wzajemnie prostopa-

dtymi, to dla ¢ # j mamy (X;, X;) = 0 oraz

q q q
DO BB (Xi Xj) = B (X, Xi) 252 11
i=1 j=1 i=1
Zatem
q 2 q q
Y=Y 8Xi|| = IYIP-2) 8V X)+ ) B IXilf
=1 =1 =1

/1
=y (q IY1? =28 (Y, X,) + B HXz'Hz) :
i=1

Wobec powyzszgo

2 4
. 1 2 2
| = 2w (G 2w xo g,

min
(B1,--.fa) ERY ZB '
(2.65)
gdzie dla kazdego i = 1,2,...,q
1
w; (B) = p Y[ - 28y, X:) + B* | Xill*, BeR (2.66)
jest trojmianem kwadratowym. Zatem dla kazdego i = 1,2, ..., ¢
. A s (YL Xy
minw; =w; (B ), gdzie B; = 2.67
minw; (9) = w; () . sdzie B (2.67)
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oraz
(3) — Ly o VXD (<YX>>
wi(f) = VPP 2 X+ (S ) I 268)
1 2 <Y7Xi> 2 52 2
AT SV I - 321X

Podstawiajac (2.66) (2.68) do (2.65) otrzymujemy

q
v 3 ax| = I - Z <|’|”XXH 2/32 Il
i=1

min
(B1,.-,8q)ERY

Lemat 2.3 Dia kazdego w # 27k, k € Z (Z oznacza zbior liczb catkowitych)

spetnione sq nastepujgcee rownosci

- cos ¥ — cos ntlw
sinkw = R : (2.69)
z:: 2sin §
n (2n+1)w w
sin ~~2~= —sin ¢
Z coskw = 228in ™ Z, (2.70)

2

Dowéd. Udowodnimy wzor (2.69). Dowo6d wzoru (2.70) jest podobny.
Ustalmy dowolne w € R spelniajace zadany warunek w # 27k, gdzie k € Z.

Do dowodu wykorzystamy znang tozsamo$é
cos (a — ) — cos (o + ) = 2sinasin .

Dla n = 1 mamy

1

. W . LW w 3w
2sin — E sin kw = 2sin — sinw = cos — — cos —,
2 2 2 2
k=1
zatem
3w
. cos § — cos %
sinw = —=———=-

2sin ¥ 5

Jezelin > 1, to
L W W,
251n§Zs1nkw:ZQSm§Slnkw
—Zcos<kw——> Zcos( —i—k:w) (2.71)
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natomiast
" w w " w
kZ:lcos (k:w - 5) = coS (§> + Zcos (k:w - 5)

= cos (f) + » cos (kw + %) . (2.72)

Korzystajac ze wzorow (2.72) i (2.71) otrzymujemy réwnosé
W w w
2sin 3 ;sin kw = cos (5) — cos (nw + 5) ,

ktora dowodzi wzoru (2.69). m

Lemat 2.4 Niech C7 (k) i ST (k) beda n elementowymi wektorami (cig-
gami) postaci

P
o (k) = %m<7%0} L, 0<k<T, k€N,
1<t<n

n

n

P
Sn(k) = %m(”m)} ., 1<k<T, k€N,
1<t<n

gdzie T,n € N orazn > 1, T < 3, wtedy:
a. wszystkie wektory CT (k) 1 ST (k) sa wzajemnie prostopadte,

b. dla kazdego k majg miejsce réwnosci

- 2 1 dla0<k<Z,
er @l = Yo (M) =4 0 ;
t=1 K n, dlak=01lubk=72,
- 2 5 dla0<k<12,
ISt = Sosint (M) =4 B :
t=1 K 0, dlak=01lubk="2

Dowéd. a. Do dowodu wykorzystany zostanie lemat 2.3 oraz znane tozsa-

mosci trygonometryczne:

cosasinff = %(sin (a+ ) —sin(a—f)), (2.73)
cosacosff = % (cos (o + B) + cos (a — ), (2.74)
sinasinff = % (cos(a— ) —cos(a+ f)). (2.75)
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Ustalmy dowolne j,k € N spelniajace warunki 0 < 7 < 7,0 < k < T.
Korzystajac 7z lematu 2.3 oraz tozsamosci (2.73) dowiedziemy prostopadtosci
wektorow CT (j) 1 ST (k).

Jezeli j # k, to ze wzoru (2.73) otrzymamy

€)1 ) = 3 cos (M) i (%)

- (0o (o)

oraz (patrz lemat 2.3)

zn: . 27T(+k)t . Coswicosw
tZISln I - 2 in UHT ;
n (G=F)r (2n+1)( —k)m
2 n U —
Zsin <7r(/€—j)t> _ cos ~—- c( -
= b QSinJT
Poniewaz
2n+1)(+k)m 2(j+k)ﬂ+w’
' n
2 1 _k B
Cn+1)(—k)m _ 2(]_k)7r+(j )777
! n
to
OtV G AR (k)T
¢ n
2 1) (7 — K
COS( ntli-km = cos(] k)m
" n
Zatem
1 n . 2T . 1 n . o .
(CY (j),ST (k) = 3 sm(n(J+k)t>+2281n(n(]_k)t>
t=1 o
11

Jezeli natomiast j = k, to

(€1 )57 W) = 5 Dosin (2G4 k) = o =0
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W sposob analogiczny, korzystajac z tozsamosci (2.74) 1 (2.75), mozna do-
wies¢ prostopadtosci wektorow CT (j), CT (k) oraz ST (j), ST (k) dla j # k.

b. Do dowodu wykorzystany zostanie lemat 2.3 i kolejne tozsamosci trygo-

nometryczne:
1 1
cosa = 4 - cos2a, (2.76)
2 2
1 1
sinfa = 5~ 5 00820 (2.77)

Jezeli 0 < k < Z, to z tozsamosci (2.76) oraz lematu 2.3 otrzymamy
2

S = S eos? () = SO (L Loos 4
fer @l = Yeost (Zan) =3 (5 + g eos T

t—1 t—1
. (@n4ldrk .
n 1< Am n sm%—sm% n
= —4+-Y cos—kt=—+ — =_.
2 2t—1 n 2 2sin Z 2

Jezeli k =0, to

natomiast jezeli k = &, to réwniez

Jor (D = 3t = 201 =

t=1

3

Dla wektora ST (k) jezeli 0 < k < %, to z tozsamogci (2.77) oraz lematu 2.3

otrzymamy
n n
27 1 1 47
ST (k)|? = in? ( ==kt ) = = — Zcos—kt
ISt E = S sin? (The) =37 (5 - yeos
t=1 t=1
no 1 4 n  sin (2”21)4” sin 27k
= ——=) cos—kt=—-— & - ==
2 n 2 2sin 2° 2

Jezeli k =0, to
IST (0)]* = > sin® (0) =0,

t=1
natomiast jezeli £ = %, to rowniez
2 )

3¢ ()] = S =0
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Z lematow 2.2 i 2.4 wynika twierdzenie pokazujace sposob szacowania

parametrow strukturalnych modelu (2.63).

Twierdzenie 2.4 Niech dana bedzie realizacja szerequ czasowego {x} <<y -
Estymatory nieznanych parametréow oo, o, b1, ..., ap, Br modelu (2.63) uzy-

skane za pomocg metody najmniejszych kwadratow sq dane wzorama:

| X
Go = > (2.78)
t=1
oraz
N
. 2 27
G = ;1 X COS (th> , (2.79)
N
A 2 . 2w
Br = N ;1 Z¢ sin (Nk;t> , (2.80)

dlak=1,2,....T < [%] , gdzie || oznacza cze$é catkowitq. Kwadrat dtugosci
ciqgu reszt {Et}lgth
T
2 - 2
gt =Xt — Qg — ’; <dk. cos <J\7;kt> + B sin <J\7;k:t)>

jest dany wzorem

, N N NZ A
H{5t}1§t§NH 225322:6%—Nd3—52(d,2€+5,%).
t=1 t=1

k=1

Dowdd twierdzenia 2.4 wynika bezposrednio z lematow 2.21 2.4 .

N
27

Whiosek 2.9 Jezeli N jest liczbg parzystg oraz T = to (patrz wzory

(2.79)-(2.80)) estymatory parametréw arp i Br sq réwne:

. 1 1

bp = Nz:ctcos(wt):ﬁ (=1) a, (2.81)
t=1 t=1

Br = o. (2.82)

Kwadrat dtugosci ciggu reszt {e¢}, o,y wynosi

=
L

, N N N
H{Et}1gt§NH :ZE?:ZLU?_N(a(%+@%) Y
=1 =1

i
I
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Dla kazdej harmoniki wyznaczamy amplitude, predkos¢ katowa oraz

przesuniecie fazowe:

2
W = ﬁﬂkr (predkosc katowa),

A = \/ai + B,% (amplituda),

b = %: (przesuniecie fazowe),
gdzie
e
COS Y| = @, S Y = e
Ak Ak

dla k =1,2,...,T. Wtedy szereg czasowy (2.63) mozemy przedstawi¢ w po-

staci
T

=g+ ZAk sin (wit + ) + €, (2.83)
k=1

gdzie {e¢},cy jest ciggiem niezaleznych zmiennych losowych o rozktadzie
normalnym IN (O, 02) .

Liczba harmonik wzrasta wraz ze wzrostem liczebnosci proby (liczeb-
nosci obserwacji szeregu czasowego). Do prognozowania w modelu (2.83)
nie zawsze uwzgledniamy wszystkie harmoniki, wybieramy tylko te, ktérych
udzial w wyjasnieniu zachowania szeregu czasowego jest najwiekszy. Zazwy-

czaj wybiera sie harmoniki o wiekszych amplitudach.

Uwaga 2.3 Model (2.63) przedstawia wahania okresowe dookota statego po-
ziomu «g. Jezeli w szeregu czasowym oprocz waharn okresowych wystepujg
inne czynniki nielosowe (trendu, wielomianowe, wyktadnicze itp.), to szereg

czasowy {x},cy preedstawiamy w postaci

a 2 27
xy = f(t)+ (a cos <k‘t> + B sin <kt>> + &y,
=00+ 3 (o (Fr) o (Bar) )

gdzie f oznacza czesé deterministyczng szeregu, natomiast {Et}teN jest cig-
giem niezaleznych zmiennych losowych o rozktadzie normalnym N (0,02) .
Na podstawie realizacji szerequ {x+}, o, najpierw wydzielamy nielosowq

A~

sktadowq f (t) oraz definiujemy szereg {T1}, <<, gdzie Ty =z — f (1) dla
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t=1,2,..., N, f(t) oznacza estymator nielosowej sktadowej f (t). Nastepnie
na podstawie realizacji {Z+}, ., dokonujemy identyfikacji poszczegdlnych

harmonik szerequ postaci

T
- 27 . 2
Fp = kg_l (ak cos <Nk:t> + B sin <Nk:t>> + &4, (2.84)

ktory juz oscyluje dookota poziomu zerowego.

Przyklad 2.8 Stopa bezrobocia w Polsce od styczna 2009 do grudnia 2014
ksztattowata sie nastepujgceo 10.4, 10.9, 11.1, 10.9, 10.7, 10.6, 10.7, 10.8,
10.9, 11.1, 11.4, 12.1, 12.9, 15.2, 13, 12.4, 12.1, 11.7, 11.5, 11./, 11.5,
11.5, 11.7, 12.4, 13.1, 13.4, 13.83, 12.8, 12.4, 11.9, 11.8, 11.8, 11.8, 11.8,
12.1, 12.5, 13.2, 13.4, 13.3, 12.9, 12.6, 12.3, 12.5, 12.4, 12.4, 12.5, 12.9,
18.4, 14.2, 14.4, 1.8, 14, 13.6, 13.2, 13.1, 13, 13, 13, 13.2, 13.4, 13.9,
18.9, 13.5, 13, 12.5, 12, 11.8, 11.7, 11.5, 11.3, 11.4, 11.5°. Na podstawie
realizacyi szerequ czasoweqo {xt}1§t§72 dokonamy identyfikacji wahan okre-
sowych.

Rysunek 2.9.a przedstawia stope bezrobocia w Polsce w okresie od styczna
2009 do grudnia 2014. Liczba obserwacji N = 72. Do identyfikacji obie-
ramy liczbe harmonicznych sktadowych szerequ na przyktad T = 30 < [%]
Korzystajgc ze wzoréow (2.79)-(2.80) identyfikujemy poszczegdlne harmoniki
dla szerequ postaci (2.63). Estymator statej ag jest réwny &y = 12.3556,
natomiast tabela ponizej przedstawia wartosci estymatorow wspotczynnikow

g i B kolejnych harmonik oraz wartosci amplitud Ay dla k = 1,2, ..., 30.

Rysunek 2.9.b przedstawia wartosci amplitud { A}, <<p.

"Dane Gloéwnego Urzedu Statystycznego.
http://stat.gov.pl/obszary-tematyczne /rynek-pracy /bezrobocie-rejestrowane /stopa-
bezrobocia-w-latach-1990-2014,4,1.html
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d.) wartosci szeregow x(t) oraz }1(t)

k G B Ay t e B Ay
1 | -0.6347 | -0.9186 | 1.1166 | 16 | 0.0291 | -0.0519 | 0.0595
2 | -0.7165 | -0.2758 | 0.7676 | 17 | 0.0254 | -0.0329 | 0.0416
3 | -0.2382 | -0.0932 | 0.2558 | 18 | 0.0100 | 0.0100 | 0.0141
4 | -0.1176 | -0.2421 | 0.2692 | 19 | 0.0160 | -0.0469 | 0.0496
5 0.0204 -0.1954 | 0.1964 | 20 | 0.0419 | -0.0410 | 0.0586
6 0.3280 0.7474 0.8162 | 21 | 0.0433 | -0.0214 | 0.0483
T | -0.0673 | -0.1324 | 0.1486 | 22 | 0.0262 | -0.0305 | 0.0402
8 | -0.0241 | -0.1298 | 0.1820 | 23 | 0.0271 | -0.0385 | 0.0471
9 | -0.0259 | -0.0748 | 0.0792 | 24 | 0.0033 | -0.0231 | 0.0233
10 | 0.0128 -0.0851 | 0.0860 | 25 | 0.0257 | 0.0011 | 0.0258
11 | 0.0366 -0.0570 | 0.0677 | 26 | 0.0202 | -0.0227 | 0.0304
12 | -0.1200 0.1559 0.1967 | 27 | 0.0259 | -0.0148 | 0.0298
13 | 0.0042 -0.0623 | 0.0624 | 28 | 0.0257 | -0.0067 | 0.0266
14 | 0.0009 | -0.04780 | 0.0480 | 29 | 0.0337 | -0.0282 | 0.0439
15 | 0.0253 -0.0525 | 0.0583 | 30 | 0.0220 | 0.0026 | 0.0222
15
1
0.5
20 40 60 0 10 20 a0
a.) realizacja szeregu c.)amplituda
15
14
13
12
INl
10
20 40 60 20 40 60

d.) wartosci szeregdw x(t) oraz x2(t)

Rysunek 2.9: Identyfikacja wahan okresowych.
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Wykres 2.9.c przedstawia wartosci obserwacji szeregu {z;}y ;<79

(krzywa granatowa) oraz wartosci czesci deterministycznej szeregu postaci

(2.63), tzn. wartosci szeregu {i"%}1<t<72 (krzywa czerwona), gdzie
30
27 - 2
1 ~ ~ .
= g —kt —kt) |.
Ty a0+k_1<akCOS(N )—i—ﬁksm<N >>

Wykres 2.9.d przedstawia wartosci obserwacji szeregu {7t} ;75 (krzywa

granatowa) oraz wartosci szeregu {47 krzywa czerwona), ktory

}1§t§72 (
uwzglednia tylko harmoniki o amplitudach powyzej 0.1, tzn.

2 . (2
BF=ap+y. (dk cos (jz;kt> + B sin <J\T;kt>> ,

keS
gdzie S = {k:1<k<T, Ay >0.1} ={1,2,...,8,12}. Widzimy, ze reali-
zacje szeregow {Tt}yycpo i {”%%}131572 oraz {T}hycycpo i {jg}lgtgn prak-
tycznie sie pokrywaja. Po dokonaniu analizy harmonicznej szereg czasowy

{Zt},cny mozemy przedstawi¢ w postaci
<1 1

lub postaci

~2 2
xt:xt +€t7

gdzie wariancja elementow ciagu reszt {5% wynosi 0.20072, natomiast

}1§t§72

wariancja elementow ciagu reszt {6? wynosi 0.23972.

}1§t§72
Identyfikacja szeregoéw reszt (analiza wlasnosci dynamicznych, mode-
lowanie i estymacja parametryczna wybranych modeli) zostana omoéwione

w kolejnych rozdziatach tej ksiazki.



Rozdzial 3

Identyfikacja skladnika

losowego

Analiza szeregu czasowego {z;},.y na podstawie obserwacji ciggu
{2t} <1<y pOlega na wyznaczeniu zardéwno czeSci deterministycznej jak
i czesci losowej wystepujacych w tym szeregu. Identyfikacja jest ztozonym,
wieloetapowym procesem (proba) przedstawienia szeregu czasowego w po-

staci

xp=f(t)+¢e dlateN, (3.1)

gdzie f(t),t € N oznacza cze$¢ deterministyczna, natomiast {e;},y jest
ciagiem zmiennych losowych. Niewatpliwie gtéwne zadanie polega na okre-
sleniu czesci nielosowej f (t) oraz przedstawieniu jej w postaci kombinacji

liniowej funkcji trendu fy,. (t), sezonowej ¢ (t) i cyklicznej 9 (t)):

F(t) = Aiter () + Xao(t) + Azap(t).

Do dokonania predykcji badanego zjawiska na podstawie realizacji {z¢}, <«
nalezy nie tylko dobra¢ (wyznaczy¢) funkcje nielosows, ale rowniez zide:n;y—
fikowac¢ zachowanie zaburzen zewnetrznych w tym szeregu. Po wyznaczeniu
czesel nielosowej f (t) przeprowadza sie doktadng analize czesci losowej sze-
regu czasowego {zt},.y postaci (3.1). Identyfikacje sktadnika losowego do-

konuje si¢ na podstawie realizacji ciagu reszt {&;}, ;< , ktore wyznaczamy
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Z€e wzoru

€t:$t—f(t) dlat:1,2,...,N. (32)

Nie ulega watpliwosci, ze zaburzenia zewnetrzne w modelu (3.1) rzu-
tuja na zachowanie calego szeregu {z;},.. Poznane wczesniej metody iden-
tyfikacji czesci deterministycznej f (t) nie gwarantuja, ze otrzymany ciag
reszt {et}; <4<y spelnia zalozenie losowosci. Nieprawidlowa konstrukcja
estymatora funkcji f(¢) (zty dobor postaci tej funkcji, nieskuteczna me-
toda identyfikacji, istnienie zaleznosci pomiedzy elementami szeregu reszt -
w pewnym sensie istnienie wewnetrznej dynamiki zaburzen zewnetrznych)
powoduje, ze elemety szeregu reszt nie spetnia postulatu losowosci. Dlatego
pierwszym krokiem po otrzymaniu ciagu reszt {et}; <y jest:

1. sprawdzenie losowosci w zachowaniu elementow szeregu reszt (na-
lezy zweryfikowac czy realizacja €1, €3, ..., ey zachowuje sie w sposob losowy);

2. wyznaczenie typu i parametrow rozktadu elementow szeregu reszt ;

3. zbadanie istnienia korelacji pomiedzy elementami szeregu reszt (na-

lezy zbadac¢ czy elementy szeregu reszt sa niezalezne).

Ponizej zostana przedstawione podstawowe testy dotyczace identyfi-
kacji sktadnika losowego. Do identyfikacji zaburzen zewnetrznych postaci
(3.2) postuzymy sie nastepujacymi narzedziami: test serii Stevensa, wery-
fikacja hipotez odnos$nie wartosci $redniej i wariancji, weryfikacja hipotezy
o normalnosci rozktadu sktadnika losowego (test Kolmogorowa-Smirnowa).
Do odgadniecia postaci zaburzen zewnetrznych w modelu (3.1) weryfikujemy
hipotezy o skorelowaniu elementoéw szeregu reszt {et}, ;<. W przypadku,
gdy elementy szeregu reszt sa ze soba nieskorelowane, to zaburzenia ze-
wnetrzne w rownaniu (3.1) modelujemy za pomoca niezaleznych zmiennych
losowych. W przypadku, gdy elementy szeregu reszt sa ze soba skorelo-
wane, to zaburzenia zawnetrzne modelujemy za pomoca kombinacji liniowej
zmiennych losowych (np. modele autoregresji, ruchomej sredniej). Wiecej
na temat identyfikacji sktadnika losowego mozna znalez¢ w podstawowych
pozycjach literatury ze statystyki matematycznej (patrz np. [1], [28], [30],
[31], |[47]) oraz ekonometrii (patrz np. [13], [24], [43], [58]).
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Uwaga 3.1 W dalszej czesci ksiqzki rozwazamy szeregi reszt oscylujgce do-
okota poziomu zero. Jezeli dla realizacji {1}, 1< warto$é Srednia reszt
jest rozna od zera, to nalezy przeprowadzic¢ test o zerowej wartosci oczekiwa-
nej (zostanie przedstawiony w rozdziale 3.2) lub dokonaé modyfikacyi czesci
deterministycznej w szeregu czasowym {xi},cn. W przypadku, gdy wartosé
Srednia reszt istotnie rdozni sie od zera, to szereq czasowy {xt}teN modyfi-

kujemy w sposdb nastepujgcy: cze$é deterministyczng f() przedstawiamy

w postaci
f (&) = f () = he,
gdzie
1N
He = N 2515-
t=1
Nastepnie wyznaczamy ciqg reszt {Ei} oy, gdzie & = zp — ftr (t)

dla 1 <t < N, ktory oscyluje dookota poziomu zero.

3.1 Badanie losowosci

Aby upewni¢ sie, ze elementy ciggu reszt {e;},cy spetniaja postulat
losowosci proby, przeprowadzamy test serii Stevensa (patrz np. [31], [43]).
Weryfikacja hipotezy o losowosci reszt w szeregu czasowym {x:}, . polega
na stwierdzeniu, ze elementy szeregu (3.2) ewaluuja w sposob losowy. Do
przeprowadzenia testu losowosci na poziomie istotnosci o konstrujemy hipo-

teze robocza

= brak w szeregu reszt {e:},.y nielosowej sktadowej, elementy
0: .
szeregu reszt ewaluuja w sposob losowy dookota zera

wobec hipotezy alternatywnej
w analizowanym szeregu {e;},.y istnieje nielosowa sktadowa lub

H1 :
elementy szeregu reszt maja wewnetrzna dynamike.

Dla ciggu reszt {€;},,«, najpierw obliczamy liczbe serii S.
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Serig dodatnig nazywamy kazdy podciag {5t}p§t§q’ 1<p<qg<N
spelniajacy warunki:
a. wszystkie liczby e, gdzie p < t < ¢, sa nieujemne i przynajmniej jedna
z nich jest dodatnia;
b. jezeli p > 1, to gp—1 <0, a jezeli ¢ < N, to g441 < 0.

Seria ujemna nazywamy kazdy podciag {et},<;c,» 1 <p<qg< N
spelniajacy warunki:
a. wszystkie liczby ¢, gdzie p < t < ¢, sa niedodatnie i przynajmniej jedna
7 nich jest ujemna;
b. jezelip > 1, to gp—1 > 0, a jezeli ¢ < N, to g441 > 0.

Suma liczb serii dodatnich i serii ujemnych jest liczba serii w ciagu
{Et}lgth' Nastepnie wyznaczamy liczbe reszt dodatnich nq i liczbe reszt

ujemnych ny (elementy zerowe pomijamy!).

e Dla n; < 201 ne < 20 na poziomie istotnosci a odczytujemy dwie
krytyczne liczby serii Sy i .S*, tzn. z tablic dla testu serii odczytujemy

wartosci krytyczne dla kwantyli rzedu § i 1 — 5, gdzie

Sy = S(%,nl,ng) = S(%,ng,nl),
St = S(l—%,nl,ng):S<1—%,n2,n1).

Jezeli S, < S < §%, to na poziomie istotno$ci « nie ma podstaw
do odrzucenia hipotezy roboczej Hy (w analizowanym szeregu reszt
{et}<i<n nie ma funkcji nielosowej). Przyjmujemy wtedy, ze zabu-
rzenia zewnetrzne £, maja charakter losowy. Jezeli natomiast S < S,
lub S* < S, to hipoteze Hy nalezy odrzuci¢ na korzys¢ hipotezy alter-
natywnej Hy. W tym przypadku przyjmujemy, ze w analizowanym sze-
regu reszt {e¢}, <,y istnieje nielosowa sktadowa lub elementy szeregu
reszt maja wewnetrzng dynamike (istnieje pewna zaleznosé, funkcja,

model, za pomoca ktorego nalezy opisywac zachowanie reszt).

e Dla ny > 20 lub ny > 20 rozktad zmiennej losowej S dazy asympto-

tycznie do rozktadu normalnego IN (m,aQ) oraz estymatory wartosci



3.1. Badanie losowosci 77

Sredniej i wariancji zmiennej losowej S sa dane wzorami

277,177,2

n = 1 3.3
i N b (3.3)

. 2n1ns (2ning — N)

2 1m2 (2n1n2
= . 4
(N —1)N2 (34)
Statystyka o

v=2"" (3.5)

o

ma rozktad normalny N (0,1). Na poziomie istotnosci « z tablic dla
rozktadu normalnego NN (0,1) wyznaczamy warto$¢ statystyki kry-
tycznej u* = F~1(1— %) (kwantyl rzedu 1 — §), gdzie F oznacza
dystrybuante rozktadu normalnego N (0,1) ( dla rozkladu normal-
nego NN (0,1) spelnione sa zaleznosci mé\R F(—z) = 1— F(x) oraz
xé\RF_1 (1—z) = —F~1(x)). Jezeli —u* < U < u*, to na poziomie
istotnosci o nie ma podstaw do odrzucenia hipotezy roboczej Hy oraz
przyjmujemy, ze elementy szeregu {e:},,<y zachowuja si¢ w sposéb
losowy. Jezeli U > u* lub U < —u*, to na poziomie istotnosci «
odrzucamy hipoteze robocza Hy na korzy$¢ hipotezy alternatywnej
H,. W tym przypadku przyjmujemy, ze w analizowanym szeregu reszt
{5t}1gt§N istnieje nielosowa sktadowa lub elementy szeregu reszt maja

wewnetrzna dynamike.

Przyktad 3.1 Dana jest realizacja szerequ reszt -1.5, 0, -0.5, -1.4, 1,
0.1, -0.7, -0.4, 1.6 . Na poziomie istotnosci a = 0.1 zbadamy loso
w zachowaniu elementow szeregu {€¢} ;<1 -

Na poziomie istotnosci o = 0.1 konstrujemy hipoteze roboczg
Hy : elementy szeregu {5t}1§t§10 zachowujqg sie w sposdb losowy
oraz hipoteze alternatywng

Hy : elementy szerequ {€i},,<1, zawierajq nielosowe sktadowe

lub posiadajg wewnetrzng dynamike.

1.8,

wos¢
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Widzimy, ze w analizowanym szerequ wystepujq cztery serie S = 4,

ktore okreslamy jako:

I 1.5, 0, -0.5, -1.};
I - 1,18 0.1;

1 - 0.7, -0.4;

IV 1.6 .

Liczba elementow dodatnich ny = 4, natomiast liczba elementow ujemnych
ng = 5. Z tablic dla testu serii odczytujemy kwantyle rzedu 0.05 oraz 0.95,

ktore wynoszqg odpowiednio

S, = S5(0.05;4;5) = 5(0.05;5;4) = 2,
S* = 5(0.95;4;5) = S(0.95;5;4) = 8.

Poniewaz S, < S < S*, to na poziomie istotnosci o = 0.1 nie ma pod-
staw do odrzucenia hipotezy roboczej Hy. Wobec powyzszego przyjmujemy,

Ze elementy szeregu reszt {5t}1§t§10 zachowujg sie w sposdb losowy.

3.2 Badanie rozkladu skladnika losowego

Jezeli stwierdziliSmy, ze szereg reszt {e:},.y zachowuje si¢ w spo-
s6b losowy dookota poziomu zero, to przechodzimy do weryfikacji hipotez
dotyczacych typu i parametrow rozkladu elementéw szeregu reszt. Poni-
zej przedstawione zostana testy istotnosci dla wartosci éredniej i wariancji
sktadnika losowego w modelu (3.1) oraz test normalnosci rozktadu elemen-

tow szereg reszt {4},

3.2.1 Weryfikacja hipotezy o zerowej wartos$ci oczekiwanej

skladnika losowego

Po wydzieleniu z ciagu {z}, -,y czesci deterministycznej nie zawsze otrzy-
mujemy ciag reszt {et}; o,y 0 Wartosci Sredniej réwnej zero. Zgodnie
z uwaga 3.1 mozemy dokona¢ modyfikacji czesci deterministycznej szeregu
czasowego postaci (3.1). W przypadku, gdy warto$¢ érednia ciagu reszt

{et}1<i<n nieistotnie si¢ rézni od zera, to czes¢ deterministyczng mozemy
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pozostawi¢ bez zmian. Aby upewni¢ si¢, ze elementy szeregu reszt {e;},cn
oscyluja dookota poziomu zero, nalezy przeprowadzié test o zerowej wartosci
oczekiwanej sktadnika losowego.

Ponizej zaktadamy, ze elementy szeregu reszt {e;},.y maja rozktad

normalny. Na poziomie istotnosci a tworzymy hipoteze robocza

u pe = 0 (wartos¢ oczekiwana elementow szeregu reszt
0: . . . S
wynosi zero lub nieistotnie sie rozni od zera)

wobec hipotezy alternatywnej

o e # 0 (wartos¢ oczekiwana elementow szeregu reszt
1t . C
istotnie rézni sie od zera).

Do weryfikacji hipotez stosujemy test oparty na statystyce
T=tyN"T, (3.6)
Se
ktora ma rozktad t—Studenta o (N — 1) stopniach swobody, gdzie wartosci

fic i 6¢ dla ciagu reszt {et}, ;< Wyznaczamy ze wzor6w

1 N
fie = ) et (3.7)
t=1
R 1 Y o
S. = N_1;<et—ue>. (38)

Na poziomie istotno$ci « z tablic dla rozktadu t Studenta wyznaczamy
kwantyle rzedu § oraz 1 — §. Niech T" = T-! (1 -5, N — 1) oznacza
kwantyl rzedu 1 — § dla rozktadu t Studenta o N — 1 stopniach swobody:.
7 wtasnosci rozktadu t-Studenta wynika, ze kwantyl rzedu § jest réwny

_ -1
~T*=T71(%,N-1).

Jezeli —=T* < T < T*, to na poziomie istotnosci « nie ma podstaw do
odrzucenia hipotezy roboczej Hy oraz przyjmujemy, ze wartos¢ oczekiwana
elementow szeregu reszt {e;},cy Wynosi zero lub nieistotnie rézni si¢ od
zera. W przypadku gdy T € (—oo, —T*]U[T™, 00), to na poziomie istotnosci

« odrzucamy hipoteze robocza Hy na korzys$é hipotezy alternatywnej Hj.
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W tym przypadku przyjmujemy, ze wartosé¢ oczekiwana elementow szeregu
reszt {€4},cy istotnie si¢ r6zni od zera (by¢ moze zle zostata dobrana funkcja
nielosowa w modelu (3.1)).

Powyzszy test mozna przeprowadzi¢ dla dowolnej wartosci oczekiwanej
roznej od zera, z tym ze nalezy zmodyfikowac statystyke testowa (3.6) (patrz
np. [30], [31], [47]).

3.2.2 Weryfikacja hipotezy o wariancji skladnika losowego

Analogicznie jak w przypadku weryfikacji hipotezy dotyczacej zerowej
wartosci Sredniej elementow szeregu reszt {e;}, przedstawiony zostanie
test dotyczacy weryfikacji hipotezy o wariancji sktadnika losowego. Test
istotnosci dla wariancji (odchylenia standardowego) elementow szeregu reszt
przeprowadzamy w sposob nastepujacy. Zakladamy, ze elementy szeregu
reszt {e;},cy majg rozktad normalny (patrz np. [30], [31], [47]). Na poziomie

istotnosci a konstrujemy hipoteze robocza

o? = 03 (wariancja elementow szeregu reszt

Hy : ., . o 9
wynosi og lub nieistotnie si¢ rézni od ()

wobec hipotezy alternatywnej

I o’ # 03 (wariancja elementow szeregu reszt
1t . S
istotnie r6zni sie od ag).

e Dla ciagu reszt {e1}, . , gdzie N < 50, statystyka

, NS?
=

ma rozktad x? (chi-kwadrat) o N — 1 stopniach swobody, gdzie esty-

mator wariancji wyznaczamy ze wzoru

N
Z (515 - ﬂE)Q .
t=1

7 tablic rozktadu x? odczytujemy kwantyle rzedu 5 11— 5 oraz ozna-

5 =

2=

czamy je przez x> (%, N — 1) . X2 (1 -5, N— 1) odpowiednio. Jezeli
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X2 (%, N — 1) <x? < x? (1 -9, N — 1) , to na poziomie istotnosci «
nie ma podstaw do odrzucenia hipotezy roboczej Hy, zatem przyjmu-
jemy, ze wariancja elementow szeregu reszt {g¢}, .y Wynosi 0(2) lub nie-
istotnie  rézni  sie od  of. W  przypadku, gdy
X2 e (0,)(2 (%,N — 1)] U [XQ (1 -5, N— 1) ,+oo), to hipoteze robo-
czg Hy odrzucamy na korzy$é¢ hipotezy alternatywnej H; oraz przyj-
mujemy, ze wariancja elementéw szeregu reszt {e;},. istotnie rézni

sie od wartosci o2.

e Dla ciagu reszt {e1}, ;< » gdzie N > 50, statystyka

NS2 S
2 =2V2N
0'0 o

ma rozktad normalny N (\/ 2N — 3, 1) , natomiast statystyka zestan-

daryzowana
U= §\/2N— V2N —3
o

ma rozktad IV (0, 1). Z tablic dla rozktadu normalnego N (0, 1) wyzna-
czamy kwantyl rzedu 1 — g, ktory oznaczamy przez u* = F—1 (1 — %)

gdzie F' dystrybuanta rozktadu N (0, 1).

3

Jezeli —u* < U < u*, to na poziomie istotnosci o nie ma podstaw
do odrzucenia hipotezy roboczej Hy, zatem przyjmujemy, ze wariancja ele-
ment6éw szeregu reszt {4}, oy Wynosi o2 lub nieistotnie sie rézni od o3.
Jezeli U € (—oo, —u*] U [u*, 00), to hipoteze robocza Hy odrzucamy na ko-
rzy$¢ hipotezy alternatywnej H; oraz przyjmujemy, ze wariancja elementow

szeregu reszt {e;},y istotnie rézni sie od wartosci of.

3.2.3 Badanie normalno$ci rozkladu szeregu reszt

Analizujac elementy szeregu reszt {e;},.y nalezy rowniez zbadac roz-
ktad zaburzen wystepujacy w modelu (3.1). W wiekszosci przypadkow
sprawdzamy, czy zaburzenia zewnetrzne wystepujace w modelu (3.1) maja

rozktad normalny. Do badania normalnosci rozktadu mozemy zastosowacé
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ogolne testy zgodnosci np. test x? Pearsona, test Kolmogorowa Smirnowa,
test Cramera von Misesa, test Watsona, test Andersona— Darlinga lub testy
stuzace wylacznie testowaniu hipotez, ze rozklad badanej cechy jest roz-
ktadem normalnym, np. test Shapiro— Wilka, test Lillieforsa, test Eppsa—
Pulleya (patrz np. [31], [43], [47], [58]). Do badania normalnosci roz-
ktadu elementow szeregu reszt {e;},y postuzymy sie testem Kotmogorowa

Smirnowa, ktory moze by¢ rowniez zastosowany do analizy innych rozktadéw

ciagtych . Na poziomie istotnosci « konstrujemy hipoteze robocza
Hp : elementy szeregu reszt {c;},oy maja rozktad N (0,02)
wobec hipotezy alternatywnej
H; : elementy szeregu reszt {e;},.y maja inny rozklad.

Uwaga 3.2 Po pozytywnej weryfikacyi testu istotnosci dla wariancyi, jako
odchylenie standardowe o obieramy ustalong wielkosé oo (patrz rozd. 3.2.2).
W przypadku, gdy test dla wariancyi nie byt przeprowadzany, to przyjmu-
jemy, ze odchylenie standardowe o jest réwne estymatorowi, ktory dla ciggu

reszt {1} <<y WYZRACZAMY ZE WZOTU

Powyzsze hipotezy weryfikujemy w sposob nastepujacy:

1. Porzadkujemy niemalejaco ciag reszt €1, €9, ..., €N , tym sposobem otrzy-

mujemy permutacje postaci

2’5(1) < €(2) <..< E(N)'

2. Obliczamy réznice
t

N—F(E(t)) dla t= 1,2,...,N,

gdzie F jest dystrybuantg rozkltadu normalnego N (0, 0) oraz wyzna-

czamy

t
dt = — —F .
te{fé?‘fw}‘N cw)
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3. Obliczamy réznice
t—1
F (5(t)) — T, dla t = 1,2, 7]\f

oraz wyznaczamy

di - max 'F (E(t)) - T .

t—1
te{1,2,..,N}

4. Przyjmujemy
dy = max {d_,d+} .

5. Dla liczebnosci N < 100 z tablic rozktadu Kolmogorowa wyznaczamy
warto$¢ krytyczna statystyki dy (1 — ). Jezeli dy < dy (1 —«), to
na poziomie istotnosci a nie ma podstaw do odrzucenia hipotezy Hy.
Przyjmujemy wtedy, ze zaburzenia zewnetrzne w rownaniu (3.1) maja
rozktad normalny N (0,62). Jezeli dy > dy (1 — @), to na poziomie
istotnosci o odrzucamy hipoteze robocza Hy na korzysé hipotezy al-
ternatywnej H; oraz przyjmujemy, ze elementy szeregu reszt {St}teN
maja inny rozktad, rézny od rozktadu normalnego.

W przypadku gdy liczebnos¢ probki N > 100, to postugujemy sie

rozktadem granicznym Kolmogorowa
P(VNdy > di o) = a.

Wartosé krytyczna dp—, dla rozkltadu granicznego odczytujemy z ta-

blicy

l1—a| 09 0.95 | 0.975
di—o | 1.224 | 1.354 | 1.628

Jezeli VNdy < di_«, to na poziomie istotnosci o nie ma podstaw
do odrzucienia hipotezy Hy. Przyjmujemy wtedy, ze elementy szeregu
reszt {&;},y maja rozklad normalny N (0,62). Jezeli VNdy > di_aq,
to hipoteze robocza Hy odrzucamy na korzysé hipotezy alternatywne;j
Hy oraz przyjmujemy, ze elementy szeregu reszt {e;},.y majg inny

rozklad, r6zny od rozktadu normalnego.
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Uwaga 3.3 Zaburzenie zewnetrzne w modelu (3.1) mozemy modelowaé za
pomocg rozktadu N (0, &g) dopiero po pozytywnej weryfikacyi testow: losowo-
Sci; istotnosci dla zerowej wartosci Sredniej, jezeli Srednia z proby jest rézna
od zera; istotnosci dla wariancyi, jezeli przyjeta wartosé wariancyi jest rozna
od estymatora uzyskanego na podstawie realizacyi ciggu reszt; testu zgodnosci

z rozktadem normalnym elementow szeregu reszt.

Przyklad 3.2 Dany jest cigg reszt -1.5, 0, -0.5, -1.4, 1, 1.8, 0.1, -0.7, -
0.4, 1.6 (patrz przyktad 3.1). Na poziomie istotnosci o = 0.1 zweryfikujemy
hipoteze o mormalnosci rozktadu ciqgu reszt {ei}; 1«10 -

Widzimy, Ze wartosé srednia elementow ciggu {1}, 4«10 Wynosi zero, na-
tomiast estymator wariancji 62 = 1.192, a estymat:)r_odchylenia standar-
dowego 6. = \/1.192 ~ 1.091788 (testow istotnosci dla wartosci Sredniej
1 wariancyi nie przeprowadzamy, poniewaz przyjmujemy wartosci estymato-

réw). Na poziomie istotnosci o = 0.1 konstrujemy hipoteze roboczq:

Hy : elementy szeregu reszt majq rozktad normalny N (0;1.192)

wobec hipotezy alternatywney:

H, : elementy szeregu reszt majqg inny rozktad.

Wyniki obliczen przedstawia tabela ponizej, gdzie F oznacza dystrybuante
rozktadu N (0;1).

T T [P [ 2 [ ([ % 7 ()]
1 |-1.5]-1.5 0.0863 0.1 0.0137 0 0.0863
2 0 -1.4 0.1016 0.2 0.0984 0.1 0.0016
3 | -0.51] -0.7 0.2623 0.3 0.0377 0.2 0.0623
4 | -1.4 | -0.5 0.3247 0.4 0.0753 0.3 0.0247
5 1 -0.4 0.3581 0.5 0.1419 0.4 0.0419
6 1.8 0 0.5 0.6 0.1 0.5 0
7 0.1 0.1 0.5362 0.7 0.1638 0.6 0.0638
8 | -0.7 1 0.8183 0.8 0.0183 0.7 0.1183
9 | -04| 1.6 0.9271 0.9 0.0271 0.8 0.1271
10| 1.6 | 1.8 0.9491 1.0 0.0509 0.9 0.0491
max 0.1638 max 0.1271
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Wyznaczamy dT = 0.1638 4 d~ = 0.1271, zatem dyp = 0.1638.
7 tablic rozktadu Kotmogorowa odczytujemy kwantyl rzedu 0.9 dla proby 10
elementowej, ktory jest réwny dig (0.9) = 0.369. Poniewaz dig < dyp (0.9),
to na poziomie istotnosci o = 0.1 nie ma podstaw do odrzucienia hipotezy
Hy. W tym przypadku mozemy przyjaé, zZe elementy szeregu reszt {6t}t€N 5q

zmiennymi losowymi o rozktadzie normalnym N (0;1.192).

3.3 Badanie korelacji sktadnika losowego

Do okreglenia relacji (zwiazkow) pomiedzy elementami szeregu reszt
{et},en Przeprowadzamy testy istotnosci dla wspotczynnikow korelacji. We-
ryfikacja hipotez statystycznych dotyczaca wspotczynnikow korelacji pozwala
stwierdzi¢, czy istnieja zaleznosci pomiedzy elementami szeregu reszt {e;},y,
czy tez nie (patrz np. [1], [31], [43]). W przypadku stwierdzenia braku kore-
lacji pomiedzy €; i €44+ przy przesunieciach czasowych 7 = 1,2, ..., k zaburze-
nia zewnetrzne w szeregu czasowym {a;},.y postaci (3.1) nalezy modelowac
ciagiem niezaleznych zmiennych losowych. Jezeli stwierdzimy, ze istnieje ko-
relacja pomiedzy elementami szeregu {4}, Przy przesunieciu 7 > 1, to do
opisu sktadnika losowego w szeregu {x;},. postaci (3.1) nalezy dobra¢ od-
powiedni model uwzgledniajacy relacje pomiedzy elementami szeregu reszt

{et},en- Takie modele szczegdlowo zostang oméwione w rozdziale 5.

Ponizej przedstawiony zostanie sposob weryfikacji istnienia zwigzkow
pomiedzy elementami szeregu reszt na podstawie realizacji {e;}; -, n. Na

poziomie istotnosci a dla przesunieé¢ czasowych 7 = 1,2, ..., k, gdzie k < [%]

a [ ] oznacza czes¢ catkowita. Tworzymy hipotezy robocze
Hy: R, =0 (brak korelacji przy przesunieciu 7)
wobec hipotez alternatywnych

Hy: R: #0 (istnieje korelacja przy przesunieciu 7).
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Estymator wspotczynnika korelacji R, dla 7 = 1,2, 3, ..., k jest dany wzorem

1 N-—1 N-—1
N tzl etétrr N tZI Et€ttr
Py = = S . (3.9)
N N
N &t (N—7)> e
=1 =1

T,=—1" JN-2-7 (3.10)

ma rozktad t-Studenta o (N — 2 — 7) stopniach swobody. Na poziomie
istotnoéci  a  odczytujemy — warto§¢  statystyki = krytycznej

Tr=T'(1-9N-2—71),gdzieT " (1 - %,N —2—7) jest kwan-

T
[0

tylem rzedu 1 — § rozktadu t-Studenta o N — 2 — 7 stopniach swo-
body. W przypadku gdy dla kazdego 1 < 7 < k zachodzi nieréwnosé
=Tr < T, <TF, to na poziomie istotnosci a nie ma podstaw do od-
rzucenia hipotez roboczych Hy oraz przyjmujemy, ze elementy szeregu
reszt {€¢},cny 58 nieskorelowane (niezalezne). Jezeli istnieje takie prze-
suniecie czasowe 7 > 1, dla ktorego T € (—oo, —T7| U [T, 0), to
na poziomie istotnosci o odrzucamy hipoteze robocza Hy na korzy$é
hipotezy alternatywnej Hp, zatem przyjmujemy, ze elementy szeregu
reszt {€¢},cn Przy przesunigciu czasowym 7 sg skorelowane (istnieje

zwiazek pomiedzy elementami € i g4y, ).

e Dla liczebnosci N > 100 + 7 rozklad graniczny statystyki

U, = —— VN (3.11)
Vi-72

jest rozktadem normalnym IV (0,1). Na poziomie istotnosci o odczy-
tujemy wartos¢ krytyczng u* = F~! (1 — %), gdzie F jest dystry-
buanta rozktadu normalnego N (0,1). W przypadku gdy dla kaz-
dego 1 < 7 < k mamy —u* < U, < u*, to na poziomie istot-
no$ci o nie ma podstaw do odrzucenia hipotez roboczych Hy, za-
tem przyjmujemy, ze elementy szeregu reszt {e;},. sa nieskorelowane

(niezalezne). Jezeli istnieje takie przesuniecie czasowe 7 dla ktorego
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Ur € (—o0,—u*] U [u*,00), to na poziomie istotnosci o odrzucamy
hipoteze robocza Hy na korzysé¢ hipotezy alternatywnej Hp. W tym
przypadku przyjmujemy, ze elementy szeregu reszt {e},oy Przy prze-
sunieciu czasowym 7 s skorelowane (istnieje zwiazek pomiedzy ele-

mentami €; 1 €441).

Whiosek 3.1 Jezeli stwierdzimy, Ze elementy szerequ reszt {€i},cny P2y
przesunieciach czasowych 1 < 17 < k sq nieskorelowane, to przyjmujemy, ze
zaburzenia zewnetrzne w modelu (3.1) sq niezaleznymi zmiennymi losowymi.
Jezeli natomiast dla pewnego przesuniecia czasowego 1 < 7 < k stwierdzimy,
ze wspotczynnik korelacyi istotnie rdzni sie od zera, to zaburzenia zewnetrzne
w szeregu czasowym {x:},. postaci (3.1) nalezy opisaé za pomocq modelu
uwzgledniajgcego relacje pomiedzy elementami w szerequ reszt {4}, oy (np-
za pomocqg kombinacyi lintowej zmiennych losowych opdznionych w czasie,

patrz rozdz. 5).

Przyktad 3.3 Dla ciggu reszt 4.94, 2.53, -2.83, 1.32, 0.52, 3.27, 0.4,
-0.42, 3.45, -0.67, -2.29, -2.32, 0.64, -1.36, -1.97, 0.2, -3.56, 0.4, -4.35,
-3.8, 2.1, 0.75, 1.03, -0.41, 1.68, 1.68, -2.07, 0.22, 3.92, 0.77, -0.15, -4.18,
1.93, 2.86, -3.81, 2.96, 0.68, 2.16, -1.92, 1.03, 0.12, -6.25, 4.32, 1.92, -1.99,
-2.81, -8.15, -8.84, 4.34, 1.46 na poziomie istotnosci o = 0.1 zweryfikujemy

hipotezy o braku korelacji przy przesunieciach czasowych T =1,2,...,9.

Rysunek 3.1 przedstawia zachowanie ciggu reszt {e¢}, < <50 - Ze wzoru
(3.7) wynika, Ze estymator wartosci Sredniej elementow szerequ {€t}y ;<50
jest rowny zero. Dla przesunie¢ 7 = 1,2,...,9 na poziomie istotnosci a = 0.1

tworzymy hipotezy robocze
Hy: R, =0 (brak korelacji przy przesunieciu 7)
wobec hipotez alternatywnych
Hy: R, #0 (istnieje korelacja przy przesunieciu T ).

Wartosci  estymatorow wspotczynnikow korelacji r, oraz statystyk T,

1 < 7 <9 obliczamy korzystajgc ze wzordw (3.9) - (3.10). Wartosci kry-
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ra
T
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Rysunek 3.1: Realizacje szeregu reszt {e:}, ;50

tyczne TF = T—! (1 -5, N—-2-— 7') , 1 < 7 <9 odezytujemy z tablic sta-
tystycznych. Tabela ponizej podaje wartosci estymatorow wspotczynnikow

korelacyi 7, wartosci statystyk T oraz wartosci krytyczne tych statystyk T
dlaT=1,2,...,9.

T |1 2 3 4 5 6 7 8 9

rr | -0.069 | -0.178 | 0.096 | -0.007 | 0.144 | -0.118 | 0.153 | 0.025 | -0.129

T, | -0.401 | -1.229 | 0.644 | -0.048 | 0.956 | -0.770 | 0.989 | 0.155 | -0.810

T | 1.678 | 1.679 | 1.679 | 1.68 1.681 | 1.682 | 1.683 | 1.684 | 1.685

Dla kazdego 1 < 7 < 9 spetniona jest nierownosé =T; < T. < TF. Na
poziomie istotnosci a = 0.1 nie ma podstaw do odrzucenia hipotez roboczych

Hy. Mozemy zatem przyjacé, ze elementy tego szeregu sq niezalezne.

Przyklad 3.4 Dany jest cigg reszt 0.3, 0.5, 1.01, 0.68, 0.17, 0.6, 1.16, 1.2,
0.82, -0.66, -0.52, -0.16, 0.1, 0.18, 0.8, 0.8, 0.88, 1.36, 0.69, 0.61, 1.09,
-0.33, 0.14, 0.79, 0.35, 0.95, 0.92, -0.04, 0, -0.08, 0.03, 0.15, 0.4, -0.38,
-0.75, -0.45, -0.15, -0.6, -0.39, -0.1, -0.28, -1.2, -1.13, -0.89, -0.11, 0.73,
0.19, -0.17, 0.77, 0.93, 0.39, 1.45, 0.11, -0.63, -0.2, 0.33, 0.03,
-0.06, -0.05, 0.54, 0.58, 0.59, 0.03, 0.73, -0.13, 0.13, -0.34, 0.65, 0.38,
-0.2, -1.42, -1.8, -0.84, -1.81, -1.47, -1.4, -1.62, -0.87, -2.56, -1.45.
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Na poziomie istotnosci o« = 0.1 zbadamy istnienie korelacji pomiedzy ele-
mentami szerequ dla przesunieé T =1,2,...,9.

Rysunek 3.2 przedstawia zachowanie ciggu reszt {e1}, ;4o - Korzystajac ze

1.4

IV A /\f\/\,\f\/\m '
\/ [ \/ y

L4

Ak 4

-lak T

2tk

2aF

Rysunek 3.2: Realizacje szeregu reszt {e:}, ;g0

wzoru (3.7) obliczamy estymator wartosci Sredniej szeregu reszt, ktory wy-
nosi i = 0. Zatem szereg oscyluje dookota poziomu zero. Dla przesunieé

7=1,2,...,9 na poziomie istotnosci o = 0.1 tworzymy hipotezy robocze
Hy: R, =0 (brak korelacji przy przesunieciu T)
wobec hipotez alternatywnych
Hy: R, #0 (istnieje korelacja przy przesunieciu T ).

Wartosci #r, Ty oraz wartosci krytyczne T = T~ ! (1 -5, N -2~ 7') dla

T=1,2,...,9 podane sq w tabeli ponize;.

T 1 2 3 4 5 6 7 8 9

Fro | 0.702 | 0.495 | 0435 | 0.563 | 0.520 | 0.258 | 0.144 | 0.108 | 0.052
T, | 8.646 | 4.964 | 4.179 | 3.846 | 2.881 | 2.26/ | 1.223 | 0.910 | 0.435
T* | 1.665 | 1.665 | 1.665 | 1.666 | 1.666 | 1.666 | 1.667 | 1.667 | 1.667

Widzimy, ze nie dla wszystkich 7 € {1,2,...,9} nieréwnosé —TF < T, < T*
jest spetniona (tzn. dla 1 < 17 < 6 mamy T, > TF). Zatem dla przesunieé
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czasowych 7 € {1,2,...,6} na poziomie istotnosci 0.1 odrzucamy hipotezy
robocze Hy na korzysé hipotez alternatywnych Hy. Wobec powyzszego przyj-
mugjemy, Ze elementy szeregu reszt {¢},c Sa skorelowane (nie sq niezalezne,

poniewaz istniejq zwiqzki pomiedzy elementami g4 1 eryr dla 7=1,2,...,6).



Rozdzial 4

Stacjonarne szeregi czasowe

Szeregi czasowe s dos¢ czesto uzywane do modelowania zjawisk tech-
nicznych, ekonomicznych, fizycznych itp. W szczegélnodci, ciag reszt mo-
delu ekonometrycznego mozna uznac za jedna z (wielu mozliwych) realizacji
pewnego szeregu czasowego {z},.p, gdzie T' C Z. Ogoélnie szeregi czasowe
dzielimy na stacjonarne i niestacjonarne. Dla stacjonarnych szeregdéw czaso-
wych wtasnosci probabilistyczne pozostaja bez zmian przy zmianie poczatku
ukladu wspolrzednych ze wzgledu na zmienna czasowa. Oznacza to, ze przy
przesunieciu czasowym wtasnodci statyczne i dynamiczne takiego szeregu sa
niezmiennicze. Mozna powiedzie¢, ze stacjonarne szeregi czasowe znajduja
sie w stanie rownowagi statycznej. Szeregi, ktére zawieraja na przyktad
tred deterministyczny badz stochastyczny, sezonowos¢ lub cyklicznosé, sa

szeregami niestacjonarnymi.

W tym rozdziale rozwazane beda tylko szeregi stacjonarne. Omoéwione
zostana dwie metody badania wtasnosci szeregéw stacjonarnych: analiza ko-
relacyjna i analiza spektralna. Analiza korelacyjna polega na wykrywaniu
zwigzkoéw pomiedzy elementami szeregu poprzez wyznaczenie wspotczynni-
kow korelacji, ktore pokazuja site tego zwigzku. Analiza spektralna nato-

miast okresla z jaka czestotliwoscia zachodzace zjawiska sg powtarzane.
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4.1 Wilasnoéci stacjonarnych szeregéw czasowych

Stacjonarne szeregi czasowe to sa szeregi, ktore nie zmieniaja swo-
ich wtasnosdci dynamicznych przy przesunieciu czasowym. Ponizej przedsta-
wione zostana definicje szeregdw stacjonarnych oraz ich podstawowe wtasno-

§ci. Niech (2, F, P) bedzie przestrzenia probabilistyczna.

Definicja 4.1 Szereg czasowy {4}, nazywamy Scisle stacjonarnym (sta-
cjonarnym w wezszym sensie), jezeli dla kazdego m € N, dowolnych
t1 < ta < ... < ty, oraz kazdego T € 7 tgczne rozktady prawdopodobieri-

stwa m elementowych ciggow losowych

{It17xt27 sy xtm} [ {$t1+7'5 Ltgtry ey xtm—&-'r}

sq identyczne.

Innymi stowy, szereg {x:},., jest Scidle stacjonarny, jezeli jego wta-

snosci dynamiczne nie ulegaja zmianie przy przesunieciu czasowym 7 € Z.

Uwaga 4.1 Jezeli szereg czasowy jest stacjonarny, to wartoSci Srednie ele-
mentow tego szeregu oraz odchylenia standardowe od wartosci srednich sq

state.

Uwaga 4.2 Wiszystkie szeregi czasowe postaci (2.1) o wartosciach w zbiorze
liczb rzeczywistych zawierajgce nielosowe sktadowe zalezne od chwili czasowej
t (tzn. cze$é deterministyczna nie jest stata oraz zawiera np. czynnik trendu,

sezonowosci, koniunkturalny) sq niestacjonarne.

7 zalozenia Scistej stacjonarnosci szeregu czasowego wynika, ze roz-
ktady zmiennych losowych x;, t € Z sa identyczne, nie zaleza od momentu
t. Zatem od t réwniez nie zaleza podstawowe charakterystyki rozktadow

warto$¢ érednia i wariancja. Elementy stacjonarnego szeregu czasowego

{xt},c7, maja staty wartos¢ srednig

AN FEx; = 4.1
e Tt s ( )
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oraz stala wariancje

A Var (@) = B @ —p) =0 (4.2)

Wartosé pu okresla poziom dookota ktorego oscyluje szereg czasowy {x4},cy,
natomiast wielko$¢ o okresla rozrzut wartosci elementow szeregu {x;},.,
wzgledem poziomu . Poniewaz rozklady zmiennych losowych x; sa jedna-
kowe dla wszystkich ¢ € Z, to podstawowe charakterystyki szeregu moga by¢
oszacowane na podstawie wielkosci obserwacji x1, xa, ..., x N (realizacji sze-
regu {z¢}, <t< ~)- Przyjmujemy, ze estymatorem wartosci §redniej elementow

szeregu czasowego {x;},c, jest

1 N
T 43
SN P (43)

Natomiast estymatorem wariancji elemet6éw szeregu czasowego {x;},c, jest

N

. 1 Z N

0'2 = N ($t — /,6)2 . (44)
t=1

Definicja 4.2 Szereg czasowy {i},c,, elementy ktdrego magq skoriczone
drugie momenty (Exz? < oo dla t € 7), nazywamy stabo stacjonarnym (sta-
cjonarnym w szerszym sensie) jezeli spetnione sq nastepujgce warunki:

a. BExy = = const dlat €Z,

b. dla kazdego t € 7 1+ dowolnego T € 7 spetniona jest rownosé
cov (T4, Tqr) = cov (To, Tr) .

Dla szeregu stabo stacjonarnego {z},c, drugi moment kazdej zmien-
nej losowej x; jest skonczony, zmienne z; maja identycznag wartos¢ ocze-
kiwang oraz kowariancja pomiedzy zmiennymi z; i xy. zalezy tylko od
przesuniecia 7 i nie zalezy od t.

Z definicji stacjonarnosci wynika, ze jezeli {x;},., jest szeregiem Scisle
stacjonarnym oraz Ex? < oo dla t € Z, to {@t},cy jest szeregiem stabo sta-
cjonarnym. Stwierdzenie odwrotne nie jest na ogot prawdziwe. Wyjatek sta-

nowia szeregi gaussowskie (sparametryzowana rodzina zmiennych losowych
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o rozktadach normalnych), poniewaz sa one catkowicie scharakteryzowane
przez momenty pierwszego i drugiego rzedu. Zatem, jezeli szereg czasowy
{Zt},cy jest stabo stacjonarny oraz zmienne losowe x; maja ten sam rozktad

normalny N (m, 02), to {x¢},cy jest szeregiem $cidle stacjonarnym.

4.2 Analiza korelacyjna

4.2.1 Funkcja autokowariancji

Niech {z:},., bedzie szeregiem stacjonarnym o wartosciach w zbio-
rze liczb rzeczywistych. Zwrot szereg stacjonarny oznacza szereg stacjonarny
stabo (w szerszym sensie). Kowariancja dwoch dowolnych zmiennych loso-
wych x¢ 1 x4y, zalezy tylko od wielko$ci przesuniecia 7 i nie zalezy od chwili
t. Dla dowolnego 7 € 7Z kowariancje pomiedzy elementami x; oraz iy,

okreslamy wzorem

Ve = cov (xy, Tptr) = E (2 — ) (Tpr — p1) - (4.5)

Powyzsza funkcje v,, 7 € Z nazywamy autokowariancjg.
Oczywitym jest, ze dla 7 = 0 otrzymujemy wariancje elementow sze-

regu czasowego
Yo =02 = E (z; — )

Funkcja autokowariancji v, okresla istnienie zwiazku pomiedzy elementami
szeregu czasowego {;},., PIZy przesunieciu czasowym 7, tzn. nieréwnosc
~vr # 0 oznacza istnienie zwigzku pomiedzy elementami x4 i x4y, natomiast
jezeli v = 0, to elementy szeregu czasowego {z¢},., odlegte o 7 chwil cza-
sowych sa nieskorelowane.

Ogolnie dla stacjonarnego szeregu czasowego {Tt},., 0 wartodciach
w zbiorze liczb rzeczywistych (z; : @ — R, t € Z) kowariancja pomiedzy
zmiennymi losowymi x; oraz ;. nie zalezy od chwili ¢ oraz funkcja auto-

kowariancji v, : Z — R jest funkcja parzysta

Vr = cov (T, Tpyr) = COV (Ts—7,Ts) = YVr-



4.2. Analiza korelacyjna 95

Natomiast dla stacjonarnego szeregu czasowego {zi},c, 0 wartosciach
w zbiorze liczb zespolonych (z; : Q@ — C, t € Z) funkcja autokowariancji

7+ Z — C spelnia réwnosc

Vr = E (2 — p) (Tegr — 1) =77
Wtlasnoéci funkcji autokowariancji v;:
Loy = 027

2. /\Z Yr = v—r (W przypadku zespolonym ~, =7 ),
TE

3. A |’7‘r|§'70-
TEZ

W praktyce wystarcza wyznaczenie funkcji v, dla dodatnich argumen-
tow. Wartosci funkcji autokowariancji «, na podstawie realizacji szeregu
{2t} <1< 0 wartosciach w zbiorze liczb rzeczywistych szacujemy za pomoca

WzOoru

=

—T

1

N —171
t

2
I
g

(zt — ) (@p4r — 1)

1

N —171
t=7+1

(20— 1) (wir — 1) = 4r (4.6)

I
M= L

dlaT€{0,1,...,N — 1}, gdzie estymator wartosci §redniej i wyznaczamy ze
wzoru (4.3). Wartosci funkcji autokowariancji dla przesunie¢ ujemnych sa
wykorzystywane do odtworzenia danych, ktore uprzednio zostaty utracone

(np. zniszczone na skutek zdarzen losowych).

4.2.2 Funkcja autokorelacji

Funkcja autokowariancji v, 7 € Z okresla istnienie zwigzku pomiedzy
elementami szeregu czasowego {xt},., Przy przesunieciu czasowym T, na-
tomiast nie pokazuje sity zwigzku (relacji) pomiedzy elementami x; i 244,
Site (stopien) zaleznosci pomiedzy elementami x; i x4, mierzymy wspol-
czynnikiem korelacji r., 7 € Z. Poniewaz wariancja elementéw szeregu

stacjonarnego jest stata

A E(x—p)? =
ez ("I:t /’L) 70,
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to dla kazdego t € Z i kazdego 7 € Z przyjmujemy

r. = E (v — p) (2147 — ) _ ﬁ‘ (4.7)

E(zi4r — ,U)2 70

Dla stacjonarnego szeregu czasowego {Z},c, rowniez funkcja autoko-

relacji r; jest funkcja parzysta. Jezeli y : Q@ — R dla ¢t € Z, to spelniona
jest réwnos¢

rr=r_.dlaT eZ.

Jezeli natomiast z; : @ - C dlat € Z, to
rr =7_rdlaTt €Z.

Wartoé¢ wspoétczynnika r, jest miara zwigzku pomiedzy elementami tego
samego szeregu czasowego, dlatego nazywamy go wspoélczynnikiem autoko-
relacji. Im wiekszy jest modul wspolczynnika r-, tym zwiazek pomiedzy
elementami szeregu czasowego xy i i, jest silniejszy. Jezeli rr = 0, to
elementy szeregu czasowego {x:},., odlegle o 7 chwil czasowych sg niesko-
relowane. Funkcje r; nazywamy funkcja autokorelacji, natomiast wykres tej
funkcji nazywamy korelogramem.

Wtasno$ci funkcji autokorelacji r-.
1. rg =1,
2. r; =r_; (w przypadku zespolonym r, =7_;),

3. |rr] <L

Wobec powyzszego widzimy, ze wystarcza wyznaczy¢ funkcje autoko-
relacji dla argumentéw nieujemnych 7 € Np. Ponizej rozwazamy stacjo-
narne szeregi czasowe {;},., o wartosciach w zbiorze liczb rzeczywistych,
z; : 0 — R dla t € Z. Wartosci funkeji autokorelacji r, na podstawie reali-
zacji {x¢}y<,< y 0 wartosciach w zbiorze liczb rzeczywistych wyznaczamy za

pomoca wzoru

N—T1
N > (x— ) (@ger — 1)

N
(N —=7) 3 (& = p)°
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gdzie 7 € {0,1,..., N — 1}, natomiast estymator wartosci sredniej [i wyzna-

czamy za pomoca wzoru (4.3).

Uwaga 4.3 Dla duzych przesunieé¢ czasowych 1 relacje pomiedzy elemen-
tami szeregu czasowego xy it Ty, S¢ dosé stabe, tzn. elementy bardziej od-
dalone sq mniej ze sobg skorelowane (w wickszosci przypadkéow wystepugje
tendencja do zanikania zwigzku, relacji pomiedzy elementami: wraz ze wzro-
stem przesuniecia czasowego). Wobec powyzszego uwzgledniamy zaleznosci
pomiedzy elementami szeregu czasowego tylko do pewnego momentu T, po-
wyzej ktorego wartosci funkcji autokorelacji w przyblizeniu sq rowne zero.
Tym samym pomijamy zwigzki pomiedzy elementami szeregu czasowego przy

przesunieciach T > TF, tzn. przyjmujemy ;\ rr =0.
T>T*

Uwaga 4.4 W praktyce, aby uchwycié zwigzki oraz dynamike wewnetrzng
w szeregu czasowym {Ti},cy na podstawie realizacfi {wi}, o,y najezescie]
szacujemy wartosci funkcji autokorelacji i autokowaraincyi dla przesunieé

0,1,2,..., [%], gdzie || — oznacza cze$é catkowitaq.

Uwaga 4.5 Dla stacjonarnych szeregow czasowych {xi},., o wartosciach
w zbiorze liczb rzeczywistych wartosci btedow estymatorow dla funkcyi auto-
korelacji v podane zostaty przez Bartlett’a (patrz [6], [7]). Jezeli elementy
szeregu czasowego majg rozktad normalny (tzn. x; : Q — R oraz x; ma roz-
ktad normalny N (m, 02) dla kazdego t € N), to wariancje wspdtczynnikdow

korelacyi dla 7 € N wyznaczamy ze wzoru

N-1
1 9 I 9.
Var (r;) = N E {7"12 + PiprPimr — 477 PiTi s + 27“1-21"72_ ’ (4.9)
i=—N+1

gdzie v = r_;. Odchylenie standardowe wspotczynnikow autokorelacyi jest

dane wzorem
Sy, =+/Var(r:), 7€ N. (4.10)

Powyzsze parametry sqg pomocne przy wyborze modelu dla szeregu czasowego

{$t}teN'
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4.2.3 Macierze autokowariancji i autokorelacji

Dla stacjonarnych szeregow czasowych {x;},., o wartosciach w zbio-
rze liczb rzeczywistych macierze autokowariancji I'y, i autokorelacji Py, rzedu

m € N definiujemy wzorami:

70 Al VY2 e Ym—1
Ba! Yo Y1 e Ym—2
Cm=1| %2 m 0 - Y3 | (4.11)
L Ym—-1 TYm-2 TYm-3 .- Y
[ 1 1 T2 oo Tm—1 1
1 1 T1 e Tm—2
Pm - 9 71 1 oo Tm—3 . (412)
L T'm—1 T'm—2 T'm—3 ]_ i

Poniewaz 7o = 02, to ze wzoru (4.7) wynika rownosé

Lemat 4.1 Jezeli det (I'y,) # 0 lub det (P,,) # 0, to macierze autokorelacji

P, € R™™ 4 aqutokowariancji 'y, € R™*™ sq dodatnio okreslone.

Dowdd. Macierze autokorelacji P, i autokowariancji I';, sa symetryczne.
Niech X :  — R™ bedzie wektorem losowym takim, ze macierz kowariancji
wektora losowego X jest rowna Iy, (tzn. cov (X, X) =T,). Wtedy istnieje
taka macierz A € R™*™ oraz wektor losowy Y : Q — R™ wspotrzedne
ktorego sa stochastycznie niezalezne oraz X = AY. Macierz kowariancji
B = cov (Y,Y) wektora losowego Y jest macierza diagonalna, a zatem do-
datnio okreslona. Wwartosci na gtownej przekatnej odpowiadaja warto$ciom
wariancji elementéw wektora losowego Y. Wobec powyzszego macierz I'y,

mozemy przedstawi¢ w postaci

Ly = cov (X, X) = cov (AY, AY) = Acov (Y,Y) AT = ABAT .
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Wrtedy, dla dowolnego x € R™ oraz x # 0 mamy
T T T 1ar \T plyr 1T |2
whle = 2T ABATs = (B3 ATz) Bi ATz = HBzA xH > 0,

gdzie B? oznacza macierz diagonalna, dla ktorej elementy na gtéwnej prze-
katnej odpowiadaja wartosciom odchylenia standardowego wektora
losowego Y. Dodatnia okreslonoé¢ macierzy autokowariancji P, udowod-

nimy podobnie. m

Macierzy autokowariancji I'y, i autokorelacji P, najczesciej uzywamy
do konstrukcji rozktadéw tacznych m elementow xy, 441, ..., Ty4+m—1 Szeregu

czasowego {¢}cz-

Przyktad 4.1 Niech {5t}teNO bedzie ciggiem niezaleznych zmiennych loso-
wych o rozktadzie normalnym N (0,1). Wyznaczymy funkcje autokowarian-

cji i autokorelacji dla szeregu czasowego {xs},c postaci
Tt = 3+Et + E4—1.

Pokazemy, zZe szereg czasowy {xt}teN jest $cisle stacjonarny. Podamy ma-
cierz autokorelacyi Py.

Z wtasnosci wartosci oczekiwanej wynika, ze

A\ EiEt = 3,
teN

a dla kazdego T € Ng mamy

Vr = cov (T4, Tiqr) = E (e + €1-1) (Etgr + Etr—1) =

= Fegrir + Beerpr1 + Eep16i1r + Eep16447-1.

Poniewaz {5t}teNo jest ciggiem niezaleznych zmiennych losowych o rozkta-

dzie normalnym N (0,1), to

2, dlaT=0,
, dlaT=1,
0, dlaT>2.

—_

Yr =
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Widzimy, ze szereg {xi},c jest stacjonarny w szerszym sensie (stabo), po-
niewaz wartos¢ oczekiwana elementow szerequ jest stata oraz kowariancja
pomiedzy elementami szerequ zalezy tylko od przesuniecia T > 0. Dodatkowo
szereg {s}, o Jest procesem gaussowskim (elementy szeregu powstajq jako
kombinacje liniowe zmiennych losowych o rozktadzie normalnym). Wobec
powyzszego analizowany szereq czasowy {xt}teN jest rowniez $cisle stacjo-
narnym.

Funkcja autokorelacji © macierz autokorelacyi Py dane sq¢ wzorama:

1, dlaT=0,
rr =4 0.5, dlaT=1,
0, dlat>2,

Py =

Przykltad 4.2 Zatozmy, ze X jest zmienng losowq o rozktadzie normalnym
N (0,0) oraz ¢ : Z — C, gdzie Z oznacza zbior wszystkich liczb catko-
witych, a C oznacza zbior wszystkich liczb zespolonych. Dla kazdego t € Z
definiujemy

&= Xy ().

Ponizej wyznaczymy dla jakich funkcji v : 7 — C szereg {&i},cq spetnia
warunek stacjonarnosci oraz podamy funkcje autokowariancyi i autokorelacyi

szerequ {&}ycz
Dla dowolnego t € Z wartosé¢ oczekiwana elementéw szeregu czasowego {&t},c,

jest rowna

natomiast autokowariancja przy przesunieciu czasowym T € 7 jest réwna

Ve = cov (&, &ir) = B&GEr 7 = 0% (1) ¥ (t+ 7).
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Jezeli szereq jest stacjonarny , to funkcja kowariancyi zalezy tylko od prze-
suniecia czasoweqgo T € 7, natomiast nie zalezy od chwili t € 7. Zatem musi

byc spetniony warunek

A @Y (E+T) =9 (0)v (7). (4.13)

teZ

Jezeliv (0) = 0, to z warunku (4.13) wynika, zZe (wystarczy podstawié¢ T =0)

W)= (0))*=0,teZ

1 w rezultacie

& =0,teZ.
Jezeli natomiast 1 (0) # 0, to z warunku (4.13) otrzymugjemy
@)= ()P >0,teZ

Poniewaz warunek (4.13) powinien byé spetniony dla dowolnego t € Z (réw-

niez dla t = 1), to otrzymujemy

o(r) ()
Zatem T
—M Tdéfa T «
1/J(T+1)—m (7) Y (1), 0#acC.

Wynika stqd, ze funkcja nielosowa 1) (t) jest postaci
Y ()= (0)a, t€Z.
Przyymigmy
o =|a|e™ =|a| (cosw +isinw), gdzie w € [—m, 7).
Wariancja elementow szeregu czasowego {&t},c jest réwna
Yo = cov (&,&) = B&Lrir = o (1) ¥ (1) = 0 [ (0)* af*'.

Dla stacjonarnych szeregow czasowych wariancja nie zalezy od t (jest stata),
wigc musi byé |af = 1. Zatem elementy szeregu czasowego {&1},c, 59 dane
wzorem,

E(t)=X¢(0)e*, teZ, we[-m,).
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Wartosci funkcji autokowariancyi i autokorelacyi dla T € Z sq réwne odpo-
wiednio
T _ 2 2wt —i 2 2 i
Vo= By = 0” [ (0))F eI = 6% |9 (0)F e,
—iWwT

r, = €

Definicja 4.3 Niech X1, Xo, ..., XN bedg niezaleznymi zmiennymi losowymi

o rozktadach normalnych N (O,Jf) odpowiednio. Zatozmy, ze
M <w<w <. .<wy<T

i dla kazdego n € 7. zdefiniujemy

N
G =Y Xperm, (4.14)
k=1

Szereq {&n} ez, nazywamy szeregiem prawie okresowym.

Lemat 4.2 Szereg czasowy prawie okresowy postaci (4.14) jest stacjonarny

oraz funkcje autokowariancyi v, i autokorelacyi vy dla T € Z sq dane wzorami

. = igge—iwxﬂ, (4.15)
k=1
re = ’“12%02 (4.16)
k
k=1

Dowdd. Poniewaz Xi, Xo,..., Xy sa niezaleznymi zmiennymi losowymi
o rozktadach normalnych N (O, of) dla 0 <t <N, to EX; =0 dla dowol-
nego 1 <t < N oraz

2
Ui’

0, dlai#j.

dla i = .’
Ccov (Xi,Xj) = { o J

Ze wzoru (4.14) dla kazdego n € Z i kazdego T € Z mamy

N
B¢ =) e“"EX, =0
k=1



4.2. Analiza korelacyjna 103

oraz
N N '
v = cov (§n7 fn—i—T) - B Z ezwank Z elwr n—l—T)Xk
k=1 k=1
N N N
_ Z Z e“"k”gzwl(n‘i‘T Xle Z o~ WWRT
k=1 1=1 =1

Widzimy, ze kowariancja ~; zalezy tylko od przesuniecia 7, zatem szereg
czasowy prawie okresowy {&, },,c7 jest stabo stacjonarny. Poniewaz elementy
szeregu czasowego {&n},cz sa kombinacjami liniowymi zmiennych losowych
o rozktadzie normalnym, zatem szereg czasowy prawie okresowy {&,},,cz
jest stacjonarny $cisle. Z definicji funkeji autokorelacji otrzymujemy (4.16).

Przyklad 4.3 Na podstawie notowari cen  pszenicy w  okresie
7.10.2014 16.12.2014 © wyznaczymy wartosci funkcji autokowariancyi
1 autokorelacyi dla przesunieé 0 < 1 < 10 oraz narysujemy korelogram. Do-
datkowo, na poziomie istotnosci o = 0.1 zbadamy istotnosé wspotczynnikow
korelacyi (istnienie zwigzku) dla przesunie¢ T = 1,2, ..., 10 pomiedzy elemen-
tami szerequ opisujgcego zachowanie cen przenicy.

Rysunek 4.1 przedstawia wartoSci cen mnotowan pszenicy w okresie
7.10.2014 — 16.12.2014. Wartosé Srednia [ oraz wartosci funkcji autoko-
wariancyi Yy 1 autokorelacyi 7+ szeregu {xt}1§t§50 WYZNACZamy za pomocq
wzoréw (4.8), (4.6) 1 (4.8). Wartosé srednia i = 546.4932 oraz wariancja
Yo = 1189. Wartosci 47 i 7+ dla 7 = 1,...10 sq podane w tabeli ponizej.

T |1 2 3 4 5 6 7 8 9 10

Yr | 1102.1 | 995.5 | 896.2 | 820.8 | 772.4 | 724.1 | 669.8 | 643.5 | 619.1 | 572.6

Tr | 0.927 | 0.837 | 0.754 | 0.690 | 0.647 | 0.609 | 0.568 | 0.541 | 0.521 | 0.482

Rysunek 4.2 przedstawia korelogram.
Dla przesunie¢ T = 1,2, ..., 10 na poziomie istotnosci a = 0.1 tworzymy

hipotezy robocze

Hy: R, =0 (brak korelacji przy przesunieciu T)

Shttp:/ /www.biznesradar.pl/notowania-historyczne/ WHEAT-PSZENIC A
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Rysunek 4.1: Ceny pszenicy w okresie 7.10.2014

wobec hipotez alternatywnych

HltRT#O

16.12.2014.

(istnieje korelacja przy przesunieciu T ).

Wartosci statystyk Tr, 1 < 7 < 10 obliczamy korzystajgc ze wzoru (3.10).
Wartosci krytyczne T* = T—! (1 -5, N—-2— 7') , 1 <7 <10 odezytujemy

z tablic statystycznych. Tabela ponizej podaje wartosci statystyk T oraz war-

tosci krytyczne tych statystyk T dla 7 =1,2,...,10.

T 1 2 3 4 5) 6 7 8 9 10
r | 16.93 | 10.59 | 7.693 | 6.329 | 5.608 | 4.976 | 4.365 | 4.070 | 3.809 | 3.387
Tr | 1.678 | 1.679 | 1.679 | 1.680 | 1.681 | 1.682 | 1.683 | 1.684 | 1.685 | 1.686

Widzimy, ze dla kazdego T € {1,2,...,10} spetniona jest nieréwnosé Ty > T*.

Na poziomie istotnosci o = 0.1 dla przesunie¢ T = 1,2, ..., 10 nalezy odrzucié

hipotezy robocze na korzysé hipotez alternatywnych. Zatem na podstawie

realizacyi {Ti}, <459 wnioskujemy, ze istnieje korelacja (2wiqzki) pomiedzy

elementami szerequ czasowego { T4}y
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Rysunek 4.2: Wartosci funkcji autokorelacji.

4.3 Analiza spektralna

Innym sposobem badania szeregdéw czasowych jest analiza spektralna.
Nie ulega watpliwosci, ze analiza korelacyjna jest prostszym narzedziem sto-
sowanym do badania wtasnosci szeregéw czasowych, niemniej jednak analiza
spektralna udziela odpowiedzi na pytanie z jaka czestotliwoscia zachodzace
zjawiska sa powtarzane. Ponizej zobaczymy, ze funkcje kowariancji i kore-
lacji sa powiazanie z gesto$cia spektralng. Narzedzia analizy korelacyjnej

i spektralnej uzupetniaja sie nawzajem.

4.3.1 Kowariancja a gesto$é¢ spektralna

Oprocz funkeji kowariancji do opisu wlasnosci szeregu czasowego wy-
korzystujemy funkcje spektralng oraz funkcje gestosci spektralnej. Zaleznosé
pomiedzy funkcja spektralna a funkcja kowariancji podaje twierdzenie po-

nizej. Niech {z},., bedzie szeregiem czasowym o wartosciach w zbiorze
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liczb zespolonych (z; : Q@ — C dla t € Z). Zaktadamy, ze szereg {x},, jest
stacjonarny stabo (w szerszym sensie) oraz warto$¢ oczekiwana elementow

tego szeregu jest rowna zero.

Twierdzenie 4.1 (Herglotza) Niech v, , T € Z bedzie funkcjg autoko-
wariancyi stabo stacjonarnego szerequ czasowego. Istnieje wtedy doktadnie
jedna, prawostronnie ciggla i niemalejgca funkcja F : [—m, 7] — [0, 00) spel-
niajgca warunki: F (—m) =0 oraz
™
Yy = /emdF (w) dlaTcZ. (4.17)

—T

Catke we wzorze (4.17) rozumiemy jako calke Lebesgue’a—Stieltjesa.
Dowod powyzszego twierdzenia mozna znalezé np. w [11], [51].
Funkcje F' (-) nazywamy funkcja spektralng szeregu czasowego {x¢},c7,

natomiast jej argument w € [—m, w| nazywamy predkoscia katowa.

Uwaga 4.6 Dla szeregu prawie okresowego {&n}, o, postaci (4.14) funkcja

spektralna F' jest dana wzorem:

F(w) = Z ot dlaw € [~ 7. (4.18)

k: wp<w

Funkcja F jest stata w kazdym z przedziatow

[—m,w1), [wi,w2), ..., [WN—1,wN) , [WN, T)
oraz
F(w)—limF(w) = of, gy —7 <wi,
wlwi
F(wp) — limF(w) = o}, gdy k=2,3,...,N.
wlwg

Funkcja F postaci (4.18) nie jest absolutnie ciggta wzgledem miary Lebes-
gue’a. Funkcja autokowariancyi v, , T € Z postaci (4.15) dla szeregu prawie

okresoweqo {&n '}, cp jest dana wzorem (4.17).
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Jezeli dla dowolnego w € [—m, 7] funkcje spektralna F' mozemy przed-

stawi¢ w postaci
Fl)= [ fwan

to funkcje f nazywamy gestoscig spektralng szeregu czasowego {4 },,. Po-
niewaz funkcja F' jest funkcja niemalejaca, zatem f (v) >0, dla v € [—m, 7]
(powyzsza wlasnos¢ zobaczymy podczas analizy intensywnosci). Ze wzoru
(4.17) otrzymujemy
™
Vr = /e“”f (w)dw, dlaT € Z. (4.19)

—T

Jezeli f € L?[—m, 7| to rozwijajac f w szereg Fouriera otrzymujemy

Fw) == ey, (4.20)

Cor
TEL

Widzimy zatem, ze wartodci funkcji autokowariancji v, dla 7 € Z réwne sa
wspotczynnikom szeregu Fouriera dla funkeji  f. Odwrotnie jezeli
> |7 < o0, to dla dowolnego w € [—m, 7| szereg Fouriera ze wspotczyn-

p-
nikami ~; jest zbiezny do funkcji gestosci spektralnej szeregu czasowego

{Zt},cy (patrz np. [23]).

Whniosek 4.1 Ze wzoru (4.19) wynika, Ze wariancja elementéw szeregu cza-

soweqgo {xt},cy wynosi

’yo:/f(w)dw:F(w).

W praktyce zazwyczaj mamy do czynienie z funkcja autokowariancji
o wartosciach w zbiorze liczb rzeczywistych. Zaleznos¢ pomiedzy funkcja
autokowariancji v, a funkcja gestosci spektralnej podaje nastepujace twier-

dzenie.

Twierdzenie 4.2 Jezeli dla n € Ny funkcja autokowariancji vy, przyjmugje

wartodci ze zbioru liczb rzeczywistych, to funkcja gestosci spektralnej f (w),
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w € [—m,m| jest postaci

oo

1
f(w):;jor—i- ?ncosnw:%

n=1

oo
70+22'yncosnw] . (4.21)
n=1
Dowdd. W przypadku, gdy funkcja autokowariancji +,,, n > 0 jest funkcja
rzeczywista (pamietamy ze speliony jest warunek parzystosci v, = v_p
dla n > 0), to ze wzoru (4.20) wynika, ze funkcja gestosci spektralnej jest

parzysta. Jezeli f € L? [—m, 7] jest funkcja parzysta, to

[e.e]
a
fw)= ?0 + Zan COs nw, (4.22)

n=1

gdzie
2 ™
ap, = /f (w) cos nwdw dla n € Ny.
s
0

Poniewaz

1 . .
cos W = 3 (ezw” + e_“‘”’) dla n € N,

to dla kazdego n € Ny ze wzoru (4.19) otrzymujemy

™ 0 7"-
o= [ @as= [ ass O/ G f (1) de
= €_iwnf (_W) dw + eiwnf ((.U) dw = (eiwn + e_iwn) f (w) dw
/ [ron-]

= Q/f(w) cos nwdw = Tay,.
0

Podstawiajac a, = 2= dla n € Ny do wzoru (4.22) otrzymujemy teze. m

™

4.3.2 Korelacja a gestosé spektralna

7 zaleznosci funkcji autokowariancji i autokorelacji v, = yory, T € Z
wynika, ze funkcje gestosci spektralnej f (w),w € [—m, 7] mozemy przedsta-

wi¢ w jednej z ponizszych postaci:
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1. w przypadku zespolonym

fw) = %)r > e, (4.23)
TEL
2. w przypadku rzeczywistym

J W)=

o0
1+ QZTT cosnw] . (4.24)

=1

Whniosek 4.2 Znajgc postaé funkcji gestosSci spektralnej f (w),w € [—m, 7]
zawsze mozemy znaleZé funkcje autokowariancyi v jak réwniez mozemy wy-
znaczyé funkcje autokorelacy rr. W przypadku, gdy funkcja gestosci spektral-
nej przyjmuje wartosci ze zbioru liczb zespolonych, to korzystamy ze wzoru
(4.19). Natomiast w przypadku gdy funkcja gestosci spektralnej przyjmugje

wartosci ze zbioru liczb rzeczywistych, to korzystamy ze wzoru
s
Tn = 2/f (w) cosnwdw dla n € Ny. (4.25)
0

Odwrotnie, znajgc postaé funkcji autokowariancyi v, lub autokorelacji r+ mo-
zemy okresli¢ funkcje gestosci spektralnej f (w), w € [—m,w]. W tym celu
korzystamy ze wzoréw (4.20)-(4.21) lub ze wzoréw (4.23)-(4.24)

Poniewaz cos jest funkcja o okresie 27, to dla w € [—m, 7]\ {0} mamy
2m
COS TW = COS <T + k:) w dla T,k € Z.
w

Wielko$¢ w € [—m, w] mierzong w radianach na jednostke czasu nazywamy

w

predkoscia katowa. Wielko$¢ 5% nazywamy czestotliwoscia (okresla liczbe
cykli na jednostke czasu), natomiast dla w # 0 wielkosc¢ %” nazywamy

okresem.

Whniosek 4.3 Ze wzorow (4.23)-(4.24) wynika, Ze jezeli elementy szeregu
czasowego sq nieskorelowane (tzn. wspétczynniki korelacji rr =r_ =0 dla
T > 1), to funkcja gestosci spektralnej jest stata

f(w):;—; dla w € [—m, 7.
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4.3.3 Spektralne przedstawienie stacjonarnych szeregéw

czasowych

7 twierdzenia Herglotza wynika, ze dla stacjonarnego szeregu czaso-
wego {24 },cz istnieje taka miara (funkcja spektralna) F, ze funkcje autoko-
wariancji v,,7 € Z mozemy przedstawi¢ za pomoca wzoru (4.17). Twier-
dzenie ponizej podaje spektralne przedstawienie dla stacjonarnego szeregu

czasowego {¢}cz-

Twierdzenie 4.3 Niech {xt},., bedzie stabo stacjonarnym szeregiem cza-
sowym z funkcjg autokowariancyi vy, T € 7Z 1 odpowiadajgcq jej funkcjg spek-
tralng F (w) ,w € [—m,w]. Wtedy istnieje stochastycznie ortogonalna miara
Z (A) okreslona na borelowskiej o-algiebrze B|_x x) taka, ze dla kazdegot € 7Z
T
Ty = /ei“tZ(dw) (4.26)
-7

oraz EZ (M) =0, E|Z (M) = F (L) dla A € Bz

Dowodd powyzszego twierdzenia mozna znalez¢ np. w [51].
Niech {zx},cz 0znacza ciag niezaleznych zmiennych losowych o zero-
wej wartodci sredniej i wariancji Ez,z = 02 dlak € Z oraz ) O',% < o0. Niech

keZ
{wr}pez bedzie ciagiem rosnacym, wy, € [—7, 7] dla k € Z oraz

Zw)= > 2. (4.27)
k: wp<w

Stacjonarny szereg czasowy {mt}tez mozemy przedstawi¢ w postaci

oo
Ty = Z ek 7 (dwy) (4.28)
k=—00

gdzie Z (dwy) = Z (wi) — Z (wp —0) = 24 oraz E|Z (dwy)|* = F (wp) —

F (wy, — 0) = 2.
Rozwiniecie (4.28) przedstawia konstrukcje stacjonarnych szeregow
czasowych o wartosciach w zbiorze liczb zespolonych. Ponizej przedsta-
wiona zostanie konstrukcja stacjonarnych szeregéw czasowych o wartosciach

w zbiorze liczb rzeczywistych.
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Zatozmy, ze {og}pen 1 {Brtren S8 clagami niezaleznych zmiennych
losowych o wtasnosciach Fay = Ef = 0, Ea% = E/B,% = ai dla k € N oraz

oo
> 07 < o0o. Niech {wy} ¢z, bedzie ciagiem rosnacym takim, ze wy, € [—, 7]
k=1

dla k € Z oraz w_j, = wg. Przyjmujemy zg = 0, 2z = O"“_zi’ﬁ’“ oraz Z_j = Zk
dla k € N. Widzimy zatem, ze {zj}, 5 jest ciagiem niezaleznych zmiennych
losowych o zerowej wartosci $redniej i wariancji Ez,% = a,% dla k € Z oraz

> 02 < oo. Definiujemy zmienna losowa Z : Q — C postaci (4.27). Ze
kEZ
wzoru (4.28) otrzymujemy szereg czasowy {;},., 0 wartosciach w zbiorze

liczb rzeczywistych postaci

o0
Ty = Z (ag coswyit + By sinwyt) , t € Z.
k=1

4.3.4 Intensywno$é

Istnienie czynnikéw sezonowych (okresowych) w szeregu czasowym
{Zt};c7 ma bezpogredni wplyw na zachowanie funkcji gestosci spektralne;.
Jak zobaczymy ponizej, funkcja gestosci spektralnej f (w) pomaga okresli¢
istnienie harmonicznych sktadowych w szeregu czasowym {z;},c,. Ponizej
rozwazamy szeregi czasowe o zerowej wartosci sredniej.

Niech {xt}lgth oznacza realizacje szeregu czasowego, dla ktorego

wartos¢ érednia wynosi zero. Jezeli wartos¢ srednia realizacji {x;}, -, jest

N
rézna od zera, to wyznaczamy stala u = % > x; oraz definiujemy ciag
i=1

Tr=x;—pdlal<t<N,

dla ktérego wartosé érednia wynosi zero.
Na podstawie realizacji {z;};<,<, definiujmy harmoniki sinusowe

i kosinusowe jako funkcje postaci

N
1
ay (w) = TN Z x4 cos tw, (4.29)
t=1

N

1

by (w) = Wi Z x¢ sin tw, (4.30)
t=1

gdzie w € [—m, 7.
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Definicja 4.4 Wielkosé
Iy (w) = di (w) + b3 (W) (4.31)
nazywamy intensywnosciq odpowiadajgcg predkosci kgtowej w € [—m, 7).

Podstawiajac (4.29)-(4.30) do (4.31) otrzymujemy
1 N 2 N 2
Iy (w) = . (; T} COS tw) + (; 2 sin tw)

N N-1N—k
= [ z7 +2 Z&pyk (costw cos (t + k) w + sintwsin (t + k) )]
t=1

1M1 X N | Nk
:; [NZx%—I—QZ [N;xtxt+kcoskw]].

N
Dla realizacji {2t} ;< 0 Wartosci sredniej réwnej zero ( i Z =0)

estymator wariancji jest rowny

1 N
t=1

Niech 4} dla 0 < k < N oznacza obciazony estymator autokowariancji

postaci
. N —k
(V) = ST (V),
gdzie
N—k
A (
Zatem
N-1
Iy (w)=—= |50 +2 Z %coskw] dla w € [—m, 7] .
k=1

Dla kazdego ustalonego k granice ciagow {4, (N)} i {4}, (N)}, gdy N — oo,

sa rowne kowariancji . Zatem

lim IN (w) = —

N—o0

Yo + 2 Z’yk cos kw] =1(w). (4.32)
k=1
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Zatem z twierdzenia 4.2 wynika, ze

lim Iy (w) =2f (w) dlaw € [—7,7]. (4.33)
N—o00
Whniosek 4.4 Intensywnosé I : [—m,m] — [0,00) jest podwojong wielko-

Scig gestosci spektralnej f odpowiadajgcq predkosci katowej w € [—m, 7]
oraz I (0) = 2. Dla szeregu czasowego {x},c, 0 wartosciach statych (tzn.

xy = ¢ = const dla dowolnego t € 7)) mamy I (w) =0 dla w € [—7, .
Analizujac wartosci funkcji gestosci spektralnej (lub intensywnosci)
mozna okresli¢ istnienie zwigzkéw pomiedzy elementami szeregu czasowego
{xt},cz. Przykiad ponizej wyjasnia zachowanie funkcji intensywnosci dla
roznych przypadkoéw opisujacych zaleznosci pomiedzy elementami szeregu

CzZasowego.

Przyktad 4.4 Niech funkcje autokowariancyi ”y,i dlai=1,2,3,4 bedg dane

w tabeli:
E{o]1 |2 3 4 5
v 810.8] 02201 |0.04]0.03
V28| 1.8] 02201 | 0.04]0.03
v 3108|022 -21)|004] 003
YEL 8] 0.8]022|-1.5]0.04] 13

oraz vli = 0 dla k > 5 (reprezentujqg relacje pomiedzy elementami w szere-
gach czasowych {xé}teN’ i = 1,2,3,4 odpowiednio). Wyznaczymy funkcje
gestosci spektralne; oraz narysujemy wykresy funkcji gestosci spektralnej dla
czestotliwosci v € [—%, %] .

Poniewaz w € [—m, 7], tov = 5= € [—%, %] Analizujgc v, k > 0 widzimy,
ze elementy szeregu {x%}teN sq praktycznie niezalezne (wspétczynniki kore-
lacji sq bliskie zeru). Dla szeregu {:U?}teN elementy odlegte o jedng chwile

czasowq sq¢ ze sobqg skorelowane, dla szeregu {x? elementy odlegte o 3

}
momenty sqg ze sobg skorelowane, natomiast dla stziiegu {xf}teN elementy
z przesunieciami czasowymi 3 1 5 sqg ze sobg skorelowane. Dla 1 = 1,2,3,4
funkcje gestosci spektralnej tych szeregow sq dane wzorem
_ 3+2¢i (w)

27 '

fi (w)
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gdzie

1 (w) = 0.3cosw ~+ 0.22cos 2w + 0.1 cos 3w + 0.04 cos 4w + 0.03 cos bw,
¢2 (w) = 1.3cosw + 0.22cos2w + 0.1 cos 3w + 0.04 cos 4w + 0.03 cos bw,
¢3(w) = 0.3cosw + 0.22cos 2w — 2.1 cos 3w + 0.04 cos 4w + 0.03 cos bw,
¢4 (w) = 0.3cosw+ 0.22cos2w — 1.5cos 3w + 0.04 cos 4w + 1.3 cos bw
dla w € [—m,7]. Wykresy poszczegdlnych funkcji gestosci spektralnej f, (v)

dla czestotliwodci v € [—%, %} (pamietamy, ze w = 2wv), gdzie

fi(v) = fi (2mv)

dla v =1,2,3,4 sq przedstawione na rysunku 4.5.

1 1
08 1 0s
0g __-_—/_\—____ 06E
04 1 04
0z 1 0z
] - 0 -
05 0 05 05 0 05
a.) staba korelacja b.) korelacja dla przesuniecia t=1
1 1
0s 0s
05 1 06
04 1 04
0z 1 0z
0 - 0 -
05 0 05 05 0 05
c.) korelacja dla przesuniecia t=3 d.) korelacja dla przesuniecia t=3 | =5

Rysunek 4.3: Funkcje gestosci spektralnej.

Obserwujac wykresy wartosci funkcji gestosci spektralnej f; (v),
v E [—%, %], i € {1,2,3,4} widzimy, ze dla pewnych czestotliwosci v funk-
cja fi (v) osiaga wartosci ekstremalne (nastepuje wyrazny wzrost lub spa-

dek), na ktory wpltyw wywiera harmoniczna sktadowa z predkoscia katowa
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w = 2mv. Zestaw punktow, dla ktorych funkcja gestosci spektralnej osigga
wartosci ekstremalne wyznacza pewien zbiér harmonicznych sktadowych,
ktore okreslaja okresowe wahania (oraz zwiazki pomiedzy elementami)
w analizowanym szeregu {x:},cy. Jezeli istnieje sktadowa z czestotliwoscia
v* dla ktorej funkcja gestosci spektralnej osigga ekstremum, to istnieja row-
niez sktadowe z czestotliwosciami ”7*, ”—;, ... (tzn, np. miesieczna czestotli-
wosc¢ implikuje efekty skokéw w okresach dwumiesiecznych, trzymiesiecznych
itd). Tym sposobem wystepuje tzw. efekt "echa” dla nizszych czestotliwosci.

Im wieksze jest przesuniecie czasowe 7 > 0, dla ktorego elementy sze-
regu czasowego sg skorelowane (patrz rys. 4.3b-4.3d), tym z mniejsza cze-
stotliwoscia wystepuja wahania funkcji gestosci spektralnej, co bezposrednio
implikuje, ze okres wahan jest wiekszy. W przypadku, gdy elementy szeregu
sa stabo skorelowane, to na wykresie 4.3a widzimy nieduze wahania funkcji

gestosci spektralnej .

Przyktad 4.5 Niech {Et}teNo bedzie ciggiem niezaleznych zmiennych lo-
sowych o rozktadzie N (0,1). Wyznaczymy gestosé spektralng dla szeregu
{xt},en postaci (patrz przyktad 4.1)

Ty =34+¢e+¢€4-1.
Wartosé oczekiwana elementow szeregu {xi},or wynosi
FEx, =3 dlateN,

natomiast funkcje autokowariancyi v autokorelacji sq rowne odpowiednio

2, dlaT=0, 1, dlaT=0,
Yr=9 1, dlat=1, 1+ 7r=4¢ 05 dlaT=1,
0, dlat>2, 0, dlaT>2.

Ze wzoru (4.24) wynika, Ze funkcja gestosci spektralnej jest dana wzorem

f(w):%[l%—cosw], w € [—m, 7.
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Przyktad 4.6 Niech {x:},., bedzie ciggiem niezaleznych zmiennych loso-

wych takich, ze

AN EI’t =0
teZ
oraz
%, dlai=j,
cov (x;,x5) =
0, dlai#j.

Wyznaczymy funkcje spektralng i funkcje gestosci spektralney.

W rozwazanym przypadku szereqg czasowy {xi},o, jest stabo stacjonarny oraz
funkcja autokowariancyi jest réwna vy, = cov (x4, x44r) dla T,t € Z. Z twier-
dzenia Herglotza otrzymujemy

™

- o2, dlaT =0,
e“TdF (w) = (4.34)
0, dlaT#0.

—T

Korzystajgc z wtasnosci
/emdw _ 21, dla =0,
0, dlat#0,

™

. 7 . 0'2
ZUJTdF — 'LUJTid
/6 (w) /6 50w,

—T —T

stwierdzamy, zZe

wiec funkcja gestosci spektralnej jest stata oraz
2
fw)= o @ € [—m 7.

Wobec powyzszego funkcja spektralna jest dana wzorem

0.2
F(A):/f(w)dw:%()\er), dia \ € [~



Rozdzial 5

Modele stacjonarnych szeregéw

czasowych

Ponizej przedstawione zostana klasyczne modele stacjonarnych szere-
gow czasowych: modele autoregresji AR, ruchomej $redniej MA oraz auto-
regresji i ruchomej $redniej ARMA. Wyzej wymienione modele maja liniowa
strukture ze wzgledu na elementy szeregu op6znione w czasie oraz zaburzenia
zewnetrzne (patrz np. [1], [6], [25], [52], [59]). Omoéwione zostana problemy
stacjonarnodci i odwracalnodci dla tych modeli. Identyfikacja parametryczna
zostanie przeprowadzona w oparciu o metode momentéw tylko dla szeregow
czasowych {e¢},., 0 wartodciach w zbiorze liczb rzeczywistych (¢; : @ — R
dlat € Z). Uzyskane wyniki fatwo mozna rozszerzy¢ dla szeregow czasowych
o wartoscich w zbiorze liczb zespolonych. Na koncu rozdziatu przedstawiony
zostanie problem jednoznacznosci modelowania stacjonarnych szeregbéw cza-

sowych.

5.1 Zbieznosé szeregdédw czasowych

Niech (€2, F,P) bedzie przestrzenia probabilistyczng, natomiast {e;},cs
bedzie ciaggiem niezaleznych zmiennych losowych o rozktadzie normalnym
N(O,O’Q) (w literaturze przedmiotu mozna spotka¢ rowniez oznaczenie

€ ~ iid. N (0, 02) — independently and identically distributed with IN (O, 02)).
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Wobec powyzszego wartoé¢ oczekiwana i kowariancja elementow szeregu

{€t}1ez sa rowne odpowiednio

EEt = O, (51)

{ g%, dlat=0,

(5.2)
0, dlat#0.

cov (Et, EtiT) Eeierir

Tak zdefiniowany ciag niezaleznych zmiennych losowych {},., jest nazy-
wany biatym szumem.

Symbolem L? (€, F, P) oznaczamy przestrzen wszystkich zmiennych

losowych & : © — R o drugim momencie skoriczonym (E¢? < oo). Przestrzen

L?(Q, F, P) z iloczynem skalarnym
(&,\) =EEXN, & M€ L*(Q,F,P)

1 norma
€l 2 = V(€. €) = VEE, €€ L*(Q,F,P)

jest przestrzenig Hilberta. Zatem, przestrzen L? (Q, F, P) jest przestrzenia
Banacha z norma |||, 2.

Ponizej bedziemy rozwazali szeregi czasowe {e;},., postaci

oo
&t = Zajet_j, (5.3)
7=0

gdzie a; € R dla j € Ng, natomiast {€;},., oznacza cigg niezaleznych zmien-

nych losowych o rozktadzie normalnym N (0, 02).

Definicja 5.1 Niech X bedzie przestrzenig Banacha z norma ||-||, natomiast

{xj}jeNo - ciagiem elementow przestrzeni X (tzn. x; € X, j € Ng). Mo-
oo

wimy, Ze szereg » . xj jest zbiezny, jezeli istnieje takie v € X, Ze
i=0
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Definicja 5.2 (Warunek Cauchy’ego) Niech X bedzie przestrzeniq Ba-

nacha z normg ||-||, natomiast {x;} - ciagiem elementow przestrzeni X

Jj€No
o0

(tzn. xj € X, j € Ng). Szereg Y x; jest zbiezny wtedy i tylko wtedy, gdy
3=0

spetniony jest warunek Cauchy’ego:

n
A | 2 o) =
>m ||
Ponizej przyjmujemy |[|-|| = ||-||;2. Dla przestrzeni L? (Q,F, P) wa-

runki zbieznodci zawarte sa w lematach ponizej.

Lemat 5.1 Niech {¢;},.;, bedzie ciggiem niezaleznych zmiennych losowych
o rozktadzie normalnym N(O,az), gdzie 0 < o < oo. Jezeli cigg liczb

rzeczywistych {a;} spetnia warunek

j€Ng

oo
Z laj| < o0, (5.4)
j=0

o0
to Y. aje—; € L?(Q, F, P) oraz
j=0

Zajet,j < aZ\aﬂ . (5.5)
=0 =0

Dowdd. Jezeli m,n € Ngim <n, to

n n n
S agers|) < Sty leesll < 1 Nl
j=m j=m Jj=m

gdzie
p = sup||e]| = supy/ Ee? = 0 < o0
teZ
Z warunku (5.4) wynika, 7e
n
n%glmsggl Z aje—j|| = 0.
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oo
Poniewaz jest spetniony warunek Cauchy’ego, to szereg > aje;; jest zbiezny
Jj=0

[e.9]
oraz Y. aje—; € L? (Q,F, P). Poza tym
j=0

o n n o
E aig_q|l = lim E Qi€ <limUE a-:ag ail.
‘ JEt—j nesoo || - JtJ—n_)OO‘ ‘J| : ’J’
Jj=m j=m Jj=0 Jj=0

Warunek zbieznosci dla szeregu czasowego postaci (5.3) w nieco stab-

szej formie przedstawia nastepujacy lemat.

Lemat 5.2 Niech {€;},., bedzie ciggiem niezaleznych zmiennych losowych
o rozktadzie mormalnym N(0,0‘2), gdzie 0 < o < oo. Jezeli cigg liczb

rzeczywistych {a;} spetnia warunek

J€No

oo
Zaf < 00, (5.6)
§=0

o0
to Y. aje—; € L?(Q, F, P) oraz
j=0

o)
E Q€4 <o
Jj=0

Dowo6d. Podobnie jak w dowodzie lematu 5.1 sprawdzimy spelnienie wa-

runku Cauchy’ego. Niech m,n € Ny i m < n. 7 niezaleznosci zmiennych
losowych {¢},c; otrzymujemy

2
n n n
E Qj€j = < E A€y, E ajet_j>
j=m j=m j=m

n

n n
2 2
= E E ;o (€, €4—j) = 0 g ;.

i=m j=m j=m
Wobec powyzszego warunek Cauchy’ego

n

lim sup Z aje—jll =0
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jest rownowazny warunkowi

lim sup
m%oonzm

oraz warunkowi (5.6). m

5.2 Modele autoregresji AR(p)

Modele autoregresji rzedu p € N (w literaturze przedmiotu okreslone
jako AR (p)) sa to modele klasycznej regresji liniowej, gdzie jako zmienne
niezalezne (objasniajace) wystepuja elementy szeregu opdznione w czasie.
Dla modelu autoregresji AR (co) elementy szeregu czasowego {e;},c, mo-

zemy przedstawi¢ w postaci

oo

€t = Q161+ Qg0+ ...+ 6 = Z ajer—j + €, (5.8)

j=1

gdzie t € Z oraz wspolczynniki aq, ao, 3, ... okreélaja parametry modelu,
natomiast {e;},., jest ciggiem niezaleznych zmiennych losowych o rozkta-
dzie normalnym N (0,0?) (patrz np. [1], [6], [25], [52], [59]). W wiekszosci
przypadkéw wraz ze wzrostem przesuniecia czasowego 7 € Ny stabnie kore-
lacja pomiedzy elementami e; i €44, (im elementy szeregu czasowego {e¢},c,
sa bardziej oddalone czasowo od siebie, tym zwigzki pomiedzy tymi elemen-
tami sa stabsze), a od pewnego momentu 7 = p + 1 wartosci wspotczynnika
korelacji sg bliskie zera. Przyjmujemy we wzorze (5.8) oj = 0 dla j > p,
otrzymamy model AR (p) autoregresji rzedu p € N (AutoRegresssive process

of order p) zdefiniowany réwnaniem
P
gt = Z QjEr—j + €. (5.9)
j=1

Aby dokladniej zrozumie¢ zachowanie, wlasnosci i sposob identyfikacji mo-
deli AR (p), p € N przeanalizujmy najpierw wtasnosci dynamiczne najprost-

szych modeli tej klasy.
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5.2.1 Model autoregresji rzedu pierwszego

Najprostszym modelem autoregresji liniowej jest AR (1) (wszystkie
wspoOtczynniki oprocz pierwszego sa rowne zero). Elementy szeregu czaso-

wego {et},cz 53 okreslone za pomocg rownania
€ = agi—1 + €, (5.10)

gdzie |a| < 1 (zostanie wyjasnione ponizej) oraz {e;},., jest ciagiem nieza-
leznych zmiennych losowych o rozktadzie normalnym N (0, 02). Korzystajac

ze wzoru (5.10) dla dowolnego ¢ € Z otrzymujemy

2
g = alagiot e 1]t =ac o+ ag_1+e€

2 3 2
= o fagi3t e o] ftag 1+ =0 3+a‘e o+ ag_1+e=...

Ostatecznie elementy szeregu czasowego {&;},., okreslone réwnaniem (5.10)
mozemy przedstawi¢ w postaci kombinacji liniowej niezaleznych zmiennych

losowych €1, €9, €3, ... 0 rozktadzie normalnym IN (0,02)
0 .
er=Y e, (5.11)
j=0

Z rownania (5.11) wynika, ze szereg postaci (5.10) mozemy przedstawi¢ jako
proces ruchomej §redniej rzedu nieskoriczonosé. Jezeli |af < 1, to

1

2 3
1+ |al + |a” + |af +...:1_‘a‘.

Zatem z lematu 5.1 wynika, ze szereg czasowy postaci (5.11) jest zbiezny
w L2 (Q, F, P). Ze wzoréw (5.11) oraz (5.1) wynika, ze warto$¢ oczekiwana

elementow szeregu {&;},, jest rowna
o .
Eey =) oBej=0. (5.12)
7=0

Korzystajac ze wzoru (5.2) otrzymujemy, ze wariancja elementow szeregu

{et}1ez spelnia rownosc

Y =Ee2=E Z dej| = ZaQJUQ =02 Za23 : (5.13)
=0 =0 =0
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Poniewaz |a| < 1, to
o2
1—a?

Dla dowolnego przesuniecia czasowego 7 € Ny kowariancja elementéw sze-

70 (5.14)

regu {&;},c, jest dana wzorem

(0.0] 0.0)
Y. = cov(eye—r) =FE E alej g alerr_j
Jj=0 Jj=0

o0

o
= FE E alej
J=0

()
ak:JrTet_k — § a2j+TO_2
Jj=0

k=0
> 2 T
_ 2. T 2] _ oo
= o« Za et (5.15)
7=0
natomiast wspotczynnik korelacji jest rowny
7"‘7_ = k = o[T . (516)

70
Whniosek 5.1 Ze wzoru (5.14) wynika, zZe jezeli wielko$é || jest bliska jed-
nosci, to wariancja elementow szerequ {et},o, jest o wiele wigksza niz wa-
riancja zmiennych losowych e, t € 7Z. Zatem, jezeli sgsiednie elementy
szeregu c2as0wego {ct},cy 56 mocno skorelowane (|ri| = |a] — 1), to nie-

wielkie wahania w szeregu {€;},c, powodujq duze wahania szerequ {€t},cy -

Whniosek 5.2 Stopien zaleznosci (wspotczynnik korelacji, patrz wzor(5.16))
pomiedzy elementami szeregu {et},., maleje wyktadniczo wraz ze wzrostem

przesuniecia czasowego T € Ny.

Warunek stacjonarnosci. Pamietamy, ze szereg czasowy jest stacjonarny
stabo, jezeli jest skoniczony drugi moment, wartos¢ oczekiwana jest stala
oraz kowariancja zalezy tylko od przesuniecia 7 € Ny (patrz wzory (5.12)
i (5.15)). Zatem zbiezno$c¢ szeregu (5.11) wymaga, aby byt spelniony waru-
nek |af < 1.

Warunek stacjonarnosci rowniez mozemy przedstawi¢ w postaci: modul pier-

wiastka rownania charakterystycznego
l1—az=0

powinien by¢ wiekszy od jednosci.
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Gestosé spektralna. Jezeli elementy szeregu {e:},., sa okreslone za po-
moca réwnania (5.10) oraz maja wartosci w zbiorze liczb rzeczywistych, to

ze wzorow (4.21) i (5.15) wynika, ze funkcja gestosci spektralnej jest dana

wzorem
1 o2 >
f(w)zﬂm 1+22ancosnw , wE€E[-m,m.
n=1
Poniewaz
142 Z acosnw =1+ Z a” (emw + e_m“’) = Z (ae“”)n
n=1 n=1 n=0

1 1 1—a?
jw\"N
+E « —1= — + — — 1=
- 0( © ) 1 — qew 1 —aqew 14+ a2 —2acosw’

to

1 o2 o?

_ — — 5.17
fw) 271 — ae=w[*> 27 (1+a? —2acosw)’ w€[=mm (5.17)

(patrz np. [1], [6], [51]).

Identyfikacja modelu AR (1). Identyfikacje modelu (5.10) przeprowa-
dzamy na podstawie realizacji {e¢},<,;< - W tym celu wykorzystujemy me-
tode momentow (MM) oraz wlasnosci (5.14) i (5.16). Zakladamy, ze wartosé

$rednia ciagu {e:}; ;< jest rowna zero. W przypadku, gdy warto$¢ srednia

1 N
E=—= 5
N;t

jest rozna od zera (€ # 0), to z ciagu {et}, ;< Wydzielamy staly & tym

samym otrzymujemy ciag {e; — £}, ,«, ktory oscyluje dookota zera.

Algorytm identyfikacji AR(1).
1. Dla realizacyi {5t}1§t§N wyznaczamy oceny estymatorow funkcji autoko-

wariancyi v, 7 € {0,1} za pomoca wzoru

1 N—T1
Yr = 4 (N) = N_—, ; Et€t4r- (5.18)
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2. Ocena parametru « ze wzoru (5.16) jest réwna

a=21 (5.19)

70
3. Jezeli jest spetniony warunek stacjonarnosci (o] < 1), to ze wzoru (5.14)
ocena parametru o (wariancja niezaleznych zmiennych losowych e ) jest

rowna

6% =49 (1—a?%). (5.20)

4. Wuyznaczamy cigg reszt ¢ = ¢ — agg—1 dla 2 < t < N oraz dla re-
alizacyi {et}2§t§N przeprowadzamy test Kotmogorowa—Smirnowa (badanie
normalnosci roktadu elementow szeregu {€t},c).

Rozktad taczny m elementow szeregu {e;},., konstrujemy za pomoca
rozktadu normalnego, gdzie wektor warto$ci oczekiwanych jest wektorem
zerowym, natomiast autokowariancji jest dana wzorem (4.11). Wartosci
estymatorow funkcji autokowariancji v, dla 7 = 0,1 wyznaczany ze wzoru
(5.18), natomiast dla 2 < 7 < m — 1 wyznaczamy za pomoca wzoru (5.15).

Powyzej zostala przeprowadzona identyfikacja modelu AR (1) w opar-
ciu 0 metode momentow (bezposrednio zostaty wykorzystane wlasnosci (5.14)
i (5.16)). Nie mniej jednak identyfikacje modelu (5.10) mozna réwniez prze-
prowadzi¢ za pomocg metody najmniejszych kwadratow (MNK) lub metody
najwiekszej wiarygodnosci (MNW).

Identyfikacja parametryczna modelu (5.10) za pomocg metody naj-

mniejszych kwadratéw polega na rozwigzaniu zadania

N

. 2
E — —1)". 5.21
glelﬁ 2 (et — ag—1) ( )

Rozwigzujac zadanie (5.21) otrzymujemy, ze najlepszym estymatorem

(w sensie $redniokwadratowym) nieznanego parametru « jest

N

> EtEi-1 N
a(N)="=2 - — n (5.22)
5 N
Se? N-170 = N-1

t=2
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Stad dla N — oo mamy & (N) — % Jako estymator wariancji zaburzen

zewnetrznych modelu (5.10) obieramy

N
. 1 .
UQ(N) = mZ(Et—O&Et_l)Q
t=2
1 N N N
- o1 Z€?+d2263—12a26t6t1>
t=2 t=2 t=2
1 . . . .
= ﬁ(N%—e%Jra? (Njo — X)) — 2641.  (5.23)

Widzimy, ze dla N — oo otrzymujemy 62 (N) — (1 + 642) Yo — 2697 -

Ponizej przeprowadzimy identyfikacje parametryczna za pomoca me-
tody najwiekszej wiarygodnosci. Niech F; = o {€1, €2, ...,€;}, j € N oznacza
niemalejaca rodzing o—cial na przestrzeni probabilistycznej (2, F, P), tzn.
Fn C Fpp € Fdlan < m, n,m € N. F; oznacza najmniejsze o—cialo,
ktorego elementy €, €2, ...,€; sa mierzalne wzgledem F;. Ze wzoru (5.10)
wynika, ze dla dowolnego j € N warunkowy rozktad p (g1 |F;) jest rozkta-

dem normalnym NN (ast,a2), zatem

p(gjq1 | F;) =(gjs1, aer, 0)

gdzie

PAY
’Y(xnuva) = \/217_(_0_ exp <_(x202’u)) :

Dla realizacji {e;}, -, 5 tworzymy funkcje wiarygodnosci zdefiniowang jako

iloczyn funkcji gestosci zmiennych losowych eg,...,en

L(a,a) = p(EQ,...,EN ’.7:1) Zp(EN ‘FN—l) C e -p(z’:‘g ‘./—"1)
N

- H’y(gtaagt—ha)a

t=2

Aby wyznaczy¢ parametry «, o za pomoca metody najwiekszej wiarygodno-

Sci nalezy rozwiazaé¢ zadanie postaci

L . 5.24
Lo (a,0) (5.24)
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Logarytm naturalny z funkcji wiarygodnosci wynosi

_ N — ey 2
ln[L(a,a)]:—N2 11n(27r)—(N—1)lna—;Z(€tU§1).
t=2

Poniewaz logarytm naturalny jest funkcja rosnaca, to zadanie (5.24) mozemy

sprowadzi¢ do postaci

1 .2
Jnin, (@), (5.25)
gdzie
1 Y (e¢ — agr1)?
t — t—1
flawo) = (N =Dlno+ 5y Sl (5.26)

=2
Przyréwnujac pochodne czastkowe do zera, otrzymujemy warunek konieczny

istnienia ekstremum funkcji f (o, o) postaci

N
(et—aet—1)ee—1 __
Y gL =0,
ag
t=2

N-1 _ % (er—aei—1)® _ 0.

o o3
=2
Rozwiazujac powyzszy uktad rownan, otrzymujemy

EtEt—1
t

o = 5

i (5.27)

M=[0T=

3

2

o2 — 1

N1 (er — ast_1)2.

M=

t=2

Macierz drugich pochodnych funkcji f (o, o) w punkcie podejrzanym o eks-
tremum (okreslonym za pomoca uktadu réownan (5.27)) jest dodatnio okre-

slona.

Whniosek 5.3 Widzimy, ze estymatory uzyskanie za pomocg MNK i MNW
sq identyczne. Ze wzoréow (5.22) - (5.23) dla N — oo otrzymujemy
a(N) — %, natomiast 62 (N) — (1 -l-&Q) Yo — 2691, co powoduje, ZzZe
estymatory uzyskane za pomocg metody najmniejszych kwadratow i metody
najwickszej wiarygodnosci sq zbiezne do estymatorow uzyskanych za pomocq

metody momentiow.
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Przyklad 5.1 Dana jest realizacja szerequ o wartosSciach 0.89, -0.07, 0.3,
-0.56, 0.89, 0.69, 1.31, -0.23, -0.62, -0.71, -0.96, 0.51, 0.28, -0.95, -0.92,
0.77, 0.33, -0.04, -0.63, 0.24, 0.67, -0.1, -0.85, 1.42, -0.39, 1.1, 0.04, -1.25,
-0.71, -0.24, -0.73, -0.63, -0.67, 0.22, 0.03, -0.04, -0.44, -0.15, -0.15, -0.62,
0.97, 1.37, 0.82, 0.91, -0.41, -0.07, -0.55, -1.07, 0.41, 0.09. Zaktadajgc, ze
dany ciag {et},<1<50 Jest realizacjq szerequ AR(1) (typu (5.10)) oszacujemy
wartosci parametréw o i 0. Uzyjemy do tego metody momentéw. Dodat-
kowo przedstawione zostang symulacje trzech realizacyi procesu {5t}1§t§100'
Wartosé srednia elementow ciqgu {1}, ;<5 jest rowna zero (u =0). Korzy-
stajac ze wzoru (5.18) dla przesunieé czasowych T € {0, 1} otrzymujemy 4o =
0.4709 oraz 41 = 0.0958. Zatem wartosé estymatora parametru a jest réwna
& = 0.2033. Poniewaz |&| < 1, to warunek stacjonarnosci jest spetniony. Ze
wzoru (5.20) otrzymujemy, ze dla ciggu {et}y<,<50 postaci e = ey — Geg—1
wartosé estymatora warianci zaburzen zewnetrznych o® w modelu (5.10) jest
rowna 0.4515, natomiast ¢ = 0.6719. Na poziomie istotnosci 0.05 z testu
Kotmogorowa Smirnowa wynika, Ze nie ma podstaw do odrzucenia hipotezy

o normalnosci rozktadu elementow szeregu {€;},cy-

2 T T T T T T T T

il il

B -

o 10 20 30 40 50 &0 70 =] a0 100

Rysunek 5.1: Symulacje szeregu {e:}, ;< ;0o-
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Ostatecznie szereq reszt {Et}teN mozemy przedstawié w postaci
Et = 0.203361571 + €,

gdzie {€i},cy jest ciggiem niezaleznych zmiennych losowych o rozktadzie
N (0;0.4515). Rysunek 5.1 przedstawia realizacje szerequ reszt {1}y ;<x

oraz trzy symulacje szeregu {€¢}51<4<100-

5.2.2 Model autoregresji rzedu drugiego

Dla modelu autoregresji rzedu drugiego AR(2) (AutoRegresssive pro-
cess of order 2) elementy szeregu {e;},., sa okreslone za pomoca réwnania

regresji liniowej
g = &1 +aogr_o + ¢ dlat € Z, (5.28)

gdzie ay # 0 oraz {e;},, jest ciagiem niezaleznych zmiennych losowych
o rozkladzie normalnym IN (0, 02).

Podstawiajac do prawej strony wzoru (5.28) zamiast £;_1 1 4o wiel-
kosci okreglone za pomoca rownania (5.28) dla chwil ¢t — 1 i ¢ — 2 oraz po-

wtarzajac te czynnos¢ wielokrotnie otrzymujemy

e = o (ae—9+ aoei—3+ €-1) + g2 + €

2
= €+ o161+ (al + 042) Et—9 + 1QE—_3 = ... .

Widzimy, ze dla kazdego t € Z zmienna ¢, jest kombinacja liniowa zmiennych
losowych €, €,-1, €2, .... Zatem model AR(2) (podobnie jak model AR(1))

mozemy przedstawi¢ w postaci ruchomej §redniej rzedu co ( MA(00))

oo
ee=>Y e jdlatel, (5.29)

j=0
gdzie s09 = 1, 34 = o1, natomiast s; = a1 + agxj_o dla j > 2. Ze
wzoréow (5.29) oraz (5.1) wynika, ze wartos¢ oczekiwana elementow szeregu

{et},cz jest rowna zero

00
EEt = Z %jEet,j = 0.
7=0
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Mnozac obustronnie rownosé (5.28) poprzez €41 i £4—2, a nastepnie stosujac

obustronnie operator wartosci oczekiwanej, otrzymujemy

Eeiep 1 = anFeiq164-1 +aoBey_9gi 1 + Eeepq,
Eeiep—o = i Fey_161—2 + anFey_ogi—o + Feer_o.

Ze wrzoru (5.29) wynika, ze Feier—1 = 0 oraz Feiero = 0, zatem otrzymu-

jemy ukltad réwnan postaci

(5.30)

Y1 = a1 + @271,
Y2 = Q171 + @270,

gdzie v; = cov (e, e4—7) = Eeey—r dla przesuniec¢ czasowych 7 € Ny. Dzie-

lac obustronnie réwnania (5.30) przez wariancje 7, otrzymujemy

r1 = o1 + Qo1 (5.31)
o = Q111 + Q9.
Rozwigzujac uktad rownan (5.31), otrzymujemy
_ ri(l—=ra)
a]. - 177,2 )
_ 7’2—7’1% (532)
a9 = 1—7"% .

Zaleznosci kowariancji 1 i 2 od parametréow a; i ag przedstawia uktad

réwnan ponizej:

_ 1%
1 — 745
v 1 a2a2’yo (5.33)
Y2 = a2y + 25

Whiosek 5.4 W podobny sposob otrzymujemy wspotczynniki autokowarian-
cji V- dla T > 2. Najpierw obustronnie mnozymy réwnanie (5.28) poprzez
gt—r dla T > 2, a nastepnie stosujemy operator wartosci oczekiwanej. Osta-

tecznie otrzymugjemy rownanie funkcji autokowariancyi
Yr = a1Vr—1 + Q2Yr—o dla T > 2. (5.34)

Dzielge obustronnie réwnanie (5.34) przez wariancje vo otrzymujemy réw-

nanie funkcji autokorelacyi

Ty = Q1Tr—1 + aorr_o dla 7 > 2. (5.35)
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Wzory rekurencyjne (5.34) i (5.35) wykorzystujemy do wyznaczenia wartosci
funkcji autokowariancyi 1 autokorelacji przy przesunieciach czasowych T > 2

dla wartosci poczgtkowych 11 1 ro lub wartosci 1 i vo odpowiednio.

Aby wyznaczy¢ zaleznosé pomiedzy wariancja elementow szeregu reszt
{et},cy a wariancja zaburzen zewnetrznych {€:},., mnozymy obustronnie

wyrazenie (5.28) przez ;. Otrzymujemy wtedy rownanie
5t2 = EEr—1 + oo + € g1 + agr—o + €

Nastepnie obustronnie stosujemy operator wartosci oczekiwanej oraz korzy-
stajac z niezaleznosci zaburzen zewnetrznych (patrz wtasnosé (5.2)), otrzy-

mujemy rownanie
Eaf = a1 Feer_1 + asFerer o + Ferey,
ktore jest réwnowazne réwnaniu
Yo =1 + a2 + 0. (5.36)

Wariancja elementow szeregu zaburzen zewnetrznych {e;},., wynosi

o =0 — a1y — azy2 = 70 (1 — arry — agrs) (5.37)

lub (patrz (5.33))

1—ag)? - a%) . (5.38)

Ponizej wyznaczymy warunek stacjonarnosci dla modelu AR(2). W tym celu

zdefiniujemy operator przesuniecia
FFey =g, dlak € Ng. (5.39)
Rownanie (5.28) mozemy przedstawi¢ w postaci
(1 —a . — ang) g =¢dlatez,
natomiast rownanie (5.29) w postaci

et = (1+aF_ +30F° +3F° + ..) e dlat € Z,
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gdzie s = 1, 11 = a1, natomiast s¢; = o161 + agsej_9 dla j > 2. Wobec

pPOWYy7szego
(-1 Fo —aoF?) (1 + 50 F- +0F? +505F° +..) = 1. (5.40)

Dla szeregoéw postaci (5.28) wartos¢ oczekiwana jest rowna zero oraz kowa-
riancja zalezy tylko od przesuniecia 7 € Ny (patrz wzory (5.30) i (5.34)).
Zatem, zeby spelni¢ warunek stacjonarnosci elementy szeregu AR(2) musza
mie¢ skoniczone drugie momenty. Ze wzoru (5.40) wynika, ze szereg postaci
(5.29) jest zbiezny jezeli jest spelniony nastepujacy warunek.

Warunek stacjonarno$ci. Pierwiastki réwnania charakterystycznego
2 _
1l—a1z—agz” =0

powinny by¢ poza kotem o promieniu jeden. Warunek stacjonarnosci jest
spetniony, gdy
al +ag < 1,
ar —az <1, (5.41)
-1 <a <1,

Gestosé spektralna. Gestosé spektralna dla modelu AR(2) jest dana wzo-

rem

o2

fw) = : :
@) 27 |1 — e — 0426—2“’|2

o2

_ . (5.42
21 (1 + o + a3 — 204 (1 — az) cos (w) — 2a cos (2w)) (5.42)

gdzie w € [—m, 7] (patrz np. [1], [6], [51]).
Identyfikacja modelu AR(2). Zakladamy, ze wartos¢ srednia elementow

ciagu {et}; <1< jest rowna zero.

Algorytm identyfikacji AR(2).
1. Dla realizacji {et} 1< korzystajgc ze wzoru (5.18) wyznaczamy oceny

estymatoréw funkcyi autokowariancyi ., T € {0,1,2}.
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2. Wyznaczamy oceny parametrow oq, ag rozwigzujge uktad réwnan linio-
wych (5.830) lub np. dla 7 € {1,2} wyznaczamy oceny estymatoréw funkcji
autokorelacji X

s (5.43)

70

oraz korzystamy ze wzoru (5.32).
3. Jezeli warunek stacjonanosci jest spetniony, to ocene parametru o> (wa-
riancje zaburzen zewnetrznych w modelu (5.28)) szacujemy za pomocq (5.38).
4. Wyznaczamy cigg reszt ¢, = ey — Q164—1 — Gogr—o dla 3 <t < N oraz dla
realizacyi {Et}?)gth przeprowadzamy test Kotmogorowa—Smirnowa (badanie

normalnosci roktadu elementow szeregu {€t},cy).

Do konstrukcji rozktadow tacznych elemetow szeregu {e;},c, (doktad-
niej do oszacowania macierzy autokowariancji lub autokorelacji postaci (4.11)
~ (4.12)) wartosci estymatorow g, 71, 72 wyznaczamy za pomoca (5.18), na-
tomiast wartosci estymatorow 1,72 ze wzoru (5.43). Dla przesunieé¢ 7 > 3
wartodci funkcji autokowariancji v, i autokorelacji r; wyznaczamy ze wzordéw

(5.34) i (5.35) odpowiednio.

Przyktad 5.2 Dany jest ciag o wartosciach 0.52, 0.36, -0.81, -1.59, -0.62,
-0.26, 0.24, -0.24, -0.4, 0.43, -0.43, 1.21, 1.55, 0.2, 0.47, 0.69, -0.22, -0.8,
-0.07, -1.08, -1.68, -0.48, 0.26, 0.8, 0.72, -0.97, -0.41, -0.46, -0.35, 1.04,
1.3, 1.74, -0.59, -0.94, -0.17, 0.57, 1.28, 0.29, 0.51, -1.66. Na podstawie
realizacyi {5t}1§t§40 dokonamy identyfikacyi modelu autoregresji rzedu dru-
giego.

Wartosé srednia elementow ciggu {et} o409 wynosi 0. Ze wzoru (5.18) war-
tosci estymatorow funkcji autokowariancyi dla przesunieé czasowych

7 €{0,1,2} sq rowne
40 = 0.7221, 4, = 0.2737, 45 — —0.0366,

natomiast wartosci estymatorow funkcji autokorelacyi dla  przesunieé
T € {1,2} wynoszq
ry = 0.379, ry = —0.0507.
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Ze wzoru (5.32) otrzymujemy oceny parametréw
a; = 0.465 1 ap = —0.2269.
Pierwiastks rownania charakterystycznego
1 —0.4652 + 0.22692° = 0

sq rowne z1 = 1.0245 + 1.8322¢ oraz zo = 1.0245 — 1.8322¢. Widzimy, ze
|21| = |z2| = 4.4065 > 1, zatem warunek stacjonarnosci jest spetniony.
Ze wzoru (5.37) otrzymujemy 6% ~ 0.5865, stgd 6 ~ 0.7658. Dla ciggu
{€t}3<t<q0 POStaci

€ =& — Q1€r—1 — Qg2
na poziomie istotnosci 0.01 z testu Kotmogorowa—Smirnowa wynika, zZe nie
ma podstaw do odrzucenia hipotezy o normalnosci rozktadu elementow sze-

regu {€t},cny- Ostatecznie szereg {€4},cy mozemy przedstawi¢ w postaci
gt = 0.4656t,1 —0.2269¢4_o + €t,

gdzie {et},cn jest ciggiem niezaleinych zmiennych losowych o rozktadzie

N (0;0.5865) .

5.2.3 Model autoregresji rzedu p

W modelach autoregresji rzedu AR(p), 1 < p < oo elementy szeregu

{et},cz sa okredlone za pomoca réwnania regresji liniowej postaci
£t = 1641 + g2+ ...oper—p + e dlat € Z, (5.44)

gdzie o, # 0 oraz {e;},c, jest ciagiem niezaleznych zmiennych losowych
o rozkladzie normalnym IN (0, 02).

Podstawiajac kolejno zamiast e;_1, &2, ..., £,—p Wielkodci okreslone za
pomoca (5.44) oraz powtarzajac te czynno$¢ wielokrotnie widzimy, ze &
zalezy od zmiennych €, €1, €9, ..., natomiast nie zalezy od €11, €442, ...
Podobnie jak dla modeli AR(1) i AR(2) elementy szeregu {e;},., postaci
AR(p) mozemy przedstawi¢ za pomoca ruchomej $redniej rzedu oo (jako
model MA (oc0))
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oo
ee=>Y e jdlatel, (5.45)
j=0
gdzie
n = 1, (5.46)
= o, (5.47)
9y = Q1]+ Qx, (548)
Hp_1 = QHp_2 + ...+ 010, (5.49)
adlaj>p
j =141+ ...+ Qpij_p. (550)

Ze wzorow (5.45) oraz (5.1) wynika, ze warto$¢ oczekiwana elementow sze-

regu {4 },c5 jest réwna zero
o0
E&t = E %jEft_j = 0.
Jj=0

Mnozac obustronnie réwnanie (5.44) poprzez €4_1,€¢—2, ...,E¢—p, & Nastep-
nie stosujac obustronnie operator wartosci oczekiwanej otrzymujemy uktad

roéwnan postaci

Eeigr 1 = arFep16p-1 +aoBey_ogi 1+ ... +apFBep_pei1 + Feepq,
Eeier 0 = a1 Fey16¢ 9+ asFer ogr o+ ... + apFer per o + Eegr o,

Egtgt—p = ()[1E8t_1€t_p + azEet_zst_p + ...+ OépEzft_pEt_p + EEtEt_p.

Z rownania (5.45) wynika, 7e Eeeq_j, = 0 dla k > 1. Zatem powyzszy uktad

rownan mozemy przedstawi¢ w postaci

Y1 =0a1v + a1+ .+ apYp-1,
Y2 = 171 + a2 + ..+ apYp—2,

(5.51)

Yp = Q1VYp—1 + Q2Vp—2 + ... + QpY0,
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lub w postaci macierzowe;j

Al o1
Y2 a2
=T, ;
- ,yp - - ap -

gdzie v, = Eeiei—r dla 7 € Ny, natomiast macierz autokowariancji I',, jest
okreslona wzorem (4.11). Jezeli kazde réwnanie uktadu (5.51) podzielimy

obustronnie przez wariancje 7o, to otrzymamy uktad réonan

rr=oa;+oar; + ...+ prp-1,
ro = Q1T + a2 + ...+ apTp—2, (5 52)

Tp = Q1Tp—1 + Q2rp_2 + ... + Q.

Powyzszy uktad rownan nazywamy uktadem Yule’a Walkera oraz mozemy

go zapisa¢ w postaci macierzowej

rp = Ppa, (5.53)
gdzie
1 a1
T2 a2
Tp = , = )
| Tp K

natomiast macierz autokorelacji P, jest okreslona wzorem (4.12).

Whniosek 5.5 W podobny sposob otrzymujemy wtasnosci funkeyi autokowa-
riancyi vy, i autokorelacji v dla T > p. Mnozgc obustronnie réwnanie (5.44)
poprzez €,_r, T > p oraz stosujgc obustronnie operator warto$ci oczekiwa-
nej otrzymamy réownanie rekurencyjne funkcyi autokowariancyi v, dla T > p

postaci

Vr = Q1Yr—1 + 02¥r—2 + ... + QpYr—p. (554)
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Dzielgc obustronnie powyzsze wyrazenie przez vo otrzymamy rownanie reku-

rencyjne funkcji autokorelacyi
Tr = QTr—1 + rr—o + ...+ apre_p (5.55)
dla T > p.

Ponizej okreslimy zaleznos$¢ pomiedzy wariancja elementéw szeregu
{et},cz a wariancja zaburzen zewnetrznych ciggu niezaleznych zmiennych
losowych {€:},.,. Mnozac obustronnie wyrazenie (5.44) przez €; otrzymu-

Jemy

2
€ = Q1E€—1 + Q2EE—2... + QpEEr—p

+er (11 + agr—9... + oper—p + €) .

Stosujac obustronnie operator wartosci oczekiwanej oraz korzystajac z nie-

zaleznosci zaburzen zewnetrznych (patrz (5.2)) otrzymujemy
Es? = a1 Beig 1 +asFeei o+ ... + apFBeep + Eeey

lub

Yo = @11 + a2ye + ... + apy, + 02,
gdzie v, = Feiger dla 7 € Ny. Z powyzszego rownania wynika, ze zalez-
nos¢ pomiedzy wariancja elementéw szeregu {e},., a wariancja zaburzen

zewnetrznych ciggu niezaleznych zmiennych losowych {e;},., jest dana wzo-

rem

o7 = Jo— o1 T2y — ...~ pTp

= (1 —airi —agry — ... —apry). (5.56)

Ponizej wyznaczymy warunek stacjonarnosci dla modelu  AR(p),
1 < p < oo. Korzystajac z operatora przesuniecia (5.39) rownanie (5.44)

mozemy przedstawi¢ w postaci

(1-—aiF-— .. —apF?)ey =g dlatel,
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natomiast rownanie (5.45) w postaci
eo=(14aF +0F +x3F° + . )e dateZ,
gdzie 5,1 > 1 sa dane wzorami (5.46) - (5.50). Wobec powyzszego
(I—anF — .= apF?) (1430 F- 4 30F? +55F% +..) = 1. (5.57)

Dla szeregow postaci (5.44) warto$¢ oczekiwana jest rowna zero, kowarian-
cja zalezy tylko od przesuniecia 7 € Ny oraz warunek stacjonarnosci jest
spelniony, jezeli skoniczone sg drugie momenty. Szereg postaci (5.45) jest
zbiezny w L2 (Q, F, P) jezeli jest spelniony nastepujacy warunek.

Warunek stacjonarno$ci. Pierwiastki rownania charakterystycznego
2 P _
-z —a9z” — ... —apzl =0
powinny by¢ poza kotem o promieniu jeden.

Gestosé spektralna. Funkcja gestosci spektralnej dla modelu AR(p)

1 < p < oo jest dana wzorem

2
o
w) = , : N 5.58
flw) 27 |1 — e~ — qape= 2w — . — e Piw|? (5.58)
gdzie w € [—m, 7| (patrz np. [1], [6], [51]).
Identyfikacja modelu AR(p). Identyfikacja modelu AR(p),

1 < p < oo polega na wyznaczeniu estymatoréw parametréow aq, as, ..., oy
oraz o2. Aby wyznaczy¢ te parametry korzystamy z whasnosci (5.51)(5.52)
i (5.56). Zakladamy réwniez, ze wartos¢ rednia ciagu {e:}, ;< jest réwna

Zero.

Algorytm identyfikacji AR (p).
1. Dla realizacji {1}, <4< korzystajgc ze wzoru (5.18) wyznaczamy oceny
estymatoréw funkcji autokowariancji 4, 7 € {0,1,2,...,p}.

2. Wyznaczamy oceny parametrow o, ao, ..., q, w sposcb nastepujacy

_71 - -

an 1 Mo Apet N
G 1 1 e Ap—2 o

ap -1 Yp-2 .. 1 Ap
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3. Jezeli warunek stacjonanosci jest spetniony, to ocene parametru o sza-

cujemy ze wzoru

6% =49 — 1y — oo — ... — Gpp.
4. Wyznaczamy ciqg reszt ¢ = €4 — Q1gg—1 — ... — Qpep—p dla p +1 <
t < N oraz dla realizacji {€t}, <<y preeprowadzamy test Kolmogorowa—

Smirnowa (badanie normalnosci roktadu elementow szeregu {€;},c7-

Do konstrukcji rozkladow tacznych elemetow szeregu {e;},., (doklad-
niej do oszacowania macierzy autokowariancji lub autokorelacji) wartosci
estymatorow o, v1,72, ..., Yp Wyznaczamy za pomocg (5.18), natomiast war-
tosci estymatorow ri, g, ..., 7, ze wzoru (5.43). Wartosci funkeji autokowa-
riancji v, i autokorelacji v, dla 7 > p + 1 wyznaczamy ze wzorow (5.54)
i (5.55) odpowiednio.

5.3 Modele ruchomej $redniej MA(q)

W modelach ruchomej éredniej elementy szeregu czasowego {&},c4
sa okredlone jako kombinacje liniowe zaburzen zewnetrznych opédznionych
w czasie (patrz np. [1], [6], [25], [52], [59]), wiec mozemy je przedstawié
w postaci

ep=¢€ —bheg 1 —boeg o — ...,

gdzie {€;},cy jest ciagiem niezaleznych zmiennych losowych o rozktadzie nor-
malnym N (0, 02). Ruchoma srednia rzedu ¢, 1 < g < oo (MA(q) — Mowving
Average process of order q) jest to model ruchomej $redniej ze wzgledu na
zaburzenia zewnetrzne, gdzie 6, = 0 dla k > ¢. Elementy szeregu czasowego

{et},cy sa dane wzorem
et =€ — 01641 — ... — qut,q dla t € Z. (5.59)

Zaburzenie zewnetrzne ¢, w chwili ¢ oddzialywuje jeszcze przez ¢ chwil, za-

tem wywoluje wplyw nie tylko na e; ale réwniez na €441, ..., £444. Najbardziej
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rozpowszechnione w praktyce sa modele MA(1), MA(2).

MA(l) : Et :et—t%t_l,
MA (2) LEt =€ — 016t71 — 9261572.

W rozdziale 5.1 pokazano, ze kazdy proces autoregresji AR(p) mozna przed-
stawi¢ w postaci ruchomej sredniej rzedu MA (co) (patrz (5.11), (5.29),

(5.45)). Powstaje pytanie, czy ruchoma sérednia mozna przedstawié¢ jako

autoregresje? Przyjrzyjmy sie modelowi MA(1)
g =€ —Oeg_1 dlat € Z. (560)
Z powyzszego rownania wynika, ze

e = e +0e1=c+0(ci_1+ 06 2)=c;+0g 1+ 0% 2
= & +0c_1+06° (e1—o + Oei_3) =1 + 011 + 0%ci_o+ 03¢5 = ... .

Ostatecznie model ruchomej §redniej MA (1) (5.60) mozemy przedstawic jako

model autoregresji rzedu nieskonczono$¢ AR(oco) postaci

o0
€ = — ZejEt_j + e dlateZ. (5.61)

j=1
Model autoregresji AR(1) postaci (5.10) spelia warunek stacjonarnosci
wtedy i tylko wtedy, gdy parametr || < 1 (lub modul pierwiastka row-
nania 1 — az = 0 jest wiekszy od jeden). Korzystajac z wlasnosci zaburzen
zewnetrznych (5.1) (5.2) warto$¢ oczekiwana i kowariancja elementow sze-

regu opisanych za pomoca réownania (5.60) wynosza odpowiedno
E€t =0

oraz
o (1+6%), dlat=0,

Vr = Beiepr = —0o?, dla =1, (5.62)

0, dla 7 > 1.
Widzimy zatem, ze model ruchomej §redniej MA(1) postaci (5.60) spelnia
warunek stacjonarnosci dla dowolnego #. Natomiast jezeli |#| > 1, to sze-

reg wag we wzorze (5.61) jest rozbiezny. Modelujac zjawisko za pomoca
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rownania (5.60) musimy przewidywac jego zachowaniew przysztoéci. Zatem

model ruchomej $redniej rzedu pierwszego MA (1) postaci (5.60) spelnia wa-

runek odwracalnosci, jezeli w rozwinieciu (5.61) nieskoriczony szereg wag jest
o0 .

zbiezny w L? (Q, F, P) (warunek > |0|) < oo jest réwnowazny warunkowi
j=1

|0] < 1, patrz lemat 5.1). Powyzszy wymog jest rownowazny warunkowi:

modut pierwiastka rownania charakterystycznego
1-02=0

powinien by¢ wiekszy od jednosci (|z| > 1).

Ponizej przeprowadzimy rozwazania dla modelu MA(q), 1 < g < oc.
Zatozmy, 7e elementy szeregu czasowego {},c; sa okreslone za pomoca
wzoru (5.59). Z wlasnosci (5.1) wynika, ze wartos¢ oczekiwana elementow

szeregu {&¢},c, jest rowna zero. Dla dowolnego t,7 € Z mamy
Et—r = €t—r — 01€t_7_1 — . 9qet_7-_q. (563)
Korzystajac z rownan (5.59) i (5.63) dla kazdego T € Z otrzymujemy

Vr = FEeegr =
= F (Gt - 016,5_1 — e — gqet—q) (et_/r - 916t_7_1 — e — gqft—T—q) .

Ze wzoru (5.2) otrzymujemy

o (14074 ..+62), dla 7 =0,
Yo =1 02 (=0, +010;41 + ... +0,_-0,), dlaT=1,2 .4, (5.64)
0, dla 7 > gq.

Funkcja autokorelacji r-, 7 € Z jest dana wzorem

17 dla T = 07
_07+9 97— ++9 ,.,-0
Tr = 11+9%ri...+93q q’ dla 7= ]" 2’ - 4, (565)
0, dla 7 > g.

Widzimy, ze model ruchomej §redniej MA(q) dla 1 < ¢ < oo postaci (5.59)
spelnia warunki stacjonarnosci dla dowolnych rzeczywistych 61, ...,6, (ele-
menty szeregu {&;},., maja skonczone pierwszy i drugi momenty gtéwne

oraz kowariancja ~y, zalezy tylko od przesuniecia 7 € Np).
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Ponizej przedstawiony zostanie problem odwracalnosci modeli MA(q)

dla 1 < ¢ < oco. Rownanie (5.59) mozna przedstawi¢ w postaci

o0
€= — Zﬂj&t—j + €, (5.66)
j=1
gdzie
™ = 917
mo = O1m + 02,
Mg—1 = 917Tq_2 + (927Tq_3 4+ ...+ (gq_27T1 + Qq_l,
Ty = 917Tq72 + 9271'[172 =+ ...+ ¢9q717T1 + Gq,
adlaj>gq

Ty = 917‘(']'_1 4+ ...+ quj_q.

Korzystajac z operatora przesuniecia (5.39) rownanie (5.59) mozemy przed-

stawi¢ w postaci
er=(1-01F- —..— 6, F) e dlat € Z,
natomiast rownanie (5.66) w postaci
(1 +mF_ 4+ mF? + 71'3FE + ) g =¢ dlat € Z.
Zatem
(L= 601 F- — . =0, F") (1+ mF_ + mF? +mF2 +..)=1.  (5.67)

Szereg czasowy {&;},c, Postaci (5.59) spetnia warunek odwracalnosci,
jezeli w rozwinieciu (5.66) szereg wag jest zbiezny (powinien by¢ spetniony
warunek i |Tj| < oo, patrz. lemat 5.1). Ze wzoru (5.67) wynika, ze szereg
postaci (5%1(3) jest zbiezny jezeli jest spelniony nastepujacy warunek.
Warunek odwracalnosci modelu MA(q). Pierwiastki rownania charak-
terystycznego

1—601z—...—6,27=0

powinny by¢ poza kotem o promieniu jeden ( |z;| > 1dla j =1,2,...,q).
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Uwaga 5.1 Dla modelu ruchomej sredniej rzedu 1 < q < oo wartosci funk-
cji autokorelacyi v sq rowne zero dla T > q. Natomiast dla modeli au-
toregresji AR(p), 1 < p < oo funkcja autokorelacji v dla T > p spelnia
rownanie(5.55). Powyzszq wtasnosé wykorzystujemy na przyktad do okresle-
nia klasy modeli na podstawie realizacyi szeregu czasowego (tzn. dla realizacji

{Et}lgth obserwujemy zachowanie funkcji autokorelacyji).

Gestosé spektralna MA(q). Funkcja gestosci spektralnej dla szeregow

ruchomej $redniej rzedu ¢,1 < ¢ < 0o jest dana wzorem

2
flw) = g— e (5.68)
Vs

gdzie w € [—m, 7| (patrz np. [1], [6], [51]).

Identyfikacja modelu MA (q): Identyfikacja modelu MA(q), 1 < ¢ < o©
polega na wyznaczeniu wartosci parametréw 61, 0, ..., 0, oraz o2, Aby osza-
cowac parametry korzystamy ze wzoréw (5.64) i (5.65). Ponizej zaktadamy,

ze warto$¢ Srednia ciggu {e;}, -,y jest rowna zero.

Algorytm identyfikacji MA(q).
1. Ze wzoru (5.18) wyznaczamy wartosci estymatoréw funkcyi autokowarian-
cji vrdla 7€ {0,1,2,...,q} na podstawie realizacji {e1} ey -

2. Wyznaczamy wartosci estymatorow funkcyi autokorelacyi 7r:

Tr = Y—T dla T=1,2,...,q.
70

3. Oceny parametrow 01,0, ...,0, wyznaczamy rozwigzujgc uktad g rownan

nielintowych

- —01+6162+...40,_1604
- 1+67+..462 )

A —02401034...+0,_20,

- 1407 +...4+62 ’

Py = gt
47 14607 +..+02°

4. Jezeli wsrod rozwigzan uktadu réwnan z punktu 3 znajdziemy cigg

6, ég, v éq spetniajacy warunek odwracalnosci dla modelu MA(q), to wartosé
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estymatora wariancji zaburzen zewnetrznych w modelu (5.59) wyznaczamy

Z€ WzZoTy .
2 _ 0
L+67 + ... + 62

o

5. Wyznaczamy cigg reszt ¢ = & + Orer—1 + ... + éqet_q dla
q+1 <t < N oraz dla realizacji {et}qgth przeprowadzamy test Kotmogorowa
Smirnowa (badanie normalnosci roktadu elementow szeregu {€;},.7).

Ponizej przedstawione zostang przyktady dotyczace okreslenia i iden-
tyfikacji modeli MA(q), ¢ > 1.

Przyktad 5.3 Zatozmy, Ze wariancja elementow szeregu {4}, o wynosi 2
oraz kowariancja przy przesunieciu czasowym T = 1 wynost 1, natomiast
kowariancja dla 7 > 2 wynosi zero. Wyznaczymy model ruchomej Sredniej
MA(q), q > 1 oraz sprawdzimy warunek odwracalnosci.
Z zatozenia mamy yo =2 1 vy = 1 oraz vy = 0 dla 7 > 2. Zatem r1 = 0.5
oraz rr =0 dla T > 2. Ze wzoru (5.62) i vwagi 5.1 wynika, ze elementy sze-
regu {€t},cn nalezy modelowaé za pomocg MA(1). Aby oszacowaé parametr
0 w réwnaniu (5.60) nalezy rozwigzaé réwnanie nieliniowe postaci
—0
1+ 62

= 0.5,
ktore sprowadzamy do postaci
0% +20+1=0.

Rozwigzaniem powyzszego réownania jest pierwiastek podwdiny 0 = —1. Pier-

wiastek rownania charakterystycznego
1+2=0
wynost z = —1, oznacza to, ze warunek odwracalnosci nie jest spetniony.

Przyktad 5.4 Niech v9 = 5 oraz v1 = 2, natomiast v, = 0 dla 7 > 2.
Wyznaczymy parametry modelu MA(1).
Wspdtczynnik korelacyi przy przesunieciu czasowym T = 1 wynosi rp = 0.4.
Rozwigzujge réownanie nieliniowe

—0

132~ 04
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lub réwnanie

02 +250+1=0

otrzymujemy pierwiastki 0 = —2 oraz 0 = —0.5. Pierwiastek réwnania

charakterystycznego

1-02=0

dla parametru 0 = —2 wynosi z = —0.5, natomiast dla 8 = —0.5 wynosi
z = —2. Widzimy zatem, zZe warunek odwracalno$ci jest spetniony tylko

dla parametru 6 = —0.5. Dla modelu MA(1) ze wzoru (5.62) wynika, Ze

. . . . < 2 _ 5 _ 1
wariancja zaburzen zewnetrznych jest réowna o® = 0 — 4, natomiast

odchylenie standardowe o = 2. Ostatecznie model ruchomej Sredniej rzedu

pierwszego MA(1) mozemy przedstawié w postaci
&t = € + 0.56,5_1,

gdzie {€t},c, jest ciggiem niezaleinych zmiennych losowych o rozktadzie nor-
malnym N (0;4).

Przyktad 5.5 Dla szeregqu {e;},cy 0 wartoSciach rzeczywistych funkcja au-

tokowariancyi jest dana wzorem

5, dlaT=0,

B 2, dlaT=1,
0= 1, dlaT=2,
0, dlaT>3.

~

Dokonamy identyfikacji szeregu {et},cy na podstawie ruchomej Sredniej
MA(q),q > 1.

Z uwagi 5.1 wynika, ze ¢ = 2. Wartosci funkcji autokorelacji dla przesu-
nieé czasowych T € {1,2} wynoszg r1 = 0.4 i r9 = 0.2. Rozwigzujgc uklad
rownan nieliniowych

—01+010> __
1+63+03 0.4

—0  _
1467405 0.2
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otrzymujemy nastepujgce przypadki

I 11 11 v
01 | -0.998-2.316i | -0.998+2.3161 | -1.61 | -0.39
O | 0.686-0.727i | 0.686+0.7271 | -4.18 | -0.242

Pod wwage bierzemy tylko rozwigzania 111+ IV, poniewaz elementy szeregu
czasowego {et},cy majq realizacje w zbiorze liczb rzeczywistych. Dla pray-

padku I pierwiastki réwnania charakterystycznego
1+1.61z44.132* = 0
wynoszq

2 = —0.19492 — 0.45182i,
z = —0.19492 + 0.45182i.

Warunek odwracalnosci nie jest spetniony, poniewaz |z1| < 1 oraz |z2| < 1.

Dla przypadku IV pierwiastki rownania charakterystycznego
14 0.39z +0.2422% = 0
wynoszq

z1 = —0.80579 — 1.86631,
zg = —0.80579 — 1.8663:.

W tym przypadku |z1| > 1 oraz |z2] > 1, zatem warunek odwracalnosci

jest spetniony. Ze wzoru (5.64) wyznaczamy wariancje zaburzen zewnetrz-
2 _ 70

T 1467465
o ~ 2.0322. Ostatecznie model ruchomej Sredniej rzedu drugiego MA(2)

nych, ktora jest rewna o = 179 3925+0 sz~ 4.13, natomiast

mozemy przedstawié w postaci
et = €+ 0.39¢;_1 + 0.242¢;_o,

gdzie {€t},c jest ciagiem niezaleznych zmiennych losowych o rozktadzie nor-
malnym N (0;4.13).
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Kolejny przyktad pokazuje réznice w zachowaniu modeli autoregres;ji

AR(p) i ruchomej sredniej MA(q), 1 < p,q < oc.

Przyktad 5.6 Niech dane bedg szeregi czasowe {5%}t€N oraz {Sf}teN po-

staci

e = agt | +e, (5.69)

6? = € — A€t—1, (5.70)

gdzie a = 0.8 natomiast {€:},.y jest ciggiem zmiennych losowych o roz-
ktadzie normalnym NN (0;1). Wyznaczymy funkcje autokorelacyi i funkcje
gestosci spektralnej dla kazdego z szeregow. Dodatkowo wykonamy symulacje
powyzszych szeregéw dla 1 <t < 100 przyjmujgc e = eo = 0.

Rozwigzanie. Szereg czasowy {5%}teN postaci (5.69) przedstawia autore-
gresje rzedu pierwszego AR(1), natomiast szereg czasowy {E%}teN postaci
(5.70) przedstawia ruchomaq Srednig rzedu pierwszego MA(1).

Funkcja autokorelacyi dla szeregu {5g}teN jest dana wzorem

rr =a” dla T € Ny

oraz jest przedstawiona na wykresie 5.2a ze znacznikiem 7 x 7. Funkcja
autokorelacyi dla szeregu {53}@1 wynosi
1, dla 7 =0,
TT = Tez dlaT=1,
0, dla 7 >1

oraz jest przedstawiona na wykresie 5.2a ze znacznikiem " 4" . Funkcja ge-
stosci spektralnej dla modelu AR(1) jest dana wzorem

0.2

flw)= ———, we|[-nm]

B o |1 — ae~|?’

oraz jest przedstawiona na wykresie 5.2b krzywaq przerywang. Funkcja gesto-

Sci spektralnej dla modelu MA(1) jest dana wzorem

2
f(w) = ;— 1-— ae*W|2, w € [—m, 7]
™
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Rysunek 5.2: Funkcje autokorelacji, gestosci spektralnej oraz symulacje modeli
AR(1) i MA(1).

oraz jest przedstawiona na wykresie 5.2b krzywag przerywang z kropkg.
W przypadku modelu autoregresji AR(1) widzimy wyraznie silniejszy zwigzek
pomiedzy elementami szerequ (wyzszy skok na wykresie), niz dla ruchomej
§redniej MA(1). Na wykresach 5.2¢ i 5.2d przedstawione sq symulacje sze-
regow {5%}1<t<100 1 {5%}1<t<100, ktore oscylujg dookota zera. W przypadku
modelu AR(;)idla pewnyci;Z;Tzedziaiéw czasowych na wykresie widzimy wy-
razne trendy, natomiast dla modelu MA(1) trajektoria szerequ {8,52}1<t<100
losowo ewaluuje dookota poziomu zerowego. o

5.4 Modele autoregresji i ruchomej Sredniej ARMA

Poprzednio przedstawione zostaly wlasnosci modeli autoregres;ji i ru-

chomej sredniej. Kazdy model ruchomej sredniej MA(q), 1 < ¢ < oo mo-



5.4. Modele autoregresji i ruchomej $redniej ARMA 149

zemy przedstawi¢ jako model autoregresji AR (oo) i odwrotnie model autore-
gresji AR(p), 1 < p < oo mozemy przedstawic¢ jako model ruchomej $redniej
MA(o0). Przedstawienie modelu np. AR(1) w postaci MA(oco) (zamiast
dwoch parametréw « i o w modelu AR(1) mamy przeliczalng liczbe para-
metréw o, 61 602, ... w modelu MA(o0)) oraz przedstawienie modelu MA(1)
w postaci AR(00) nie jest dzialaniem optymalnym (ekonomicznym).

W niektorych szeregach czasowych wystepuja zaréwno wtasnosci auto-
regresyjne jak i wlasnosci odpowiadajace ruchomej sredniej. Powstaje zatem
pytanie, w jaki sposob uwzgledni¢ w/w wlasnosci jednoczesnie? W praktyce
dla uzyskania optymalnego przedstawienia szeregu czasowego {&;},c, ko-
nieczne jest wilaczenie do modelu czeéci odpowiadajacych za autoregresje
oraz cztoné6w modelujacych proces ruchomej sredniej.

Model autoregresji i ruchomej sredniej ARMA(p,q), 1 < p,q < o0
(AutoRegresssive-Moving Average process of order (p,q)) jest okreslony za

pomoca réwnania
€t = 16—1 + . FQpgr—p + € — 01641 — ... — Og€i—q (5.71)

lub réwnania
p q
Et — Zajst,j = € — Zﬁjet,j dlateZ (5.72)
j=1 7=1

gdzie {et},c, jest ciagiem niezaleznych zmiennych losowych o rozkladzie
normalnym N (0,0?) (patrz np. [1], [6], [25], [52], [59]).

Model ARMA jest modelem liniowym, w ktérym zmiennymi objasnia-
jacymi sa elementy szeregu czasowego op6znione w czasie, natomiast zabu-
rzenie zewnetrzne jest kombinacja liniowg niezaleznych zmiennych losowych.
Ze wzoru (5.71) wynika, ze ARMA(p,0) AR(p) oraz ARMA(0,q) MA(q)
dla 1 <p,q < oo.

Uwaga 5.2 Latwo sprawdzié, ze dla kazdego t € 7 zmienna losowa ¢ zalezy

od zmiennych €, €1, €_o, ... ale nie zalezy od zmiennych €41, €42, ... .

Model ARMA(p,q), 1 < p,q < oo postaci (5.71), ktory jest wykorzy-
stywany do predykcji, powinien spetnia¢ warunki stacjonarnosci i odwracal-

nosci jednoczesnie. Dla czesci odpowiadajacej za autoregresje (lewa strona
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we wzorze (5.72)) sprawdzamy stacjonarno$¢, natomiast dla czesci odpowia-
dajacej za ruchoma $rednig (prawa strona we wzorze (5.72)) sprawdzamy
odwracalnos¢. Elementy szeregu czasowego {et},c, okreslone za pomocay

réwnania (5.71) mozemy przedstawi¢ w postaci
&t = 1€¢—1 + ... + QpEt—p + €tq> (573)

gdzie €q = ¢ — O1€4—1 — ... — 046,_4. Dla modelu (5.73) przeprowadzamy
analize stacjonarnosci tak jak dla modelu AR(p), 1 < p < oc.

Warunek stacjonarnosci. Pierwiastki réwnania charakterystycznego
1 -1z —agz? — ... —ap2? =0 (5.74)

powinny by¢ poza kotem o promieniu jeden.
Analogicznie elementy szeregu czasowego {;},,, okreslone za pomocy

réwnania (5.71) mozemy przedstawi¢ w postaci
Etp = €& — 016,5_1 — . ath_q, (575)

gdzie €4, = e — a164—1 — ... — apet—p. Analiza odwracalnosci dla modelu
(5.75) przebiega tak jak dla modelu MA(q), 1 < g < 0.

Warunek odwracalno$ci. Pierwiastki rownania charakterystycznego
1 =012 — 092 — ... —0,27=0 (5.76)
powinny by¢ poza kotem o promieniu jeden.

Uwaga 5.3 Model ARMA(p,q), 1 < p,q < oo spetnia warunki stacjonarno-
Sci 1 odwracalnosct wiedy @ tylko wtedy, jezeli moduty wszystkich pierwiastkow
rownan (5.74) 1 (5.76) sq wieksze od jednosci.

Z uwagi 5.2 wynika, ze warto$¢ oczekiwana elementéw szeregu
ARMA(p,q), 1 < p,q < oo jest rowna zero. Aby wyznaczy¢ podstawowe
wtlasnosci procesu ARMA(p,q), 1 < p,q < oo przeanalizujemy zachowanie
funkeji autokowariancji i autokorelacji. Réwnanie (5.71) mnozymy obustron-

nie przez €;—, dla dowolnego 7 € Ny oraz zastosujemy obustronnie operator
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wartosci oczekiwanej. Zatem otrzymujemy

p q
E (5t5t—7—) =F Z QjEt—jEt—r + €tEt—r — Z Hjét_jé“t_T . (577)
=1 =1

Funkcje autokowariancji v, 7 € Ng mozemy przedstawi¢ w postaci

P

q
V=D g+ (1) = D Ovee (T — ), (5.78)
j=1 Jj=1

gdzie v, = E (g161—7) oraz Ve (1) = Eey_r€y, T € No. Z uwagi 5.2 wynika,
7€ Yee (T) = Fer—re, = 0 dla 7 > 0.
Zatem Yo (7) = Yee (T—1) = .. = 72 (7—¢q) = 0 dla 7 > ¢q. Stad

otrzymujemy
Yr=01Yr—1+ ... Fapyr—p dla T>g+1 (5.79)

Dzielac obustronnie réwnanie (5.79) przez wariancje elementoéw szeregu

{et}1e7 otrzymujemy
rr =171+ ... +opr.—, dla T7>g+1 (5.80)

Ze wzoru (5.78) wynika, ze dla 7 = 0,1, 2, ...q zar6wno funkcja auto-
kowariancji v, jak réwniez funkcja autokorelacji r, zaleza od parametrow
odpowiadajacych za ruchomg $rednig 61, ...,0, oraz parametréw odpowia-
dajacych za autoregresje aq,...,ap. Natomiast z uwagi 5.2 wynika, ze je-
zeli 7 < g, to kowariancje "mieszane"y. (7 —j) dla 7 — j < 0 zaleza od

01,...,0q, 01, ..., 0. Zatem dla 0 < k < g otrzymujemy
P q
Yee (—k) = FEepipe=FE Z QjEtph—j + €k — Z Ojeiin—j | €
Jj=1 Jj=1
P
= Z ajYee (K +j) — 002,
j=1

Stad dla 0 < k < ¢

Yee (k) = a1Vee (—k +1) + ... + apyee (0) — Opo”. (5.81)
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Whniosek 5.6 Dla modelu ARMA(p,q), 1 < p,q < oo wielkosci funkcji au-
tokowariancyi v, 1 funkcji autokorelacyi rr dla T > q+1 obliczamy odpowied-
nio za pomocq wzoréw rekurencyjnych (5.79) i (5.80), ktdre sq podobne do
wzordw rekurencyjnych funkcji autokowariancyi i autokorelacyi dla procesu
AR(p). Oznacza to, ze dla przesuniecia T > q + 1 funkcjie v i rr pro-
cesu ARMA(p, q) zachowujq sie jak dla procesu AR(p) oraz okreslone sq za

pomocq parametrow o, ..., oy & wartosci poczgtkowych i, ..., vp lub ri, ..., 7p.

Gestosé spektralna ARMA (p, q). Funkcja gestosci spektralnej dla sze-
regoéw autoregresji i ruchomej sredniej ARMA(p, q), 1 < p,q < oo jest dana

wzorem

— o w2
o2 ‘1—016 W foem2 — . —Bge ql‘”‘

- s _ 9 o 27
2T |1 — a1e™ @ — age 2w — . — que P

f(w) (5.82)
gdzie w € [—m, 7| (patrz np. [1], [6], [51]).

Identyfikacja modelu ARMA (p,q). Identyfikacja modelu ARMA(p, q),
1 < p,q < oo polega na oszacowaniu parametréow 61, 6, ..., 0,4, a1, ..., o), oraz
wariancji zaburzeri zewnetrznych o2. Do wyznaczenia parametréw odpo-
wiadajacych za autoregresje korzystamy ze wzorow (5.79)-(5.80, natomiast
podczas szacowania parametréw odpowiadajacych za ruchoma $rednia ko-
rzystamy z niezaleznosci zaburzen zewnetrznych ciagu zmiennych losowych
{€t}1ez (patrz wlasnosci (5.1)-(5.2)). Dodatkowo nalezy sprawdzi¢ spetnie-
nie warunkoéw stacjonarnoéci i odwracalnosci. Zaktadamy, ze wartos¢ §rednia

ciagu {e1};<;< jest réwna zero.

Algorytm identyfikacji ARMA (p, q).
1. Dla realizacji {e¢},<,< 2e wzoru (5.18) wyznaczamy wartosci estymato-
row funkcji autokowariancyi v, 7 € {0,1,2,...,q + p}.

2. Wyznaczamy wartosci estymatoréw funkcji korelacyi v :

f’Tzk dla T=1,2,...,q+p.
70
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3. Korzystajge ze wzoru (5.80) tworzymy uktad réwnan liniowych
"ﬁqul = Cil’fq + ...+ dpfq,p+1,
fq_;,_g = OAqfq_;,_l + ...+ dp"zq—p+2;
Tgtp = Q1Tgtp—1 + oo + Qplg.
Rozwigzujgc powyzszy uktad otrzymujemy wartosci parametrow o, ..., qp,

ktore sq rowne

- - - - 71 - -
a1 Tq Tqg—1 co Tg—p+1 Tq41
Qg Tat+1 T e Po—pt2 (P
= I I r I : (5.83)
@p Tgtp—1 Tqtp—2 - T'q Tq+p
W podobny sposéb mozna otrzymac oceny estymatorow &q, ..., &y, jezeli za-

miast funkcji autokorelacji uzyé funkcji autokowariancyi, wtedy korzystamy
ze wzoru (5.79).
4. Jezeli warunek stacjonarnosci jest spetniony, to oceny parametrow
01,05, ...,0, oraz o wyznaczamy w sposéb nastepujacy. Najpierw podsta-
wiamy otrzymane wartosci &, ..., &y do réwnania (5.72) oraz tworzymy uktad
q + 1 rownan
DA q e
€ — Zj:l Qjet—j = € — Zj:l Oj€t—j,
P _ q
Ett1 — D jo1 QjELt1—j = €41 — D1 Oj€r11-j,
P4 _ q , A
Ettq = 2jm1 XjEtig—j = €ttq — 2ij=1 Uj€ttq—j-

Obie strony réwnania pierwszego podnosimy do kwadratu, nastepnie obu-
stronmie wymnozymy pierwsze rownanie przez drugie itd. Stosujgc obustron-
nie operator wartosci oczekiwanej do kazdego z otrzymanych rownan otrzy-

mujemy uktad rownarn nieliniowych
p N q N
E (Ez — Z djEt_j> = E (et — Z 9j€t—j> N
j=1 Jj=1
p p q q
E <Et+1 — Zdj5t+1j> < t — Zdj&tj> = E <€t+l — ZojEtJrlj) <€t — Zﬁjetj> )
Jj=1 Jj=1 Jj=1 Jj=1

&
P P q q
Elerrq—Y diereqy | (ee— Y sy | = Elera—) Oirqy | | —> ey |-
=1 j=1 j=1 j=1
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Lewe czesci w uktadzie réwnan zawierajqg kombinacje ocen an, ..., &), oraz
wartosci funkcji autokowariancyi 7o, ..., Yg4+p- Prawe czesci uktadu rownan
zalezq od 01,04, ...,0, oraz 0%, Podstawijac w lewe czesci wartosci 4o, ..., Ygtp
oraz rozwigzujgc uktad q + 1 rownan nieliniowych wyznaczamy oceny para-
metrow 01,09, ...,0, oraz o2
5. Jezeli warunek odwracalnos$ci jest spetniony, to wyznaczamy ciqg reszt

{et}max(p,q)<t<N oraz stosujemy test Kotmogorowa—Smirnowa w celu weryfi-

kacji normalnosci rozktadu szeregu {€;},c5.

Uwaga 5.4 Podczas identyfikacji modeli ARMA(p, q) macierz kwadratowa

uzyta we wzorze (5.83) nie jest symetryczna!

Widzimy, ze identyfikacja modelu ARMA (p,q) przebiega w dwu eta-
pach. Najpierw wyznaczana jest czes¢ odpowiadajaca za autoregresje,
a nastepnie szacowane s3 parametry odpowiadajace za ruchoma srednig oraz

wariancje zaburzen zewnetrznych.

Ponizej przedstawiona zostanie identyfikacja modelu ARMA(1, 1). Ele-
menty szeregu {&;},., dla modelu ARMA(1,1) dane sg wzorem

g =agi_1+e¢ —bOg_1dlateZ, (5.84)

gdzie {€;},cy jest ciagiem niezaleznych zmiennych losowych o rozktadzie nor-
malnym IN (O, 02) . Funkcje autokowariancji wyznaczamy w sposéb nastepu-

jacy, najpierw rownanie (5.84) mnozymy obustronnie przez £;_, otrzymujac
E (ete1—r) = Elaci—16t—7 + €164—r — Oer_16¢—7] .
Dla dowolnego 7 > 0 otrzymujemy
Vr=0Yr1+Yee (T) = 07 (T — 1), (5.85)

gdzie Vee (7) = Eei_r€, Yee (T —1) = FEey_r€1 oraz v, = E(gi80-1).
Z uwagi 5.2 wynika, 7e Y. (1 —1) = 0 dla 7 > 1. Zatem funkcja auto-

kowariancji procesu ARMA(1,1) jest rowna

Yr=ay,—1 dla T7>2 (5.86)



5.4. Modele autoregresji i ruchomej $redniej ARMA 155

Dla 7 = 0 wariancja elementow szeregu {e¢},., wynosi

Y = FE (5t5t) =F [Oé&gfli?t + €6 — 96,5,16,5]
= am+ E (e —0e—1) (er—1 + € — Oep—1)
= am +aBeeg—1 — abEe_160-1 + (1 +6%) 0.

Z uwagi 5.2 wynika, ze Feeq—1 = 0, natomiast

2
Eei_16p-1=FEe1 (ag—o+ €1 — Oe_o) = 0°.

Ostatecznie wariancja elementow szeregu postaci (5.84) jest rowna
Y0 = ayi + o? (1+92—049).
Dla 7 = 1 mamy

M = El(egi—1) = Elagi—16-1 + eg1—1 — Oer—164-1]

= oy + Eeer1 —0Fe_160-1 = aryg — 00>,

Ostatecznie funkcje autokowariancji modelu ARMA(1,1) mozemy przedsta-

wi¢ w postaci

ay + o? (1—1—92—040), dla 7=0,
Vr = ayy — 002, dla 7=1, (5.87)
QYr—1, dla 7 >2.

Podstawiajac kowariancje z przesunieciem 7 = 1 do wyrazenia na wariancje

otrzymujemy

Yo = a[a707902]+02(1+927a0)
= a2’yo+02(1+92—20u9),

zatem
(1 + 0% — 2a9) 9
Yo = T 12 0.
7 drugiej strony kowariancje z przesunieciem 7 = 1 mozemy przedstawic
jako
(1462 —200)
1—a?
a+ab? —a?0—-0 ,
o-.
1—a?

v = @ 0% — ho?
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Ostatecznie zaleznosé¢ funkcji autokowariancji ARMA(1,1) od parametrow

modelu jest dana wzorem

(146%2-2a0) o

a7 207, dla  7=0,
Vr = 7(0‘7?)_%;0‘9) o2, dla T=1, (5.88)

aT_IWUQ, dla 7>2.

Dzielac obustronnie przez 7y otrzymujemy funkcje autokorelacji modelu
ARMA(1,1)

1, dla 7=0,
r. = el o) da 7=1, (5.89)
—1(a=6)(1—ab)
o’ 10{4_027_2540, dla T 2 2.

Funkcja gestosci spektralnej modelu ARMA(1, 1) jest dana wzorem

- 072 |1 — Ge*i‘“‘Z

_ , 5.90
2m |1 - ae—iw\Q ( )

f(w)

gdzie w € [—m, 7] (patrz np. [1], [6], [51]).
Identyfikacja modelu ARMA (1,1) postaci (5.84) polega na oszacowaniu

parametréow 6, o oraz o>

. Zakladamy, ze wartos¢ srednia ciagu {et} <<y
jest réwna zero.

1. Dla realizacji {1}, <,y 7€ wzoru (5.18) wyznaczamy wartosci estymato-
row funkcji autokowariancyi v,, T € {0,1,2}.

2. Wyznaczamy wartosci estymatoréw funkcji autokorelacyi r; :

P= T Qg =1,2.
Y0

3. Ocena parametru « jest réwna

. T
&= —=.

~

1

4. Jezeli |&| < 1, to wielkosé¢ & podstawiamy do réwnania (5.84) oraz two-

rzymy uktad réwnan

{ er —Oep—1 = € — Oy, (5 91)

Et41 — gy = €441 — Oey.
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Lewq i prawq czesci réwnania pierwszeqgo z uktadu (5.91) podnosimy do kwa-
dratu, nastepnie réwnanie perwsze wymmnozymy z drugim. Stosujgc operator

wartosci oczekiwanej otrzymujemy uktad

) (515 — dEtfl)z =F (Et — 96t71)2 s
E (5t+1 — de’ft) (875 — dEt_l) =F (6t+1 — 9615) (Et — Het_l) .
Nastepnie do powyzszego uktadu podstawiamy wartosci estymatorow funkcyi

autokowariancyi vr, T € {0,1}. Rozwigzujgc ukltad réwnan nieliniowych

{ P (5.92)

A (L+62%) —afJ +92] = —0o2

wyznaczamy oceny 0 oraz &2

5. Jezeli

Kotmogorowa—Smirnowa.

é’ < 1, to wyznaczamy cigg reszt {€i}yopc 0raz stosujemy test

Whiosek 5.7 Jezeli szereq czasowy {€i},cq jest dany wzorem (5.84) oraz
a =0, to z (5.89) wynika, Ze elementy szeregqu czasowego {€t},c, Sa nie-
skorelowane (tzn. {et},oq jest ciggiem niezaleznych zmiennych losowych,).

Funkcja autokorelacyi jest rowna

1, dla T=0,
rr =
0, dla 72>1,

oraz ze wzoru (5.90) wynika, Ze funkcja gestosci spektralnej jest stata
2

fw) = %r dla we |[—m, 7).

Przyktad 5.7 Dla szerequ czasowego {€t},c, 0 rownaniu
et = 08641 + € — 0.5¢4 1, (5.93)

gdzie {et},c, jest ciggiem zmiennych losowych o rozktadzie normalnym
N (0; 1.52) wyznaczymy funkcje autokorelacyi 1 funkcje gestosci spektralne;.
Dodatkowo zostanie wykonana symulacja szeregu dla 1 < t < 100, g¢dy

co = 0.5 oraz ¢g = 0.
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1
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a.) Funkcja autokarelacji. b.) Funkcja gestosci spektralng
5 T T T
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. S}rmulaqa szeregu ARMAH ,1)

Rysunek 5.3: Funkcje autokorelacji, gestosci spektralnej oraz sumulacja szeregu
postaci ARMA(1,1).

Ze wzoru (5.93) otrzymujemy, zZe funkcja autokorelacji dla szeregu

ARMA(1,1) wynosi

1, dla T1=0,
Tr = 0.4, dla T1=1,

08 dla T >2.

Wykres funkcji autokorelacyi jest przedstawiony na rysunku 5.3a. Funkcja

gestosci spektralnej jest dana wzorem

o2 [1 — 0.5~
fw) = *%
27 |1 — 0.8e—|

Wykres tej funkcji jest przedstawiony na rysunku 5.3b. Symulacje szeregu po-

dla w € [—m, 7).

staci (5.93) ilistruje rysunek 5.3¢, gdzie widzimy wyrazne trendy w pewnych

przedziatach czasowych, co jest charakterystyczne dla modeli autoregresyi.

Przyklad 5.8 Dany jest cigg liczbowy 0.8, -2.2, -4.6, -2.5, -2.4, 2.8, 3.8,
3.6, 3.3, 0.8, 0.2, 0.1, -0.2, 1.5, -0.1, -2.9, -1.2, -1.8, -1.2, 1.4, 0.8. Na
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podstawie realizacfi {e1}, ;<9 dokonamy identyfikacji modelu ARMA(1,1).
Ze wzoru (5.18) wartosci estymatoréw funkcyi autokowariancyi v dla prze-

sunieé czasowych ™ =0,1,2 wynoszq
Y =4.8, H =3.166, A2 = 1.093,
natomiast wartosci funkcji autokorelacyi r- dla przesunieé czasowych ™ = 1,2
71 = 0.66, 7o =0.23.

Ocena parametru « jest rowna

A 0.23
=220 0345
T T 0.66

Dla parametru & = 0.345 warunek stacjonarnosci jest spetniony. Korzysta-

jac z (5.92) tworzymy uktad réwnan postaci

o? (1 + 02) = 3.18,
—00% =1.51 .
7 powyzszego uktadu wynika, zZe parametr 0 powinien spetniaé réwnanie

1462

=-2.11.
0

Rozwigzujge réwnanie postaci
0% +2.110 +1=0

otrzymujemy pierwiastki 6, = —0.72 oraz 6y = —1.39. Tylko pierwiastek
6, spetnia warunek odwracalnosci, w tym przypadku estymator wariancyi
zaburzen zewnetrznych jest réwny 6° = % ~ 2.1 . Korzystajgc z testu
Kotmogorowa—Smirnowa na poziomie istotnosci 0.01 nie ma podstaw do od-
rzucenia hipotezy o normalnosci rozktadu szerequ {€;},.. Ostatecznie, sze-

reg {€¢},en Mozemy przedstawié wzorem
e = 0.34be; 1 + € + 0.72¢4_1,

gdzie {€t},cn jest ciggiem niezaleinych zmiennych losowych o rozktadzie
N (0,2.1).
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Przyklad 5.9 Niech v = 1.7, v = 0.6, v = —0.6 oraz ~3 = 0.2.
Wyznaczymy parametry modelu ARMA (2,1).
Korzystajge ze wzoru (5.79) dla modelu ARMA (2,1) tworzymy uktad réwnan

Y2 | Tt 0 aq
3 72N a2

Rozwigzujge powyzszy uktad réwnan otrzymujemy

-1
a | [ 06 17 ~06 | [ -051
as 0.6 0.6 0.2 017 |

Pierwiastki rownania charakterystycznego

140512+ 0.1722 =0

wynoszqg 21 ~ —1.5 — 1.9059t oraz 29 =~ —1.5 + 1.9059:. Poniewaz
|z1] = |z2| > 1, to warunek stacjonarnosci jest spetniony. Aby dokonaé
identyfikacji parametru @ oraz wariancji zaburzer zewnetrznych o tworzymy
uktad rownan
{ €t — E—1 — Qg2 = € — e,
Ei41 — QE — Q€1 = €41 — ey
Lewq 1 prawg czeSci réwnania pierwszego podnosimy do kwadratu, réwna-
nie drugie natomiast mnozymy obustronnie z pierwszym. Stosujgc operator

wartosci oczekiwanej otrzymujemy uktad réwnan
Yo [14 20} 4 203] + 71 [2anag — 201] — 20072 = 0% (1 + 6?)
Yo larag —aq] + v [1+ af — aras — as + o3| — a1y2 — aoys = —bo?.

Podstawiajgc wartosci estymatorow parametréw ay, as oraz wartosci kowa-

Tancy Yo, Y1, Y2, V3 do powyzszego uktadu otrzymujemy

o? (14 6%) = 3.19464 ,
—fo? = 1.56577 .

Rozwigzania powyzszego uktadu réwnan nieliniowych sq nastepujgce:

I. 0?2=109132, 6= -0.81839,
II. o0?>=1.2814, 6=-1.2219.
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Sprawdzamy warunek odwracatnosci dla rozwigzania pierwszego. Pierwiastek

rownania charakterystycznego
14 0.818392 =0

wynoszi z = —1.2219. W tym przypadku |z| > 1, zatem warunek odwra-
calnosci jest spetniony oraz o = 1.3832. Nastepnie sprawdzamy warunek
odwracatnosci dla rozwigzania drugiego. Pierwiastek rownania charaktery-
stycznego

141.22192 =0

wynosi z = —0.81840. Poniewaz |z| < 1, to w tym przypadku warunek
odwracalnosci nie jest spetniony.

Ostatecznie szereg czasowy {Et}tez mozemy przedstawié w postaci
Et = *0.5161571 — 0.178,572 + e+ 0.81839615,1,

gdzie {€t},cq jest ciggiem niezaleznych zmiennych losowych o rozktadzie

N (0;1.9132).

5.5 Operatory przesuniecia

5.5.1 Problem jednoznaczno$ci identyfikacji modeli ARMA

Podczas identyfikacji szeregdéw czasowych czesto powstaje problem
z doborem odpowiedniego modelu, ktéry by doktadnie odzwierciedlal za-
chowanie elementéw szeregu czasowego. Znajac wlasnosci modeli AR, MA,
ARMA oraz obserwujac zachowanie np. funkcji autokorelacji szeregu czaso-
Wwego {€t},cz wstepnie mozemy okresli¢ klase, do ktorej nalezy model opisu-
jacy zachowanie elementéw w szeregu. Oczywiscie, wybierajac model bar-
dziej rozbudowany musimy oszacowa¢ wieksza liczbe parametréow, wtedy
otrzymujemy doktadniejsze dopasowanie modelu do danych empirycznych.
Niestety bardziej rozbudowane modele nie gwarantuja doktadniejszej pro-
gnozy. Jako przyktad rozwazmy model ARMA(1,1), w ktorym wspotezynnik
odpowiedzialny za autoregresje jest identyczny ze wspoétczynnikiem odpowie-

dzialnym za ruchoma srednia. Niech dany bedzie szereg czasowy {et},cy,
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postaci

€ = agp_1 + 6 — qep_q, (5.94)

gdzie {et},cy, jest ciagiem niezaleznych zmiennych losowych o rozkladzie

N (O; 02). Powyzszy model mozemy przedstawi¢ w postaci
er—e=ale1—€6-1),
tym samym otrzymujemy
e — e =a' (g0 —€) -

Model ARMA(1,1) powinien spelia¢ warunki stacjonarnosci i odwracal-
nosci, a mianowicie powinna by¢ spelniona nieréwnosc |a] < 1. W tym
przypadku

. t o —
tlgéloa(so €0) =0,

co oznacza, ze dla duzych wartodci t szereg czasowy {e;},cy, 7achowuje
si¢ jak ciag niezaleznych zmiennych losowych {e:};c,. Identyczny wynik
zawarty jest we wniosku 5.7 (dla modelu (5.94) funkcja gestosci spektral-
nej jest stata, co oznacza ze nie ma zwigzku pomiedzy elementami szeregu
czasowego). Zatem modelowanie szeregu {e;};,cy, za pomoca ARMA(1,1)
postaci (5.94) nie jest racjonalne.

Ponizej przedstawione zostanie proste narzedzie, ktére umozliwia do-
konanie redukcji zbyt rozbudowanych modeli ARMA oraz pomaga przy iden-
tyfikacji niestacjonarnych modeli ARIMA (autoregresji i scatkowanej rucho-

mej $redniej).

5.5.2 Operatory F, i F_.

Aby moc dokonaé redukeji w modelach ARMA(p, ¢) postuzymy sie
operatorami przesunie¢ czasowych Fy i F_ (patrz np. [1]). Powyzsze opera-
tory dokonuja przesunie¢ o jedna jednostke czasowa. Dziatania operatoréow

definiujemy

Fier = e, (5.95)
Foe, = &1 (5.96)
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Operatory te wykorzystujemy do modelowania czesci odpowiadajacych za
autoregresje i ruchoma Srednig w szeregach czasowych {e;},., oraz szeregow
zaburzen zewnetrznych {e:},~,. Operatory F i F_ spelniaja nastepujace

wlasnoéci:
1. Fy = F~! oraz F_ = F', poniewas
Fy(Foer) = Fy(e1)=er,
F_(Fyey) = F_(g441) =€y .
2. Ffst = €4y Oraz Fke, = ¢4, np. dla k = 2 mamy

FerEt = F+ (F_|_€t) = F_|_€t+1 = Et42-

Wobec powyzszego dla ustalonych wartosci ag, a1, ..., o kombinacje

liniowg operatoréw F lub F_ mozemy przedstawi¢ w postaci

(0t Fo 4 ...+ opFP) ey = o+ g1+ .. + apei—p

(0 + o Fy+ ...+ opFl) ey = aoer+oneipr + oo+ ey -
W szczegolnosci model ARMA(p, q), 1 < p,q < oo, postaci
Er=0E—1+ ... Fopei—p + € —O1ei—1 — ... — Og€i—g
mozemy przedstawi¢ za pomocg réwnania
A, (F_,a)es = By (F_,0) e , (5.97)

gdzie operatory autoregresji A, (F_,«) i ruchomej sredniej B, (F_,6) dane

sa wzorami
Ay(Fo,a) = 1—aiF- —asF? — ... —a,F?, (5.98)
By(F_,0) = 1—01F_ —0sF* — ... —0,F7 . (5.99)
Identycznie model AR(p), 1 < p < oo postaci (5.44) mozemy przedstawic

wzorem

Ap (F_,O[) Et — €,
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natomiast model MA(q), , 1 < ¢ < oo postaci(5.59) mozemy przedstawic

wzorem

Et = Bq (F_,H) €t .

Rownanie

Ay (z,a) =0 (5.100)

jest rownaniem charakterystycznym procesu AR(p), 1 < p < oo lub réwna-
niem charakterystycznym autoregresji dla ARMA(p, q), 1 < p,q < oo. Niech
X1; ---» Xp beda pierwiastkamii rownania (5.100) oraz speiniaja warunek sta-
cjonarnosci, czyli |x;| > 1 dla i = 1,...,p. Zatem operator autoregresji

]
w rownaniu charakterystycznym (5.100) mozemy przedstawi¢ wzorem

Ay (z,0) = (1 - ;) (1 - ;p) . (5.101)

W sposo6b identyczny réwnanie
B, (z,a) =0 (5.102)

jest rownaniem charakterystycznym procesu MA(q), 1 < ¢ < oo lub réw-
naniem charakterystycznym odpowiadajacym za ruchoma srednia w modelu
ARMA(p,q), 1 < p,q < oo. Niech s, ..., 5, beda pierwiastkami réwnania
(5.102) oraz spehiaja warunek odwracalnosci, czyli |5 > 1dla i =1,...,q.

Zatem operator ruchomej $redniej w rownaniu (5.102) mozemy przedstawic

By (z,0) = (1 - ;) (1 - jq) . (5.103)

Podstawiajac (5.101) oraz (5.103) do rownania (5.97) otrzymujemy

<1 - xllF) <1 - X1pF> e = (1 - %11F> (1 - ;F>(::104)

Szeregi czasowe stacjonarne stabo jednoznacznie moga by¢ okreslone

w postaci

za pomoca funkcji autokowariancji v; dla t € Ny. Mowimy, ze szeregi czasowe
majace taka sama funkcje autokowariancji maja identyczng strukture kowa-

riancyjna. Analizujac modele AR(p), MA(q), ARMA(p,q), 1 < p,q < >
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mozemy zauwazy¢, ze znajac wartosci funkcji autokowariancji mozemy doko-
na¢ identyfikacji tych modeli. Pamietamy, ze podczas identyfikacji powinien
by¢ spelniony warunek stacjonarnosci dla AR(p), odwracalnoc¢i dla MA(q)
oraz stacjonarnosci i odwracatnosci jednoczesnie dla ARMA(p, q).

Modele liniowe postaci

P 1 kl 1
H (1 - 'Fi> g = H (1 - 'Fi) €
j:1 X] le %.7

maja identyczna strukture kowariancyjna, przy tym mozliwa jest dowolna

”_ N

kombinacja indeksow i 747 operatora F. Wobec powyzszego modele

ARMA(p,q), 1 < p,q < oo postaci

€t = 0E1 + oo F Opergp + € — O16141 — ... — Og€rtqg (5.105)
oraz

et =061+ ... Faper_p+ e — 01621 — ... — Oger—q (5.106)

maja identyczna strukture kowariancyjna, z tym ze w modelu (5.106) warto-
Sci g4 zaleza od wartosci przesztych szeregu czasowego (€4—1,€¢—2,...,6¢—p).
natomiast w modelu (5.105) wartosci e; zaleza od wartosci przyszlych sze-
regu Czasowego (E¢41,E¢42, ..., Et+p)- Model (5.106) jest wykorzystywany do
predykcji (prognozy przysztosci), natomiast model (5.105) jest wykorzysty-
wany do konstrukcji "prognozy wstecz”, miedzy innymi do odzyskania danych

utraconych (przypadkowo skasowanych, niezarejestrowanych).

5.5.3 Sposoby redukcji modeli ARMA

Podczas identyfikacji szeregéw czasowych nalezy unika¢ zbednej liczby
parametrow w modelu. Ponizej zostang podane sposoby redukcji rzedow
autoregresji i ruchomej $redniej w modelach ARMA(p,q), 1 < p,q < oo.
Zakladamy, 7e elementy szeregu czasowego {&;},., sa okreslone za pomoca

rownania (5.97) oraz sa spelnione warunki stacjonarnosci i odwracalnosci.
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Sposéb 1.

Jezeli operatory autoregresji A, (F_, «) i ruchomej éredniej B, (F_,0)
w modelu postaci (5.97) sa wymnozone przez ten sam mnoznik (1 — AF_)
to modele ARMA(p, q) postaci (5.97) oraz ARMA(p + 1,q + 1) postaci

(1= AF_) A, (F_,a)e; = (1 — \F_) By (F_,0) e (5.107)

sa rownowazne, gdzie |A| < 1 (poniewaz warunki stacjonarnosci i odwracal-
niodci powinny by¢ spelnione).
Powyzsze stwierdzenie pomaga unikaé¢ zbednych mnoznikéw podczas

identyfikacji modeli ARMA(p,q), 1 < p,q < oc.

Przyktad 5.10 Niech dany bedzie szereg czasowy {et},c, ktorego elementy

sq okreslone wzorem
Et = 1.161571 — 0.361572 + € — 0.661571, (5.108)

gdzie {€i},cq jest ciggiem niezaleznych zmiennych losowych o rozktadzie
N (0;02). Dokonamy redukcji powyzszego modelu.
Réwnanie (5.108) dla modelu ARMA(2,1) mozemy przedstawié w postaci

(1-11F_+03F%) e, =(1-0.6F_)¢ .
Po roztozeniu na mnozniki otrzymujemy
(1—05F_)(1—=06F_)e; =(1—0.6F_)¢ .

Widzimy, ze redukujgc obustronnie mnoznik (1 — 0.6F_), model ARMA(2,1)

mozemy sprowadzi¢ do modelu AR (1) o réwnaniu
(1 - 0.5F_)€t = €t
lub
er = 0.56;1 + € ,

gdzie {€t},c; jest ciggiem niezaleinych zmiennych losowych o rozktadzie
N (0; 02).
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Sposéb I1.
W praktyce w modelach ARMA(p, q), 1 < p,q < oo mnozniki zblizone

(1-\F.) ~ (1—5\F_) = A~
rowniez podlegaja redukcji, np. model ARMA(2,1) postaci
(1—04F_)(1—0.7F_) e, = (1 — 0.402F_) &
redukujemy do modelu AR(1)
et = 0.7e4—1 + €,

gdzie {et},c, jest ciggiem niezaleznych zmiennych losowych o rozkladzie
N (0;02).

Sposob II1.
Dla operatoréow autoregresji A, (F_, «) i ruchomej $redniej B, (F_, 6)
elementy szeregu czasowego {e;},., postaci (5.97) mozemy przedstawic¢ za

pomocy réwnania

A, (F_,«a
B, (F-,0)

&t = €,

gdzie

[(1-Lr)

Ap (F_,a) _j=1
B, (F_,0) - ﬁ (1_%}7_).

=1

(5.109)

Poniewaz szereg czasowy postaci ARMA(p,q), 1 < p,q < oo spelnia wa-

runki stacjonarnosci i odwracalnosci, to wspotczynniki i, e % spetniaja
P
warunek %‘ <1ldlaj=1,2,...,p, natomiast wspotczynniki %il, ey %iq spet-
niaja warunek %i < 1ldlayj =1,2,...,q. Ze wzoru na sume elementoéw
J

szeregu geometrycznego kazdy z mnoznikow (1 — %%F_) dla j=1,2,...,q

(odpowiadajacy za ruchoma srednig) mozemy przedstawic¢ za pomocg wzoru

1 1 1 1
— =1+ —F +5F+F+ . (5.110)



168 5. Modele stacjonarnych szeregéw czasowych

Podstawiajac (5.110) do (5.109) oraz wymnazajac otrzymujemy nieskori-
czong sume operatoréw przesunie¢ dla autoregresji. Dla tak otrzymanego
roztozenia ograniczamy sie tylko pierwszymi cztonami, dla ktorych wspol-
czynniki sa wyraznie rézne od zera. Tym sposobem model autoregresji
i ruchomej éredniej ARMA(p,q), 1 < p,q < oo mozemy zredukowa¢ do
modelu autoregresji AR(p), gdzie p < p+ q.

Przyktad 5.11 Dokonamy redukcji modelu ARMA(2,1) o réwnaniu
(1-04F )(1—08F_)e = (1—0.5F )¢ (5.111)

do modeli AR(1) oraz AR(2). Dodatkowo dokonamy symulacji modeli
ARMA(2,1), AR(1) i AR(2) dla 0 < t < 100, gdzie {et};c, Jjest cig-
giem niezaleznych zmiennych losowych o rozktadzie N (0;0.25) oraz g9 = 0,
e1 =08, e = 0.

Rozwigzanie. Model ARMA(2,1) postaci (5.111) mozemy przedstawié za

pomocg rownania
gt = 12601 — 0.3264—2 + €, — 0.5¢;—_1, (5.112)
ktore wykorzystamy do symulacji. Natomiast korzystajgc ze wzoréw (5.109)

i (5.110) otrzymujemy
Ay (F_,a) (1—0.4F_)(1—08F.)

B (F_,0) (1—0.5F_)
= (1-04F_)(1—0.8F_) (1 +0.5F_ +0.25F2 + 0.125F> + ...)
= 1-0,7F_ —0.03F% — 0.015F3 — 0.008F* — ... (5.113)

Ograniczajgc tylko do pierwszych dwdch cztondéw rozwiniecia (5.113) model
ARMA(2,1) redukujemy do AR(1). Elementy szerequ {g%}teNO przedsta-

wiamy za pomocq réwnania
(1-0.7F )e} = ¢,
ktore sprowadzamy do postaci

b =07l | +e . (5.114)
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Jezeli ograniczymy rozwiniecie (5.118) tylko do pierwszych trzech cztondw,

to model ARMA (2,1) redukujemy do AR(2). FElementy szerequ {gt}teNO
przedstawiamy wtedy za pomocq réwnania
(1—0.7F- —0.03F2) e} = &
lub
g7 =0.7e;_ | +0.037_5 + ¢ (5.115)
5 T T T T T T T T T

DVW \f/v

1] 5III S0 100
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A M A ™
w»w \/\/wv .

1] 5III an BIII 100
h. Symulaqa SZereqgu AR(H
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. Symulacja szeregu ARQ]

Rysunek 5.4: Symulacje szeregu ARMA(2,1) oraz szeregéw zredukowanych do
AR(1) i AR(2).

Wykonujgc symulacje zaburzen zewnetrznych {Et}1<t<100 mozemy wy-

generowac trajektorie szeregow {et}o<y< 100 {ef }0<t<100 i{e? }0<t<100 0 Tow-

naniach stanu (5.112), (5.114) oraz (5.115) odpowiednio. Rysunek 5.4a
przedstawia trajektorie szerequ {1}y 199 Postaci ARMA(2,1), rysunek 5.4b
przedstawia trajektorie szerequ czasowego {E%}O<t<100 postaci AR(1), nato-

miast rysunek 5.4c przedstawia trajektorie szeregu czasowego {5t}0<t<100
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postaci AR(2) dla tego samego ciggu zaburzen {et} <;<100- 2 Tysunku 5.4
widzimy, ze szeregi postaci ARMA(2,1), AR(1), AR(2) zachowujq si¢ po-
dobnie. Dodatkowo trajektoria szerequ ARMA (2,1) jest bardziej wygtadzona
niz trajektorie szeregow AR(1) 1 AR(2). Jest to spowodowane istnieniem ru-
chomej $redniej w modelu (5.112), ktéra czeSciowo niweluje (ttumi) wplywy

zaburzen zewnetrznych {€} <100 W modelu.

Uwaga 5.5 Ostatecznego wyboru parametréow modelu, jak réwniez wyboru
rzedu autoregresji i ruchomej Sredniej (czyli p i q) nalezy dokonaé dopiero
po identyfikacji ARMA(p,q). Jezeli uda sie dokonaé redukcji do postaci
ARMA(p,q) (gdzie p+ G < p+ q), AR(p) (g9dzie p < p+ q) lub MA(G)
(gdzie § < p+ q), to nastepnie od poczgtku nalezy przeprowadzié¢ proces

wdentyfikacji modelu zredukowanego.



Rozdzial 6

Analiza stacjonarnosci

szeregow czasowych

6.1 Modele niestacjonarne

Ponizej przedstawione zostana réznice w zachowaniu szeregéw stacjo-
narnych oraz szeregdéw niespelniajacych warunkéw stacjonarnosci. W tym
celu omoéwione zostanie zachowanie elementéw najprostszego modelu z ro-
dziny autoregresji, dokladniej modelu AR(1). Niech (2, F, P) bedzie prze-
strzenig probabilistyczna, natomiast {e},cy, bedzie ciagiem niezaleznych

zmiennych losowych o rozktadzie normalnym N (0, 02) (biaty szum), gdzie

EGt == O, (61)

o2, dlaT=s,
(6.2)
0, dlaT#s.

Fegeg

Na przestrzeni probabilistycznej (2, F, P) definiujemy niemalejaca rodzine
o—cial Fj =o0{¢:i=0,1,....5}, j € No.

Niech dany bedzie szereg czasowy {e:}c, postaci
Et = AE¢—1 + €. (63)

Jezeli |a| < 1, to powyzszy model autoregresji AR(1) spelnia warunek stacjo-
narnosci. W poprzednim rozdziale pokazano, ze kazdy z szeregéw autoregre-

sji rzedu 1 < p < oo mozemy przedstawi¢ w postaci ruchomej §redniej rzedu
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nieskonczonosé. Szeregi spetniajace warunek stacjonarnosci maja skoriczone
drugie momenty, stata wartos¢ oczekiwang oraz kowariancja zalezy tylko od
przesuniecia 7 € Ny. Powstaje zatem pytanie, jak sie zachowuja szeregi po-
staci (6.3), jezeli warunek stacjonarnogci nie jest spetniony. Dla ¢g = g9 = 0
oraz wygenerowanej trajektorii bialego szumu {e; }; ;5o rysunek 6.1 przed-
stawia trajektorie szeregéw okreslonych za pomoca réwnania (6.3). Wykres
6.1.a przestawia trajektorie szeregu (6.3) dla a = 0 — doktadnie trajekto-
rig szeregu {&¢}g<4<50 » ktory oscyluje dookola zera (wymuszenia zewnetrzne
nie majg wiekszego wpltywu na zachowanie szeregu). Wykresy 6.1.b, 6.1.c,
6.1.d przedstawiaja trajektorie stacjonarnych szeregow AR(1) dla a = 0.3,
a = 0.5, a = 0.8 odpowiednio. Widzimy, ze w kazdym z tych przypadkéw
trajektorie szeregoéw oscyluja dookota poziomu zerowego, natomiast wptywy
wymuszen zewnetrznych w tych szeregach z czasem sa niwelowane i z upty-
wem czasu trajektoria powraca do stanu rownowagi (do poziomu zerowego).
Wraz ze wzrostem parametru a powrét do poziomu zerowego jest coraz rzad-
szy (wystepuja coraz dtuzsze okresy, gdzie wartosci szeregu sa stale dodatnie

lub stale ujemne). Dla a = 1 szereg czasowy postaci

Et = €11+ € (6.4)

nie spelnia warunku stacjonarnosci. Na rysunku 6.1.e widzimy, ze zachowuje

sie zupelnie inaczej niz szeregi stacjonarne.

Na rysunku 6.1.e widzimy, ze trajektoria szeregu o réwnaniu (6.4)
bardzo rzadko przecina poziom zero oraz moze sie oddala¢ od tego poziomu
na dos¢ duze odleglosci. W literaturze przedmiotu szereg czasowy postaci
(6.4) jest okreslany jako bladzenie losowe (random walk). Dla a = 1.1
realizacja szeregu {€:}o<;<50 (patrz rysunek 6.1.d) ma wybuchowy (explo-
sive) charakter. Trajektoria tego szeregu bardzo szybko oddala sie od po-
ziomu zerowego. Widzimy, ze dla @ > 1 wymuszenia zewnetrze nie wygasaja
z czasem, wplywaja na realizacje szeregu w przysztosci. Wartosci §rednie i,
realizacji {gt}0§t§50 dla a € {0, 0.3, 0.5, 0.8, 1, 1.1} przedstawia tabela

ponizej.
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Rysunek 6.1: Symulacje szeregow {e;},-,5, modeli autoregresji rzedu pierwszego
dlaac {0, 0.3, 0.5, 0.8, 1, 1.1}

a=0a=03]a=05|a=08] a=1|a=1.1
e | 0.1268 | 0.1831 | 0.2636 | 0.6500 | 3.8850 | 31.5690

Szeregi stacjonarne oscyluja dookota zera, natomiast dla szeregéw niestacjo-
narnych warto$¢ srednia wygenerowanych realizacji zdecydowanie rézni sie
od zera.

Rysunek 6.2 przedstawia realizacje szeregow {Et}0§t§5o dla ujemnych
wartosci parametru a. W przypadkach a = —0.5 oraz a = —0.8 (patrz wy-
kresy 6.2.a- 6.2.b) trajektorie sa podobne jak dla stacjonarnych modeli au-
toregresji (oscyluja dookota poziomu zero oraz amplituda wahan jest stala).
W przypadku @ = —1 oraz a = —1.1 realizacje tych szeregéw réwniez oscy-
luja dookota poziomu zero, natomiast amplituda wahari nie jest stata. Dla
a = —1 zmienia si¢ w czasie (patz wykres 6.2.c), natomiast dla a = —1.1
zdecydowanie wzrasta (patrz wykres 6.2.d).

Przedstawienie szeregu (6.3) w postaci r6znic utatwia analize jego wta-

snosci. W rownaniu (6.3) odejmujac obustronnie g;_1 otrzymujemy

A&t = REt—-1 + €t, (65)
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Rysunek 6.2: Symulacje szeregéw {e¢}, 5, modeli autoregresji rzedu pierwszego
dlaae{-05 —08 —1, —11}

gdzie operator A jest okreslony za pomoca (2.40) oraz k = a — 1, nato-
miast {et}teNo jest ciagiem niezaleznych zmiennych losowych o rozktadzie

normalnym N (O, 02) . Dla t € N warunkowa wartos¢ oczekiwana jest rowna
E (A€t |ft_1) = RE¢—1- (66)

Jezeli Kk = 0 (a = 1), to wartos¢ oczekiwana roznic elementow &4 i €41

przy ustalonym e;_1 wynosi zero oraz
E (Et ‘./rt_l) —=g_1dlateN.

Oznacza to, ze przy ustalonej wartosci e;—1 warto$¢ e; moze sie okazaé za-
rowno wieksza jak i mniejsza od wartosci €,_;. Dla k = 0 (e = 1) doktadnie
ta wlasnos¢ okresla losowy charakter zachowania tego szeregu.

Jezeli K > 0 (a > 1), to warto$¢ oczekiwana réznic elementow e¢
i ;-1 przy ustalonym e;_1 ma taki sam znak jak £,_;. Ze wzoru (6.3) wy-
nika, ze dla e,_; > 0 wartos¢ oczekiwana kolejnej realizacji ¢; jest wieksza

od €;-1, natomiast dla e;_; < 0 warto$¢ oczekiwana kolejnej realizacji e;
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jest mniejsza od e,_1. Zatem E (|e¢]|Fi—1) > |er—1| dla t € N. Taki me-
chanizm doprowadza do szybkiego i progresywnego oddalania sie od stanu
poczatkowego.

Jezeli =2 < kK < 0 (=1 < a < 1), to wartos¢ oczekiwana réznic ele-
mentéw &4 i ;1 przy ustalonym ;-1 ma znak przeciwny niz ;1. Zatem
dla ;1 > 0 wartos¢ oczekiwana kolejnej realizacji €; jest mniejsza od e¢_1,
natomiast dla ;1 < 0 wartos$¢ oczekiwana kolejnej realizacji e; jest wieksza
od g1, tzn. E (|ley||Fi—1) < |er—1| dla t € N. Taki mechanizm utrzy-
muje realizacje szeregu {et},y, blisko poziomu zerowego (elementy szeregu
{et}ien, oscyluja dookota zera).

Jezeli k < =2 (a < —1), to zaréwno wartos$¢ oczekiwana roznic elemen-
tow ¢ 1 €41 przy ustalonym €;_1 oraz realizacja €; maja znaki przeciwne niz
gi—1. Oczekiwana wartos¢ bezwgledna ¢, jest wieksza od wartosci bezwzgled-
nej e;—1 (progresywny wzrost wartosci bezwzglednych E (|e4] | Fi—1) > |er—1]
dla t € N). Taki mechanizm powoduje, 7e realizacje procesu {et}, .y, 0scy-

luja dookota zera z coraz wieksza amplituda wahan.

Model trendu stochastycznego.

Ponizej przedstawione zostang wtasnosci btadzenia losowego. Model
btadzenia losowego (6.4) w literaturze przedmiotu réwniez jest okreslany
jako model trendu stochastycznego . Niech szereg czasowy {et},cy, bedzie
okreslony za pomoca rownania (6.4) z warunkiem poczatkowym g = 0. Ele-
menty szeregu czasowego {&¢},c, postaci (6.4) mozemy rowniez przedstawic

Za pomocqg wzoru
t

Et:ZEi dla t € N.
i=1
Korzystajac ze wzorow (6.1) i (6.2) stwierdzamy, ze dla t € N warto$¢ ocze-

kiwana wynosi

t
FEe, = g FEe; =0,
i=1
a wariancja jest rowna

t

‘ 2
Zei] 22022t02.
=1 i

-

20 (t) = Ee; = E
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Kowariancja oraz wspotczynnik korelacji pomiedzy elementami ; oraz e,

dlat €N, 0 <7 <t sarowne odpowiednio

T(t) 77’() — (t_T) _
! Vo D pt—1) ilt—r1)

Stad

1
A= By oty =t

Zatem wraz ze wzrostem t € N wspotczynnik korelacji dazy do 1, co ozna-
cza ze sasiednie elementy ¢; i 41 procesu btadzenia losowego dla ¢t — oo sa
mocno ze sobg skorelowane. Dodatkowo wspotczynnik korelacji jest dodatni.
To miedzy innymi wyjasnia sposob zachowania procesu btadzenia losowego.
W pierwszych krokach trajektoria "postanawia" gdzie bedzie sie znajdowaé
w ciggu dluzszego okresu, tzn. jezeli po pierwszych krokach trajektoria bta-
dzenia losowego znajduje sie powyzej poziomu zero, to tam pozostanie przez
dtuzszy okres. Dokonujac dtuzszej symulacji mozna zauwazy¢, ze trajekto-
ria procesu bladzenia losowego sktada sie z dlugich kawatkéw, na ktérych
przyjmuje tylko wartosci dodatnie bad7 tylko ujemne. Model trendu sto-
chastycznego dosé czesto jest uwzgledniany podczas analizy zjawisk ekono-
micznych (patrz np. [52]-[53], [57]). Model trendu stochastycznego z czasem
ciaglym w literaturze jest nazywany procesem Wienera (parz [36], [51], [52],
[53], [57]).

Whniosek 6.1 Proces btgdzenia losowego jest procesem niestacjonarnym. Wa-
riancja elementow szerequ czasowego mie jest stata  wariancja kolejnych
elementow wzrasta wraz ze wzrostem t. Kowariancja pomiedzy elementams
€t 1 €t—r zalezy nie tylko od przesuniecia T ale réwniez zalezy od momentu t.
Wraz ze wzrostem t elementy w szerequ czasowym sq ze sobg coraz mocniej

skorelowane.
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6.2 Szeregi TS i DS

Zjawiska ekonomiczne, techniczne, fizyczne nie zawsze daja sie opisac
za pomoca sumy trenu deterministycznego (jako kombinacji liniowej czyn-
nikow trendu, sezonowosci i koniunkturalnego) oraz zaburzen zewnetrznych.
Niektore zjawiska posiadaja trend stochastyczny (np. systemy z catkowita
pamiecia poprzednich zaburzen zewnetrznych), co uniemozliwia konstrukcje
doktadnych prognoz dtugookresowych. Aby pokazaé¢ znaczace roéznice po-
miedzy trendem deterministycznym i stochastycznym rozwazmy dwa proste
systemy, ktore sa opisywane za pomoca niestacjonarnych modeli szeregoéw

czasowych.

Model I (zlozenie trendu deterministycznego i biatego szumu).
Niech dany bedzie szereg czasowy {et}cy,, elementy ktérego sa okreslone

za pomocy réwnania

et = €9+ at + €, (67)

gdzie g9,a € R oraz ¢g = 0, natomiast {€;},. jest ciagiem niezaleznych
zmiennych losowych o rozktadzie normalnym N (0, 02). Dla kazdego t € N
wartos$¢ oczekiwana oraz wariancja elementow szeregu postaci (6.7) wynosza

odpowiednio

FEey = ¢g¢+ at,

Var(e)) = E(e—eo—at)? =0’

Elementy szeregu {e:},., postaci (6.7) sa zdefiniowane jako suma trendu
€9 + at oraz zaburzen zewnetrznych ¢; w postaci bialego szumu. Po wy-
dzieleniu z szeregu {5t}teN0 trendu deterministycznego g 4 at otrzymujemy

szereg {€t},cy, Postaci

Et:€t—(50—|—at).

Jest to zwykly bialy szum, ktory spetnia wtasnosé stacjonarnosci. Dla kaz-

dego t € Np wartos¢ oczekiwana oraz wariancja elementow szeregu {et},y,
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Wynosza

Eet - 0,

Var () = o>

Model II (bladzenie losowe z dryfem).
Niech dany bedzie szereg czasowy {Ct};cy,, elementy ktérego sa okreslone

Za pomocCg wzoru

G=a+G-1+e (6.8)

z warunkiem poczatkowym (o € R, a € R, €9 = 0, natomiast {e;},.y jest cia-
giem niezaleznych zmiennych losowych o rozktadzie normalnym N (0,02).
Dla t € N elementy szeregu czasowego postaci (6.8) mozemy roéwniez przed-

stawi¢ w postaci

G = a+(a+Gote1)+te=..

t
= Qtatt+etea+..ta=C+at+) €.
j=1

Dla kazdego t € N wartos$¢ oczekiwana wynosi
E¢ = o + at,

natomiast wariancja elementow szeregu {(t}cp, jest réwna

2
t

Var () =E(G -G -at)> =E ) ¢ | =to”
j=1
Wariancja elementow szeregu {Ct},c, nie jest stala. W rozwazanym przy-

padku elemety szeregu postaci (6.7) sa okreslone jako suma trendu {y + at
t
i suma zaburzen zewnetrznych ) €;. Po wydzieleniu z tego szeregu trendu
i=1
deterministycznego (o + at otrzymujemy szereg {n:},cy, postaci

t
m=C—(Co+at) =) ¢,
i=1
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gdzie ng = €9 = 0. Jest to model btadzenia losowego szereg niestacjonarny.
Dla kazdego t € N warto$¢ oczekiwana oraz wariancja sumy zaburzen ze-

wnetrznych wynosza odpowiednio

t

Enp = FE Zej =0,
j=1

¢
Var(n) = Var Zej = to?.
j=1

Widzimy zatem, ze jezeli warunki poczatkowe sg identyczne g = (p,
to elementy szeregéw {ei}, o, 1 {Cthien, (Postaci (6.7) i (6.8) odpowied-
nio) oscyluja dookota tego samego trendu Ee; = E(; = €¢ + at, natomiast
sposob zachowania tych szeregéw jest zupelnie inny. Trajektoria szeregu
{€t}ien, dos¢ czesto przecina linig trendu g + at (wariancja elementow sze-
regu {et},cy, jest stala i rowna o?), natomiast trajektoria szeregu {CtFien,
czesto sig oddala od tej linii trendu (wariancja elementéw szeregu {Ci}yen,
nie jest stala oraz wynosi to?, wzrasta wraz ze wzrostem ¢ ). Dla wygenero-
wanej trajektorii bialego szumu {€;}q< <199 (€0 = 0), warunku poczatkowego
g0 = (o = 0.5 oraz wspolczynnika kierunkowego/dryfu a = 0.15 zachowa-
nie szeregow {et}o<i<100 1 {Ctho<t<100 Przedstawiaja rysunki 6.3.a i 6.3.b
odpowiednio.

Wydzielenie trendu deterministycznego z szeregu {Et}teNO skutkuje
otrzymaniem procesu stacjonarnego w postaci bialego szumu {e;}, , (patrz
rysunek 6.3.c), natomiast po wydzieleniu trendu deterministycznego z sze-
regu {(; };c, Pozostaje trend stochastyczny {n};cy, — Proces niestacjonarny

w postaci bladzenia losowego (patrz rysunek 6.3.d).

Definicja 6.1 Szereg czasowy {xt}teNO jest stacjonarny wzgledem trendu
[ (t), jezeli szereg postaci {x — f (t)},cy, Jest stacjonarny, gdzie f(-) jest

funkcjq deterministyczng.

Klase szeregow czasowych stacjonarnych wzgledem trendu determini-
stycznego nazywamy klasa TS (trend stationary). Kazdy szereg stacjonarny

nalezy do klasy TS (trend deterministyczny wystepuje w postaci stalej).
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Rysunek 6.3: Realizacje szeregow {e;}o<;<100 1 {¢t}o<i<100 » trajektorie biatego

szumu {et}ogtgloo i bladzenia losowego {nt}ogtgloo'

Zastosujemy operator roznicowy /A okreslony za pomoca wzoru (2.40)
do szeregow {et},cn, 1 {Gt}yeny, Postaci (6.7) i (6.8) odpowiednio. Dla t € N

otrzymujemy

Ngp = egp—eg1=a+e — €1,

AG = G—Go1=a+e.

Kazdy z otrzymanych szeregéw czasowych {Aes}, oy i { A} spelnia wa-
runek stacjonarnosci. Widzimy zatem, ze szereg czasowy {Ae}, o jest ru-
chomg $rednig rzedu pierwszego — MA(1), dla ktorego warunek odwracalno-
§ci nie jest spelniony (szeregu klasy MA(q), 1 < ¢ < oo nie spelniajacego
warunku odwracalnoéci nie mozna wykorzystywaé¢ do prognoz, patrz np.
[25]). Natomiast elementy szeregu czasowego {A(:}, oy sa okreslone jako
suma stalej a i bialego szumu. Zatem réznicowanie kolejnych elementow

(zastosowanie operatora A) niestacjonarnych szeregow czasowych {e:},cy,
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i {Gt}yeny, Pozwala sprowadzi¢ je do szeregéw stacjonarnych.

Whiosek 6.2 Jezeli niestacjonarny szereg czasowy posiada trend stocha-
styczny, to wydzielenie tylko trendu deterministycznego z tego szeregu nie
sprowadzi go do szeregu stacjonarnego. Dopiero zastosowanie operatora roz-
nicowego pozwala wyeliminowaé niestacjonarnosé zwigzang z trendem sto-

chastycznym.

Model IIT (proces zintegrowany).
Niech dany bedzie szereg czasowy {vt};cy,, elementy ktorego sa okreslone

rownaniem

t
Vt:I/()—i-Et—f—Qét_l—l-...—l-tEl:I/()—I—Z(t—j-i-l)éj, (6.9)

j=1
gdzie t € N oraz {et},cy, jest ciagiem niezaleznych zmiennych losowych
o rozkladzie normalnym N (0,02), natomiast vy okresla stan poczatkowy.

Dla kazdego t € No wartos¢ oczekiwana elementow szeregu {vt}cry, Wynosi

Evy = vy,
natomiast wariancja
2
t
Var () = Zt—j—i—l
7j=1
t+1)(2t+1
= (1+2°+..+1) 0 HE+D@24L) o (6.10)

6
Stosujac operator roznicowy A otrzymujemy szereg {Avy}, oy postaci

t
Avp=¢€1+..+¢e= Zej.
j=1
Widzimy, ze szereg {Av},-, reprezentuje proces bladzenia losowego, ktory
nadal posiada trend stochastyczny (wlasno$¢ stacjonarnosci nie jest spet-
niona). Stosujac kolejny raz operator roznicowy A otrzymujemy szereg

{AQZ/t}t>2 o réwnaniu stanu

2
A Vi = €¢.
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Dopiero szereg {AZZ/t}t>2 spelnia warunek stacjonarnosci. W tym przy-
padku zastosowanie podv;(’) jnego operatora réznicowego wyeliminowato trend
stochastyczny z szeregu postaci (6.9).

Engle R.F. i Granger C.W.J wprowadzili definicje zmiennej zintegro-
wanej (patrz [20]). Wedlug Engle R.F. i Granger C.W.J zmienna jest zin-
tegrowana, jezeli jest niestacjonarna oraz mozna ja sprowadzi¢ do zmiennej
stacjonarnej uzywajac operatora réoznicowego. W 2003 r. Clive William John
Granger oraz Robert Engle zostali uhonorowani Nagroda Banku Szwecji im.
Alfreda Nobla w dziedzinie ekonomii. CWJ Granger otrzymat nagrode " za
metody analizy ekonomicznych szeregdéw czasowych ze wspolnymi trendami

(kointegracje)", natomiast R. Engle " za metody analizowania ekonomicz-

nych szeregow czasowych ze zmienng w czasie wariancja (model ARCH)".

Definicja 6.2 Szereg czasowy {wt},c, jest zintegrowany w stopniu d (co
zapisujemy jako {xi}yeny, ~ 1(d)), jesli szeregi {Akxt}t>k dla 0 <k <d sg
niestacjonarne, natomiast szereq roznic {Adact}t>d jest stacjonarny (opera-
tor A jest okreslony za pomocqg wzordw (2.40)-(2.41)). Stopien integracji
d jest najmmniejszq liczbg catkowitq, dla ktorej wtasnosé stacjonarnosci dla

szerequ {Ad:vt}t>d jest spetniona.

Klasg szeregéw czasowych {z;},cy, , ktorych elementy sa zintegrowane
w stopniu d > 1, nazywamy klasa DS (difference stationary). Jezeli szereg
czasowy {Tt}c, jest stacjonarny, to méwimy, ze elementy tego szeregu sa
zintegrowane w stopniu zero oraz zapisujemy jako {x¢}cy, ~ 1 (0).

W szeregach TS zaburzenia zewnetrzne sa niwelowane w czasie, nato-
miast w szeregach DS zaburzenia zewnetrzne oddzialywuja na zachowanie
szeregu w przysztosci. W szeregach TS wartosci uktadaja sie ("slizgaja sie")
wzdtuz linii trendu, dosé¢ czesto przecinaja te linie, daleko od trendu nie
odbiegaja oraz dos$¢ szybko do niego powracaja. Natomiast szeregi DS za-

chowuja sie odwrotnie.



6.2. Szeregi TS i DS 183

Szeregi TS 1 DS posiadaja nastepujace wlasnosci:

e eliminujac deterministyczng sktadowa z szeregu TS otrzymujemy sze-

reg stacjonarny;

e climinujac deterministyczna sktadowa z szeregu DS otrzymujemy sze-
reg DS;

e stosujac operator réznicowy rzedu d > 1 do szeregu TS otrzymujemy
szereg TS (patrz rozdziat 2.4), natomiast w otrzymanym szeregu sktad-
nik losowy jest postaci ruchomej sredniej MA(q) 1 < ¢ < oo, dla ktorej
warunek odwracalnosdci nie jest spelniony (natomiast warunek stacjo-

narnosci jest spetniony);

e stosujac operator réznicowy rzedu d > 1 do niestacjonarnego szeregu

I(d) (zintegrowanego w stopniu d) otrzymujemy szereg stacjonarny.

Podczas identyfikacji szeregéw czasowych powstaje problem zwigzany
z klasyfikacja szeregu. Miedzy innymi musimy odpowiedzie¢ na pytanie do
ktorej klasy nalezy badany szereg: TS czy DS? Ponizej przedstawiony zosta-
nie prosty przyktad, ktory pokazuje z jednej strony mozliwosci identyfikacji

szeregu z drugiej natomiast problem z klasyfikacja tego szeregu.

Przyklad 6.1 Wygenerowana zostata trajektoria {€t}0§t§100 ciggu nieza-
leznych zmiennych losowych o rozktadzie normalnym (biaty szum) o warto-
Sciach 0 -0.63 -1.67 0.13 0.28 -1.14 -1.19 1.08 0.06 0.53 -0.27 -0.18 0.55
-0.58 1.18 -0.14 0.11 1.06 -0.06 -0.09 -0.83 0.29 -1.34 0.71 1.62 -0.69 0.85
1.25 -1.59 -1.44 0.57 -0.39 0.69 0.81 0.71 1.29 0.66 1.19 -1.05 -0.09 -0.15
-1.61 -0.25 -1.05 1.41 -0.81 0.53 0.21 -0.92 -1.17 -0.05 -1.01 0.61 0.51 1.69
0.29 -0.84 0.38 -1.01 -0.05 -0.02 0.00 -0.32 1.09 -1.87 0.42 0.86 0.73 0.59
0.04 0.67 0.56 -0.25 -0.37 -0.29 -1.47 -0.23 0.12 0.31 1.44 -0.35 0.62 0.79
0.94 -0.99 0.21 0.23 -1.07 -0.74 0.68 -0.13 0.39 0.08 -0.63 -0.56 0.24 -0.94
0.78 0.56 -0.82 -0.26, ktora jest przedstawiona na rysunku 6.4a. Wartosé
srednia elementow ciagu {€t}o<,<199 wynosi 0, natomiast Var () = 0.6609.

Nastepnie wyznaczono trajektorig blgdzenia losowego {(;}o<y<100 (bez dryfu
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a = 0) postaci (6.8) dla {y = eg = 0, ktdra jest przedstawiona na rysunku
6.4b. Widzimy wyrazny trend liniowy (na rysunku 6.4b zaznaczony linig
przerywang). Korzystajgc z klasycznej metody najmniejszych kwadratow ele-

menty ciqgu {Ct}ogtgloo mozemy przedstawié w postaci
¢ = —1.4463 + 0.0524¢ + &5,

gdzie Var (6%) = 1.7607. Natomiast z poprzednich rozwazan wynika, Zze
proces btgdzenia losowego jest to szereg czasowy zintegrowany w stopniu 1
({Cetteny ~ 1 (1))

Nastepnie wyznaczono trajektorie procesu zintegrowanego {Ut}ogtgloo postaci
(6.9) dla vg = €9 = 0, ktora jest przedstawiona na rysunku 6.4c. W tym
przypadku widzimy wyrazny trend wielomianowy (na rysunku 6.4c zazna-
czony krzywag przerywang). Korzystajgc z klasycznej metody najmniejszych

kwadratow elementy ciggu {Ut}ogtgloo mozemy przedstawié w postaci
vy = 0.023t% — 0.9622t — 13.616 + &, (6.11)

gdzie Var (e]) = 50.019. Wydzielajgc trend deterministyczny otrzymujemy
ciqg reszt {Sg}ogtgloo; ktory przedstawia rysunek 6.4d. W rozwazanym przy-
padku wariancja skadnika losowego we wzorze (6.11) wynosi 50.019 oraz jest
rowna wariancyi elementow {Ut}ogtgloo- Wydzielajgc trend deterministyczny
z szerequ {Ut}ogtgloo otrzymugemy cigg zaburzen, ktory nalezy identyfikowaé
za pomocqg modeli ARMA. Natomiast z poprzednich rozwazan wynika, ZzZe
szereg {vt ey, Jest zintegrowany w stopniu 2 ({vi},cn, ~ 1(2)). Badania
losowosci, korelacji oraz identyfikacja rozktadow sktadnikéw losowych eg i€}

zostaty pominiete aby nie przestaniaé problematyki klasyfikacyi szeregu.

Z drugiej strony roznicujgc elementy szerequ {Ut}ogtgloo otrzymugjemy
ciqg {Ct}lgtgloo przedstawiony na rysunku 6.4b w postaci btgdzenia losowego,
ktory nadal ma w sobie trend stochastyczny. Stosujgc kolejny raz operator
roznicowy olrzymujemy szereg {et}2§t§100 przedstawiony na rysunku 6.4d
w postaci biatego szumu (trend stochastyczny w tym przypadku zostat wyeli-

minowany). Zatem elementy szeregu {vi}y<,<109 MoZemy przedstawic réw-
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Rysunek 6.4: Identyfikacja trendu deterministycznego oraz trendu stochastycz-

nego w szeregu {Z+}o<;<1qp -
naniem
A27jt = €¢
lub w postaci réwnowaznej
vy = v + € + 26,1 + ... + teq, (6.12)

gdzie wariancja zaburzen zewnetrznych jest réwna Var (e;) = 0.6609. Nato-

miast ze wzoru (6.10) wyznaczamy wariancje elementow szeregu {vi}o<p<100

ktora jest rowna Var (vy) = 0.6609%.

Powstaje pytanie, ktorego z tych modeli (6.11) czy (6.12) nalezy uzy-
wac do prognoz? Do ktorej klasy TS czy DS nalezy szereg {vt}ogtgloo?

Szeregi TS maja wyrazny trend dookota ktorego oscyluja elementy, dosé
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czesto znajdujac sie powyzej/ponizej linii trendu. W przypadku szeregow
DS trajektorie dos¢ dtugo przebywaja ponad lub pod linig trendu oddalajac

sie od niego na dluzsza odleglosc.

W latach 80-ych ubieglego stulecia bylo przyjete, ze najpierw z sze-
regu wydzielamy nielosowa sktadowa, a nastepnie dobieramy model ARMA
opisujacy zachowanie sktadnika losowego. Obecnie po opublikowaniu przez
G.E.P.Boxa i G.M. Jenkinsa modelu ARIMA (patrz np. [6]) dos¢ czesto
szeregi czasowe najpierw sa stacjonaryzowane poprzez roéznicowanie. Roz-
nicowanie szeregu TS pozwala wyeliminowaé trend deterministyczny (patrz
rozdzial 2.4), natomiast doprowadza do "przerdznicowania szeregu". Tak
zroznicowany szereg spelnia warunek stacjonarnosci, natomiast sktadowa od-
powiadajaca za ruchoma $rednia (MA) nie spelnia warunku odwracalno$ci.
Reasumujac, zbudowanie adekwatnego modelu, ktéry mozna wykorzystac
do opisu dynamiki badanego zjawiska oraz do prognozowania zachowania

w przysztosci, jest trudne bez okreslenia klasy, do ktorej nalezy szereg.

Problem okreslenia klasy szeregu majacego wyrazny trend determini-
styczny jest dos¢ skomplikowany. Opis procedur klasyfikacji szeregow jest
szeroko omawiany w [17], [25], [27], [37]. Podstawowa réznica pomiedzy
klasami TS i DS polega na tym, ze wydzielajac trend deterministyczny
z TS szeregu otrzymujemy szereg stacjonarny, natomiast wydzielajac trend

deterministyczny z szeregu klasy DS otrzymujemy szereg niestacjonarny.

Wariancje elementow szeregéw stacjonarnych i szeregow DS zdecydo-
wanie sie roznia (wystarczy poréwnaé¢ wyniki zawarte w rozdziatach 5.1-5.3
i 6.2). Prognozy dla szeregow TS sa dokladniejsze niz dla szeregow DS
przy identycznych zaburzeniach w modelach. Dlatego z szeregu czasowego
{wt};en, najpierw  mnalezy  wydzielic  nielosowa  skiadowa  f (%),
a nastepnie zbadac stacjonarnos¢ szeregu reszt {et},y,, gdzie er = v — f (t).
Jezeli szereg {et},cy, jest stacjonarny, to szereg {z},, nalezy do klasy TS,

w przeciwnym razie nalezy do klasy DS.

Do weryfikacji stacjonarnogci szeregéw stuza klasyczne testy DF, ADF,

KPSS, ktore zostana omowione ponize;j.
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6.3 Test DF

Najprostszym i najpopularniejszym testem weryfikujacym stacjonar-
nos¢ szeregu czasowego, jest test Dickey-Fullera (w literaturze przedmiotu
czasami zwanego testem pierwiastka jednostkowego). Jako hipoteze zerowa
przyjmuje sie stwierdzenie, ze szereg czasowy jest niestacjonarny (zachowa-
nie elementow szeregu {5t}teNo mozemy opisa¢ za pomoca modelu btadzenia
losowego (patrz rownanie (6.8)). Jako hipoteze alternatywna przyjmuje sie,
Ze szereg CZasowy {5t}teN0 jest stacjonarny oraz elementy szeregu sa okre-
$lone za pomoca modelu AR(1).

Test Dickey-Fullera (patrz np. [15], [45]) przeprowadzamy w sposob

nastepujacy. Niech dany bedzie szereg czasowy {et}cy, postaci
g =01+ €, (6.13)

gdzie {Et}teNO jest ciagiem niezaleznych zmiennych losowych o rozktadzie
normalnym IN (0, 02). Na poziomie istotnosci a tworzymy hipoteze robocza
Hy : 0 =1 (szereg czasowy {e¢};cy, jest niestacjonarny, elementy
szeregu sa okreslone za pomoca modelu btadzenia losowego)
wobec hipotezy alternatywnej
Hy @ |0] <1 (szereg czasowy {e¢};cy, jest stacjonarny).

W rownaniu (6.13) odejmujac obustronnie ;1 otrzymujemy
A&‘t = KEt—1 + €, (614)

gdzie k = 6 — 1. Hipotezy zerowa i alternatywna dla modelu (6.14) mozemy
przedstawi¢ jako:

Hy : k = 0 (szereg czasowy {et},cy, jest niestacjonarny,
tzn. {et}en, ~ 1(d), d > 1)

Hy @ k € (—=2,0) (szereg czasowy {et},cy, Spetnia warunek sta-

cjonarnodci, wiec elementy szeregu sa zintegrowane w stopniu zero, tzn.

{Et}teNo ~ 1(0)).
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Dla realizacji szeregu {e;}, -,y korzystajac z metody najmniejszych kwa-

dratow wyznaczamy wartos¢ estymatora k za pomoca wzoru

o
)
N
>
(=2

gdzie estymator odchylenia standardowego ciagu zaburzenn zewnetrznych

{&1}1<4<y W modelu (6.14) jest réwny

Statystyka testowa

x>

DF = 505 (6.15)

ma rozktad Dickey-Fullera. Z tablic dla testu Dickey-Fullera odczytujemy
wartos¢ krytyczna DF*. Jezeli DF* < DF, to na poziomie istotnosci « nie
ma podstaw do odrzucenia hipotezy roboczej Hy, zatem elementy szeregu
{et}ien, sa zintegrowane w stopniu wyzszym badz rownym jeden. Jezeli
DF < DF*, to na poziomie istotnosci a odrzucamy hipoteze robocza Hg na
korzy$¢ hipotezy alternatywnej Hp oraz przyjmujemy, ze elementy szeregu
sa zintegrowane w stopniu zero, {e},cy, ~ 1(0). Jezeli stwierdzimy, ze
szereg CzZasowy {Et}teNo jest niestacjonarny, to nalezy zbadaé¢ stacjonarnosé
szeregow {Aket}teNo dla k > 1.

W podobny sposéb sa przeprowadzane testy dla nastepujacych modeli:

e 7 dryfem

Aep = o + Kep—1 + €4,
e 7z dryfem i trendem deterministycznym

ANer = ag + a1t + kep—1 + €.
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Statystyke testowe DF' obliczamy ze wzoru (6.15), natomiast wartos¢ esty-
matora parametru s oraz odchylenie standardowe tego parametru wyzna-
czamy korzystajac z metody najmniejszych kwadratow. Wartosci krytyczne

dla statystyki Dickey-Fullera podane sa w tabeli ponizej.

Liczebnos¢ Poziom istotnosci o
N 0.01 | 0.025 | 0.05 | 0.1

dla modelu bez wyrazu wolnego
25 -2.66 | -2.26 | -1.95 | -1.60
50 -2.62 | -2.25 | -1.95 | -1.61
100 -2.60 | -2.24 | -1.95 | -1.61
250 -2.58 | -2.23 | -1.95 | -1.62
500 -2.58 | -2.23 | -1.95 | -1.62
00 -2.58 | -2.23 | -1.95 | -1.62

dla modelu z dryfem

25 -3.75 | -3.33 | -3.00 | -2.62
50 -3.58 | -3.22 | -2.93 | -2.60
100 -3.51 | -3.17 | -2.89 | -2.58
250 -3.46 | -3.14 | -2.88 | -2.57
500 -3.44 | -3.13 | -2.87 | -2.57
00 -3.43 | -3.12 | -2.86 | -2.57

dla modelu 7 dryfem i trendem

25 -4.38 | -3.95 | -3.60 | -3.24
50 -4.15 | -3.80 | -3.50 | -3.18
100 -4.04 | -3.73 | -3.45 | -3.15
250 -3.99 | -3.69 | -3.43 | -3.13
500 -3.98 | -3.68 | -3.42 | -3.13
00 -3.96 | -3.66 | -3.41 | -3.12

Uwaga 6.1 Statystyka DF jest skonstruowana w sposch podobny jak dla
testu t—Studenta, gdy badamy np. istotnosé parametrow strukturalnych.
W rozwazanym przypadku statystyka postaci (6.15) ma jednak inny rozktad:
asymetryczny i o ujemnej wartosci oczekiwanej. W tym przypadku nie nalezy

korzystaé z tablic rozktadu t-Studenta!
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Przyklad 6.2 Dla realizacyr 0.89, 0.11, 0.08, -0.45, 0.49, -0.22, -0.06,
-0.28, 0.31, 0.1, 0.55, 0.52, 0.19, 1.09, 0.08, 0.04, 0.39, -0.28, 0.83, -0.06,
-0.58, -0.76, -0.2, -0.37, 0.11, 0.17, -0.25, 0.09, -0.94, -0.46, -0.48, -0.49,
0.15, 0.12, -0.48, 1.12, 0.14, 0.07, -0.26, -0.87, -0.88, -0.81, -0.14, 0.19,
0.35, 0.44, 0.77, 0.43, -0.05, -0.47 na poziomie istotnosci o = 0.01 zweryfi-
kujemy hipoteze o stacjonarnosci szerequ czasowego {5t}teNo'
Na poziomie istotnosci o = 0.01 tworzymy hipoteze roboczq

Ho: k=0 (szereg czasowy {ei},5, jest niestacjonarny)
oraz hipoteze alternatywng

Hy @ k€ (=2,0) (szereg czasowy {et},~, jest stacjonarny).
Suma elementow szeregu czasowego {5t}1§t§50 jest rowna zero. Przeprowa-
dzamy test dla modelu (6.14). Wartosé estymatora parametru r dla modelu
(6.14) wynosi k = —0.69126, natomiast odchylenie standardowe tego esty-
matora S (k) = 0.133604. Statystyka testowa jest réwna

—0.69126
DF = ———— = —5.17394
0.133604 ’
natomiast wartosé krytyczna DF* = —2.62. Na poziomie istotnosci
a = 0.01 odrzucamy hipoteze roboczq na korzys$é hipotezy alternatywney.

Wobec powyzszego przyjmujemy, zZe szereq czasowy {Et}teNo spetnia warunek

stacjonarnosci (elementy sq zintegrowane w stopniu zero, {et} ey, ~ 1(0)).

6.4 Test ADF

Test Dickey’a-Fullera opiera sie na zalozeniu, ze w modelu (6.13)
zaburzenia zewnetrzne €, t € Ny sa niezaleznymi zmiennymi losowymi
o rozktadzie normalnym N (0,02). Jezeli wystepuje autokorelacja pomie-
dzy zaburzeniami ¢; i ¢4, dla 7 € N, to moc testu DF spada. Rozszerzony
test DF (w literaturze nazywany testem ADF — Augmented Dickey Fuller)
uwzglednienia dodatkowe elementy modelu (6.13) eliminujace autokorelacje
w szeregu {et},cy,. Modyfikacja modelu (6.13) polega na dodaniu zmien-

nych objadniajacych jako zmiennych objasnianych opéznionych w czasie.
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W tym przypadku rozwazamy szereg czasowy {Et}teNO postaci

k
Nep = keg—1 + Z 2, Ner_i + €, (6.16)
=1

gdzie {Et}teNO jest ciagiem niezaleznych zmiennych losowych o rozktadzie
normalnym N (0,0?). Dla realizacji szeregu {et}1<4<n dobieramy rzad au-
toregresji k& € N zeby wyeliminowa¢ korelacje pomiedzy elementami ciggu
zaburzen zewnetrznych {ﬁt}lﬁ-lgtSN' W tym celu przeprowadzamy badanie
istotnosci wspotezynnika korelacji pomiedzy elementami ciggu {ft}kﬂgtSN'
Dodatkowo przy doborze k € N mozemy sie postuzy¢ kryteriami informacyj-

nymi (patrz rozdzial 2). Rzad autoregresji k powinien spelnia¢ nierownosé

(patrz [49]) N\ 025
() ]

Na poziomie istotnosci a tworzymy hipoteze robocza

k<

gdzie [-] oznacza czes¢ catkowita.

Hy : k = 0 (szereg czasowy {&t},cy, jest niestacjonarny, zatem
{etheny ~ (), d > 1)
oraz hipoteze alternatywna

Hy @k € (=2,0) (szereg czasowy {et},y, jest stacjonarny,
{ethieny ~ 1(0)).
Korzystajac z metody najmniejszych kwadratéow dla realizacji szeregu
{eth<i<ny Wyznaczamy warto$¢ estymatora  oraz odchylenie standardowe
tego estymatora. Statystyka testowa dla testu ADF jest taka sama jak
w przypadku testu DF. Statystyka postaci (6.15) ma rozktad Dickey-Fullera.
Z tablic dla testu Dickey-Fullera odczytujemy warto$c krytyczng DF™*. Jezeli
DF* < DF, to na poziomie istotnosci a nie ma podstaw do odrzucenia hipo-
tezy roboczej Hy, zatem elementy szeregu {&; },c, sa zintegrowane w stopniu
wyzszym badz rownym jeden (tzn. e; ~ I(d), d > 1). Jezeli DF < DF*, to
na poziomie istotnosci a odrzucamy hipoteze robocza Hy na korzy$¢ hipo-
tezy alternatywnej Hip, zatem przyjmujemy, ze elementy szeregu czasowego
{Et}teNo spelniaja warunek stacjonarnosci (sg zintegrowane w stopniu zero

{et}ien, ~ 1(0)). W przypadku stwierdzenia, ze szereg czasowy {et},cy,
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jest niestacjonarny, nalezy zbadaé stacjonarno$é¢ szeregéw {Akst}teNo dla
k> 1.

6.5 Test KPSS

Zweryfikowaé stacjonarnosé szeregu czasowego {5t}teNo mozemy row-
niez za pomoca testu Kwiatkowskiego-Phillipsa-Schmidta-Shina (test KPSS)
(patrz [35], [55]). W tym przypadku rozwazamy szereg czasowy {&t}cy, PO-
staci

g = Bt + 1 + ¢, (617)

gdzie {ei},cy, jest ciagiem niezaleznych zmiennych losowych o rozkladzie
normalnym N (0, 0?). Zakladamy, ze szereg {r:},cy, reprezentuje bladzenie
losowe

Tt:Tt_1+Ut (618)

oraz jest nieobserwowalng czescia w modelu (6.17), natomiast {ug},cy, jest
ciggiem niezaleznych zmiennych losowych o rozktadzie normalnym N (0, UZ).
Jezeli wariancja sktadnika losowego wu; jest réwna zero (o, = 0), to warto-
Sci procesu {1}y, sa state (r; = r = const dla kazdego t € Ny), zatem
nieobserwowalny sktadnik w modelu (6.17) reprezentuje stala r. Jezeli ele-
menty szeregu {5t}teNo sa okreslone jako suma statej r lub stalej i trendu
deterministycznego r + 3t oraz losowego sktadnika €; (pamietamy, ze szereg
{€t}4en, Jest stacjonarny), to szeregu {e:},y, jest klasy TS oraz elementy
tego szeregu sa zintegrowane w stopniu zero ({et},cy, ~ 1(0)). Jezeli na-
tomiast o2 > 0, to rownanie (6.18) okresla proces bladzenia losowego. Za-
tem szereg {r¢},cy, jest niestacjonarny. W tym przypadku szereg {e:};cy,
postaci (6.17) jest suma trendu deterministycznego, procesu niestacjonar-
nego {r};cy, 1 szeregu stacjonarnego {e}, ,- Zatem szereg {e;},cy, jest
niestacjonarny (jako suma odpowiednich elementow szeregéow stacjonarnego

i niestacjonarnego). Test KPSS przeprowadzamy w sposob nastepujacy.
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Na poziomie istotnosci o tworzymy hipoteze robocza

u

tzn. {et}en, ~ 1(0))
wobec hipotezy alternatywnej

Hy : 02 = 0 (szereg czasow €t jest stacjonarny,
g y teNp

Hy : 02 > 0 (szereg czasowy {et}ien, Jjest niestacjonarny,

tzn. {et}en, ~ 1(d), d > 1).
Hipotezy zerowa i alternatywna maja uktad odwrotny niz w tescie Dickey’a—
Fullera. Dla realizacji szeregu {&;}, -,y za pomoca MNK szacujemy para-

metry strukturalne modelu (z trendem lub bez)
Et = ﬁt —+r+ €t

oraz wyznaczamy ciag reszt {€};-,«y. Ustalamy rzad opoéznienia k (lag

truncation), dla ktoérego spelniona jest nieréwnos¢ (patrz [35])

N 0.25
k< 12—
= [ <100> ] ’

gdzie [-] oznacza czesé catkowita. Obliczamy sumy reszt

t
St: E €;
=1

dlat = 1,2,..., N oraz wartodci zgodnego estymatora wariancji dtugookre-

sowej reszt z wagami Bartletta

A k N
S2 (k) = N (Z e? + 2Zw(s,k) Z etet_8> ,
1 s=1

t= t=s+1
gdzie wagi Bartletta okreélamy wzorem

S
E+1

w(s, k)=1-
Statystyka testowa jest dana wzorem
N
> 57
n= t=1
N2S2 (k)

Z tablic odczytujemy wartos¢ krytyczng (patrz np. [35])
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o 0.1 0.05 | 0.025 | 0.01
n* | 0.119 | 0.146 | 0.176 | 0.216

Jezeli n < n*, to na poziomie istotnosci a nie ma podstaw do odrzucenia
hipotezy roboczej Hy, zatem elementy szeregu czasowego {5t}teNo sa zin-
tegrowane w stopniu zero {e;},cy, ~ I(0). Jezeli n > 7", to na poziomie
istotnoéci v odrzucamy hipoteze robocza Hy na korzyé¢ hipotezy alterna-
tywnej Hy oraz przyjmujemy, ze szereg czasowy {&¢},cy, jest niestacjonarny
(elementy szeregu {et},y, sa zintegrowane w stopniu wyzszym badz row-
nym jeden). W przypadku odrzucenia Hy na korzy$¢ hipotezy alternatyw-
nej Hi nalezy zbada¢ stacjonarnos¢ réznic pomiedzy elementami szeregéow
{AFer},s, dlak > 1).

Do weryfikacji stacjonarnosci szeregu czasowego mozna uzywacé row-
niez innych testow, np. test Phillipsa-Perrona (patrz [46]), ADF-GLS ( test
Elliotta-Rothenberga-Stocka, patrz [16]). W niektorych przypadkach stosu-
jac testy ADF i KPSS otrzymujemy sprzeczne wyniki, wtedy nalezy zasto-
sowaé laczny test ADF-KPSS (patrz [12]). Przeglad testow mozna znalez¢
w pracy [55].



Rozdzial 7

Niestacjonarne szeregi czasowe

7.1 Model ARIMA(p,r,q)

W rozdziale piatym zostaly przedstawione szeregi stacjonarne, czyli
szeregi czasowe, ktore w swojej naturze maja pewng wyidealizowana wta-
snos¢: zachowuja swoja dynamike przy dowolnym przesunieciu czasowym
7 € Z. Niestety wiekszo$¢ szeregéw, za pomoca ktérych modelujemy pro-
cesy ekonomiczne, finansowe, techniczne itp. nie ma takiej wlasnosci. Naj-
czedciej niestacjonarnosé dotyczy pierwszego momentu (warto$é¢ oczekiwana
elementow szeregu czasowego nie jest stala), tzn. szeregi nie maja ustalone;j
sredniej dookota ktérej oscyluja. W szeregach klasy TS po wyeliminowaniu
czedci nielosowej sktadnik reszt zachowuje wtasnoéé stacjonarnosci, ktory na-
tepnie mozemy modelowaé¢ procesami AR, MA, ARMA. Niestety nie zawsze
po wydzieleniu czedci deterministycznej otrzymujemy szereg czasowy, ktory

spelnia warunek stacjonarnosci.

Definicja 7.1 Szereg czasowy {ei},c, nazywamy niestacjonarnym jedno-
rodnie (homoskedastycznie), jezeli wydzielajgc z szeregu czasowego nielosowq

sktadowq otrzymujemy szereg stacjonarny stabo (w szerszym sensie).

W literaturze przedmiotu niestacjonarnos¢ jednorodna jest okreslana
jako niestacjonarno$¢ I rzedu. Widzimy zatem, ze kazdy szereg TS jest

niestacjonarny jednorodnie. W rozdziale 2 przedstawiono sposoby identy-
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fikacji nielosowych sktadowych. Wydzielajac nielosowa sktadowa z szeregu
TS otrzymujemy szereg stacjonarny. W rozdziale 6 pokazano, ze niesta-
cjonarne szeregi czasowe DS po zastosowaniu operatora réznicowego rzedu
r > 1 mozna sprowadzi¢ do szeregdéw stacjonarnych, ktére nastepnie mozemy

identyfikowa¢ modelami ARMA(p, q), gdzie p,q € Ny.

7.1.1 Wlasnosci modeli ARIMA

Wprowadzmy niezbedne zatozenia. Niech (Q, F, P) bedzie przestrze-
nig probabilistyczng, natomiast {€;},c, — ciagiem niezaleznych zmiennych

losowych o rozkltadzie normalnym IN (O, 02). Mamy wtedy

Ee,=0dlateZ (7.1)
oraz,
o, dlat=s.
Eeies = (7.2)
0, dlaT #s.

Definicja 7.2 Szereg {€;},c, jest szeregiem ARIMA(p,r,q), p,r,q € N,
wtedy i tylko wtedy gdy szereg {A"et},o, jest szeregiem ARMA(p,q).

Model autoregresji i scatkowanej ruchomej sredniej ARIMA(p,r,q),
p, 7, q € Ng (AutoRegresive Integrated Moving Average) stuzy do opisu nie-
stacjonarnych szeregow czasowych {e;},.,, ktore w pewnych przedzialach
czasowych spelniaja warunek stacjonarnosci lub po wyeliminowaniu nieloso-
wej sktadowej zachowuja sie jak szeregi stacjonarne (patrz np. [1], [45]). Po
zastosowaniu operatora roznicowego rzedu r > 1 (patrz (2.40)-(2.41)) sze-
reg {A"¢t},c7 spelnia warunek stacjonarnosci oraz jest postaci ARMA(p, q),
p,q € Ny. Symbolicznie model ARIMA(p, r, ¢) mozna przedstawi¢ przy po-
mocy wzoru

ATARIMA(p,r,q) = ARMA(p, q),

gdzie , p,r,q € Ng. Model ARIMA(p,r, q) zostal zaproponowany przez Boxa
i Jenkinsa (patrz [6]) oraz w literaturze przedmiotu jest nazywany modelem

Boxa—Jenkinsa.
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Niech dany bedzie szereg czasowy {e¢},,. Stosujac operator r6zni-
cowy A", r > 1 otrzymujemy szereg {A"ei}, ., . Jezeli elementy szeregu
{A"et},ey sa postaci ARMA(p, q), p,q € No (spelniaja warunki stacjonar-

nosci i odwracalnosci), to mozemy przedstawi¢ je za pomocg réwnania
A" &t — Q1 A" Et—1+ ... + Qyp A" Et—p + € — 916t_1 — . — qut_q, (73)

gdzie {et},c, jest ciggiem niezaleznych zmiennych losowych o rozkladzie

normalnym IN (0, 02). 7 twierdzenia 2.3 otrzymujemy

Nep=>" <T> (—1)Y &_j dla t € Z.

=0 M

Operator roznicowy A dany wzorem (2.40) mozemy (patrz wzory

(5.95)-(5.96)) przedstawi¢ w postaci
A=1—-F_.

Elementy szeregu ARIMA (p,r,q), p,7,q € Ny postaci (7.3) mozemy przed-

stawi¢ za pomoca réwnania
A, (F_,a)(1—F_)" e, =By (F_,0) e , (7.4)

gdzie operatory odpowiadajace za autoregresje A, (F_, ) i ruchomy érednia

B, (F_,0) dane sa wzorami

Ay(F_,a) = 1—oF_ —agF? — ... —a,F?, (7.5)
By(F_,0) = 1—0F_ —0,F*— .. —0,F". (7.6)

Operator odwrotny S do operatora réznicowego A definiujemy wzorem
S=(1-F)'=1+F +F*2+F ..

oraz nazywamy go operatorem catkowania (dokladniej operatorem sumowa-

nia). Definiujemy operator catkowania rzedu r € N wzorem

ST = §(S") oraz SY = 1.
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Stosujac operator catkowania do szeregu zaburzen zewnetrznych {e:},.,

otrzymujemy

oraz
t kl kr 1

sa= 3 3 Y a

ki=—00 ko=—00 kr=—c0

Dla szeregu {¢;},., mamy
(1-F_)Se¢=S(1—F_)es=¢€, t € L.

Powyzszy warunek jest spelniony réwniez dla szeregdw {Et}teNo' W tym
przypadku wystarczy przyjac¢ ¢, = 0 dla ¢ < 0.

Wzor (7.4) mozemy przedstawi¢ w postaci rownowaznej
Ap (F,,O[) Et — Bq (F,,H) STGt. (77)

Rownanie (7.7) opisuje zachowanie szeregu autoregresji (rzedu p) i scatko-
wanej (rzedu r) ruchomej éredniej (rzedu ¢), ktore symbolicznie mozemy

zapisa¢ w postaci
ARIMA(p,r,q) = AR(p) + I(r) + MA(q).

Rownanie

Ay (z,0) =0 (7.8)

jest réwnaniem charakterystycznym autoregresji rzedu p € Ny dla szeregu
{ATet}ep- Jezeli xu, ..., xp sa pierwiastkami tego rownania oraz spetniaja
warunek stacjonarnosci ( |x;| > 1 dla i = 1,...,p), to operator autoregresji

A, (2, ) okre§lamy wzorem

Ay (2, 0) = <1 - ;) (1 - ;’p) . (7.9)

Podobnie réwnanie

By (2,60) =0 (7.10)
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jest rownaniem charakterystycznym ruchomej éredniej rzedu q € Ny. Jezeli
1, ..., #p 53 pierwiastkami tego rownania oraz speiniajg warunek odwracal-
nosci (|24 > 1 dla ¢ = 1,...,q), to operator ruchomej $redniej By (z,60)

mozemy przedstawi¢ w postaci

By (2,0) = (1-}2) <1—jq>. (7.11)

Podstawiajac (7.9)—(7.11) do rownania (7.4), otrzymujemy

1 1 1 1
<1 - F_> (1 - F_> (1-F.) e = (1 - F_> <1 - F_) e,
X1 Xp sl ¥y
(7.12)
natomiast podstawiajac (7.9)—(7.11) do (7.7), otrzymujemy

(1 - xllF> <1 - X1F> = <1 - ;F> <1 - iF) Se,
(7.13)

Rownania (7.12) i (7.13) sa rownowazne ze wzorem (7.3), ktory opisuje za-

chowanie szeregow ARIMA (p, r,q), gdzie p,r,q € Ny.

7.1.2 Transformacja modeli ARIMA

Niech elementy szeregu czasowego {;},., beda okreslone za pomocy
rownania (7.4). Ponizej pokazemy, ze elementy szeregu ARIMA (p,r,q)

p,7,q € Ng mozna przedstawic¢:

e w postaci réznicowe] (poprzez poprzednie wartosci szeregu {e;},., oraz

biezaca i poprzednie wartosci zaburzen {e;},.,);

e w postaci scatkowanej (tylko poprzez biezaca i poprzednie wartosci

zaburzeni {et},c,);

e w postaci odwroconej (tylko poprzez poprzednie wartosci procesu

{et},ey oraz biezaca wartos$¢ zaburzenia ;).

Aby przedstawi¢ elementy szeregu ARIMA(p,r,q) w postaci rézni-
cowej, nalezy dokonaé transformacji ARIMA(p,r,q) do ARMA(p + r,q).
Dla postaci scatkowanej nalezy dokona¢ transformacji ARIMA(p,r,q) do
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MA(oc0). Natomiast dla postaci odwroconej nalezy dokona¢ transforma-
cji ARIMA(p,r,q) do AR(00). Kazdy ze sposobow przedstawiania szeregu
ARMA(p, 7, q) ma swoje wady i zalety. Do konstrukeji prognoz jest uzywana
zwykle postaé¢ réznicowa, poniewaz w tym przypadku mamy doczynienia
z ograniczong liczba parametrow (dokladniej p+r+ ¢+ 1 parametrow). Po-
nizej przedstawione zostana sposoby przeksztatcania szeregu ARIMA (p, 7, q)
do modeli ARMA(p + r,q), MA(oc0) oraz AR(o0).

Przeksztalcenie modelu ARIMA(p,7,q) do postaci roéznicowej
ARMA (p +r,q)

W réwnaniu (7.4) wymnozymy operator autoregresji A, (F_, a) z ope-
ratorem réznicowym (1 — F_)". Tym samym otrzymujemy operator autore-

gresji Apyr (F, &) dany wzorem
e (F_,G) = Ay (F_,a) (1 - F)
gdzie p,r € Ny. Zatem rownanie (7.4) mozemy przedstawi¢ w postaci
Apir (F-,&) e = By (F-,0) & . (7.14)

gdzie parametry aq, ..., &4, Operatora autoregresji rzedu p + r w modelu

(7.14) wyznaczamy rozwigzujac rownanie
(I1—onF- —asF? — . —apF?)(1—F_) =1—-a@F_ — ... — ay, F7.

Zatem dla t € Z elementy szeregu ARIMA(p,r,q) postaci (7.3) mozemy

przedstawi¢ za pomocg réwnania
€t = Q1€¢_1 + ... + O~ép+7n8t7pfr + € — 1641 — .. — €9q6t7q ; (7.15)

gdzie {€t},c; jest ciagiem niezaleznych zmiennych losowych o rozkltadzie
N (0, 02). Tym sposobem model ARIMA(p,r,q) zostal sprowadzony do
postaci roznicowej, doktadniej do modelu ARMA(p+r,q).

Przyktad 7.1 Elementy szerequ ARIMA(1,1,1) przedstawimy w postaci réz-

nicoweyj.
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Elementy szeregu czasowego {et},c, postaci ARIMA(1,1,1) sq okreslone za
pomocq wzoru

A Et =« A Et—1 + € — 96t71, (716)

gdzie A jest operatorem réznicowym (patrz wzor (2.40)), natomiast {€:},c,
jest ciggiem niezaleznych zmiennych losowych o rozktadzie N (0, 02). Ponie-
waz N = 1 — F_, to elementy szeregu {5t}teZ mozemy przedstawic
w postact

Ay (F_,a)(1—F.)e; = By (F_,0)e,

gdzie operatory autoregresji i ruchomej $redniej dane sq wzorami

Al (Fo,a) = 1—aF_,
Bi(F_,0) = 1-0F_

Korzystajge z rachunku operatoréw przesuniecia réwnanie (7.16) zapisujemy
w postaci

(1-(1+a)F-+aF?)e=(1-0F_)¢ . (7.17)

Ostatecznie ARIMA(1,1,1) sprowadzamy do ARMA(2,1), gdzie elementy

szeregu {€t},c7 Sa dane wzorem
er=14+a)ei—1 —ag—o+ € — e,

natomiast {€;},., jest ciggiem niezaleznych zmiennych losowych o rozktadzie

N (O, 02).

Przeksztalcenie ARIMA (p,r,q) do postaci scatkowanych zaburzen
MA (0)

Dla modelu autoregresji i scatkowanej ruchomej sredniej ARIMA (p, 7, q)
elementy szeregu czasowego {e;},c, postaci (7.3) mozemy przedstawic¢ jako
kombinacje liniowa zaburzen zewnetrznych {ex }; o, (w chwilach obecnej oraz

poprzednich)

et =€ +Me—1+ ... + M+ ... dlat € Z. (7.18)
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Korzystajac z rachunku operatoréw przesuniecia powyzsze rownanie mozemy
przedstawi¢ w postaci
Et = Boo (F,,T]) €t. (719)

Z drugiej strony model ARIMA(p,r,q) mozemy skonwertowaé¢ do
ARMA(p +r,q), gdzie elementy szeregu {&;},., spelniaja rownanie (7.14).
Podstawiaja¢ (7.19) do (7.14) otrzymujemy rownanie

Apir (F_,&) B (F_,m) e = By (F_,0) e (7.20)

dla t € Z. Wobec powyzszego wspotczynniki 7y, 72,... we wzorze (7.18)

powinny spelnia¢ réwnanie
Apir (F-,G) A (F_,m) = B, (F_,0).
ktore zapisujemy w postaci
(1= @GP = G PP ) (L e ) = (1= 0P — = 0,F7).

Poréwnujac odpowiednie wspotczynniki przy operatorach F¥ &k > 0 two-

rzymy nieskonczony uktad réwnan

M=

> Gt — Mk =0k, dla 1<k <gq,

g (7.21)

-1

djnnfj — N = 0, dla k£ > q,
j=1

gdzie g = 1 oraz &; = 0 dla j > p+ r. Rozwiazujac uktad réwnan (7.21)
otrzymujemy wartosci parametrow 7y, 1, ... dla rownania (7.18). Szereg cza-
sowy {€¢};c7 powinien spelnia¢ warunek odwracalnosci, zatem wspotczyn-

niki 71, 79, ... musza tworzy¢ szereg zbiezny (patrz np. [1], [6]).

Przyktad 7.2 Model ARIMA(1,1,1) przedstawimy w postaci ruchomej $red-
niej MA(co).

Dla modelu MA(oco) elementy szerequ {€¢},o5 sa okreslone za pomocq wzo-
row (7.18) lub (7.19). Z drugiej strony elementy szeregu czasowego {€¢},4
postaci ARIMA(1,1,1) sq okreslone za pomoca wzoru (7.16) lub w postaci
réznicowej (7.17). Podstawiajgc (7.19) do wzoru (7.17) otrzymujemy

(I-(Q+o)Fo+ o F2) (L+mF+mF2+ . )eg=(1-0F )¢
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dlat € Z, gdzie {€t},c, jest ciggiem niezaleznych zmiennych losowych o roz-
ktadzie N (0,02). Wobec powyzszego parametry ni,na, ... powinny spetniaé

rownanie
(I-(Q+a)Fo+ar F?) (L+mF- +mF?+..)=(1—6,F.)

dla t € Z. Poréwnujgc wspétczynniki przy operatorach F®, dla k > 0,

tworzymy nieskornczony uktad réwnan

— (14 a1) +m = —01,
a1 —(I+a)m+mn=0,
arm — (1 +a1) 2 +n3 =0,

Zatem elementy szerequ ARIMA(1,1,1) postaci (7.16) mozemy przedstawié
za pomocqg wzoru (7.18) (jako MA(x)), gdzie ni,m2,... sa dane wzorami
rekurencyjnymi
m = (1+4+a1) — b1,
n2=(1+a1)m — o,
ns = (1 +a1)m — aam,

Przeksztalcenie ARIMA (p,r,q) do postaci odwréconej AR(o0)

Dla modelu autoregresji i scatkowanej ruchomej $redniej
ARIMA(p,r, q) elementy szeregu czasowego {&¢},c; postaci (7.3) mozna
przedstawi¢ w postaci kombinacji liniowej poprzednich wartosci tego szeregu
plus zaburzenie w chwili obecnej ¢, tzn. elementy szeregu {;},., okreslamy

za pomocy rownania

Et = €+ ME—1 + oo + TREt—f + .ov (7.22)
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gdzie {et},c, jest ciagiem niezaleznych zmiennych losowych o rozkladzie
N (0,02). Korzystajac z rachunku operatoréow powyzsze réwnanie przed-
stawiamy w postaci

AOO (F_, 7T) Et — €. (723)

Z drugiej strony, model ARIMA(p,r,q) mozemy skonwertowa¢ do modelu
ARMA(p +1,q), tzn. elementy szeregu {e;},., przedstawiamy za pomoca
wzoru (7.14). Podstawiajac¢ (7.23) do (7.14) otrzymujemy

Apir (F_,0) e = By (F-,0) Ao (F_,T) &
dlat € Z. Parametry my, w2, ... w rownaniu (7.22) powinny spetnia¢ warunek
Apir (F-,&) = By (F_,0) Ao (F_, ), (7.24)
ktory zapisujemy w postaci
(1= @GP = G PP ) = (1= 0P — = 0,F7) (1= m P = ).

Poréwnujac odpowiednie wspolezynniki przy potegach F¥, k > 0 tworzymy
nieskorniczony uktad réwnan
iTn—j — Tk = —ak, dla 1<k<p+r,

J (7.25)

k
0
=1
k
Zejﬂ'n_j—ﬂ'kzo, dla k> q,
7j=1

gdzie mp = 1 oraz 6; = 0 dla j > ¢q. Rozwiazujac ukltad (7.25) otrzymujemy
wartosci wspoteczynnikow 7, o, .. dla rownania (7.22).

Zgodnie z warunkiem stacjonarnosci wagi my, wo, ... musza tworzy¢ sze-
reg zbiezny (patrz [1], [6]). Rownanie (7.24) mozemy réwniez przedstawic
w postaci

A, (F_,a)(1—F_)" =By (F_,0) Ao (F_,7) .

Podstawiajac do powyzszego rownania zamiast operatora F_ wartos¢ 1 wi-
dzimy, ze lewa strona wynosi 0, zatem wobec dowolnosci parametrow
61,62, ...04 powinna zachodzi¢ réwnos¢ A (1,m) = 0. Wobec powyzszego

1 —m —my — ... =0 (suma wag my, 72, ... w rozwinieciu (7.22) wynosi 1).
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Przyktad 7.3 Model ARIMA(1,1,1) przedstawimy w postaci AR (c0).

Elementy szeregu {&;},c, postaci ARIMA(1,1,1) sq okreslone za pomocq
rownania (7.16) oraz mozemy je przedstawié za pomocq wzoru (7.17) (w po-
staci réznicowej jako ARMA(2,1)). Dla postaci odwrdconej elementy szeregu

{et}1ez sa okreslone jako autoregresja rzedu oo (AR(cc)), zatem dla t € Z
€t = € + ME_1 + Magr_o + ..., (7.26)

gdzie {€t},c; jest ciggiem niezaleinych zmiennych losowych o rozktadzie
N (0,0?). Podstawiajgc (7.26) do (7.17) otrzymujemy

(I-—(Q+a)F-+arF?) e =(1-0F) (1 -mF. —mF? —..)¢g
dla t € Z. Zatem parametry my, wo, ... powinny spetniac warunek
(1 — (1 + Oq)F, + Oéle) = (1 — 91F,) (1 —mF_ - 7T2FE — ) .

Poréwnujge wspétczynniki przy operatorach F¥, k > 0 otrzymujemy nie-

skonczony uktad rownan

—01—7‘1’1 :—(1+a1),
O1m — T = oy,
O1my — m3 =0,

\
ktory mozna zamienié na uktad réwnowazmy

( m =14+ a; — 04,

my = 01T — a1,
73 = 0172,
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Ostatecznie, wspotczynniki w rozwinieciu (7.26) sq dane wzorami

1—aq — 0, dla k=1,
T = (91—0&1)(1—91), dla k=2
Hlf_Q (91 — 051) (1 — (91), dla k Z 3.

7.1.3 Identyfikacja modeli ARIMA

Niech dana bedzie realizacja szeregu czasowego {e;}, ;. Identyfi-

kacja modeli ARIMA(p,r,q), p,r,q € Ny przebiega w dwu etapach.

e Etap pierwszy polega na wyznaczeniu stopnia operatora réznicowego
r € Np, ktory mozemy wykonaé¢ na dwa sposoby.
Pierwszy sposob polega na analizie kwadratowej wariacji roznic (patrz
rozdzial 2.4) dla ciagu {e:},<n. Rozwazamy szeregi postaci
{Akgt}k<t§N dla £ > 0. Szukamy stopnia operatora réznicowego,
dla ktorego wartosci ciggu {Aket}KtSN oscyluja dookota poziomu

zerowego oraz kwadratowa wariacja réznic

N
Z (Ak&g)Q

62 = t=k+1
(N — k) C5,

zaczyna sie stabilizowac¢. Stopient operatora réznicowego dla modelu
ARIMA (p,r, q) jest rowny r = k*. Dla potwierdzenia stacjonarnosci
przeprowadzamy testy (patrz rozdzial 6): test Dickey - Fullera (test
DF), rozszerzony test Dickey - Fullera (test ADF) lub test Kwiatkow-
skiego - Phillipsa - Schmidta - Shina (test KPSS).

Drugi sposéb wyznaczenia stopnia operatora réznicowego r € Ny po-
lega na analizie stacjonarnosci ciagdéw {Ak&?t}KtSN dla k > 0, tzn.
kolejno dla ciagow {1} i< s {Det}ocians {Azst}sgth"" przepro-
wadzamy testy stacjonarnoéci. Jako stopiert operatora réznicowego
obieramy najmniejsza wartosé r € Ny dla ktorego szereg {Arst},KtSN

jest stacjonarny, zatem

= min{k €No: {A e} eren ~ 1(0)} .
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Szukamy najmniejsza warto$¢ r € Np, gdzie na podstawie ciagu
{ATe}, 4y dla testu KPSS (patrz rozdziat 6.5) nie ma podstaw do
odrzucenia_hipotezy roboczej Hy lub dla testow DF lub ADF (patrz
rozdziaty 6.3 - 6.4) hipoteze robocza Hy odrzucamy na korzy$¢ hipo-

tezy alternatywnej H;. Testy moga dawaé sprzeczne wyniki.

e Etap drugi polega na identyfikacji modeli ARMA(p,q), p,q € Ny na
podstawie realizacji {A"e;}, ;< . Algorytm identyfikacji ARMA(p, q)

zostal przedstawiony w rozdziale 5.3.

Przyklad 7.4 Na podstawie notowari ropy BRENT 7 2z okresu
07/08/2014-04/02/2015 sprawdzimy, czy ciqg {€t};<;<150 Mozna uznaé za
realizacje pewnego szeregu czasowego {&¢},cy typu ARIMA.

Rysunek 7.1a przedstawia przedstawia ceny ropy BRENT w okresie 07/08/201
- 04/02/2015 jako wartosci ciggu {€1}y<y<150- Na rysunkach 7.1b, 7.1c oraz

7.1d przedstawione sq ciagi {Aet}ocioq50, {A25t}3gt§1507 {A3€t}4gt§150

odpowiednio.

Tabela ponizej przedstawia wartosci srednie oraz kwadratowe wariacje

roznic, ktore wyznaczamy za pomocg wzorow

. 1
My = Z Ney,
t=r+1
N
> (ATer)
5_2 _ t=r+1
" (N - T) Cgr
dla N =150 oraz r =0,1,2,3,4.
r 0 1 2 3 4

my | 80.099 | -0.83438 | -0.0092 | -0.0429 | -0.0075
62 | 6763.3 | 0.887 | 0.5699 | 0.5099 | 0.4897

W rozwazanym przypadku dopiero elementy ciggow {A"ei}, 1 cic150 dla

r > 2 oscylujg dookota poziomu zerowego. Moment stabilizacyi kwadratowey

"Dane pochodza z http://www.biznesradar.pl/notowania-historyczne/ BRENT-OIL-
ROPA-BRENT
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40
0

50 100 150 1} 50 100 150
a. Motowiania ropy Brent b. Réznice rzgdu pierwskego

o 50 100 150 0 50 100 150

c. Réznice rzgdu drugiego d. Réznice rzedu trzeciego
X . . . T
Rysunek 7.1: Realizacje szeregow {e:},,<150 oraz {A%} <150 dla

r=1,2,3.

wariacji réznic 62 wynosi 2, zatem do dalszej identyfikacji nalezy rozwazaé

c14g {A2€t}3§t§150'

Na podstawie testow DF 1 ADF przeprowadzimy rowniez badania stacjonar-
nosci ciggow {€t}y <1500, 106t fa<i<1500 {A%et},c o150 Dla testu ADF
w réwnaniu (6.16) przyjmujemy rzqd autoregresyi k‘_:_l. Na poziomie istot-
nosci o = 0.01 dla kazdego v = 0,1, 2 tworzymy hipoteze roboczg

Hy : szereg czasowy {Aret}r+1§t Jjest niestacjonarny

wobec hipotezy alternatywnej

Hy @ szereg czasowy {A"er}, 1<, jest stacjonarny.

Wartosci statystyk testowych DF dla w/w testow (patrz rozdziaty 6.3 - 6.4)
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podaje tabela ponizej

r 0 1 2
dla testu DF | -3.2658 | -12.0267 | -21.1533
dla testu ADF | -0.8446 | -1.3671 -4.8529

Dla poziomu istotnosci 0.01 warto$é krytyczna statystyki testowej jest rowna
DF* = —2.60. Na podstawie testu Dickey - Fullera dla kazdego r = 0,1,2
nalezy odrzucié hipotezy robocze Hy na korzysé hipotez alternatywnych Hy
(poniewaz dla kazdego r = 0,1,2 mamy DF < DF*). Wobec powyzszego
nalezy przyjac, ze ciagi {et})<1<15000 10t a<i<1500 {A2€t}3§t§150 sg sta-
cjonarne. Na podstawie rozszerzonego testu Dickey - Fullera dla r = 0,1 nie
ma podstaw do odrzucenia hipotez roboczych Hy (dla r = 0,1 spetniona jest
nieréwnos¢ DF* < DF'), natomiast dla r = 2 nalezy odrzucié hipote roboczq
Hy na korzy$é hipotezy alternatywnej Hy (poniewaz DF < DF*). Zatem
nalezy przyjaé, Ze ciggi {et}<i<15000 126t faci<150 56 Niestacjonarne, nato-
maast {A2€t}3<t<150 jest stacjonarny. Wyniki uzyskane na podstawie testow
DF i ADF sq r(;zﬁ;e. Test DF' ma mniejszqg moc niz ADF (patrz rozdziat 6.4).
Zatem do dalszej identyfikacyi nalezy rozwazaé ciqg {Azet}3<t<150. Warto-
Sci estymatorow funkcji autokorelacyi wynoszq 49 = 3.4195, 7&17: —1.7358,
A2 = 0.1654.

Nastepnie probujemy identyfikowaé cigg {Azet}3<t<150 modelami ARMA (p, q),
p,q € Ng. Na przyktad, dla ciggu {A2€t}3<t<15; wyznaczymy parametry
modelu ARMA(1,1). Parametr odpowiadajch_/ ;a autoregresje wWyYnosi

a=2—_00953

!
(warunek stacjonarnosci jest spetniony |&| < 1). Pozostaje wyznaczyé czesé
odpowiadajgcq za ruchomg Sredniq. Ze wzoru (5.92) otrzymujemy uktad réw-
nar
o? (1+6%) = 3.1197,
{ —f0* = —1.5911.

7 powyzszego uktadu wynika, zZe parametr 0 powinien spetniaé réwnanie

1+ 62

= —1.9608 .
0




210 7. Niestacjonarne szeregi czasowe

Rozwigzujgc réwnanie

6% +2.26020 +1 =0

otrzymujemy pierwiastki 6; = —0.42 i 6 = 2.3808. Tylko pierwiastek 6,
spetnia warunek odwracalnosci, w tym przypadku wariancja zaburzen
zewnetrznych wynosi 62 ~ 3.7882 . Nastepnie dla ARMA(1,1) wyznaczamy

wartosci ciggu zaburzen zewnetrznych {€i},,<150, gdzie
= A%y — aN? 0
€t — Et — gt—1 + O1€.

Do badania normalnosci rozktadu zaburzen zewnetrznych korzystamy z testu
Kotmogorowa—Smirnowa. Na poziomie istotnosci 0.01 konstrujemy hipoteze

roboczq
Hy : elementy szerequ reszt {et},cy majq rozktad N (0, 02)
wobec hipotezy alternatywney
Hy : elementy szerequ reszt {ei},cy majq inny rozktad.

Wartosé  statystyks digy = 0.1802, mnatomiast wartoSé krytyczna
d147 (0.99) = 0.1329. Poniewaz di47 > d147 (0.99), to na poziomie istotnosci
0.01 nalezy odrzucié hipoteze roboczqg na korzysé hipotezy alternatywnej oraz
prayjmujemy, Ze {€t} ;<150 nie ma rozktadu normalnego.

Nastepnie sprobujemy dokonaé identyfikacyi ciggu {AQEt}3§t§150 modelem
AR(1). Parametr odpowiadajgcy za autoregresje wynosi & = % = —0.5076
(warunek stacjonarnosci jest spetniony |&| < 1). Wariancja zaburzen ze-
wnetrznych wynosi 6% ~ 2.5384. Nastepnie dla AR (1) wyznaczamy wartoéci

ciggu zaburzen zewnetrznych {€} <150, 9dzie
€ = A2€t — OAZAQEtfl.

Za pomocg testu Kotmogorowa Smirnowa sprawdzamy normalnosé rozktadu
ciggu zaburzen zewnetranych {€;} <4150 Na poziomie istotnosci 0.01 kon-

strujemy hipoteze roboczq

Hy : elementy szeregu reszt {ei}, oy majg rozktad N (0, 02)
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wobec hipotezy alternatywnej
Hy : elementy szeregu reszt {€i}, oy majq inny rozktad.

W tym przypadku wartos$é statystyki diar = 0.1294, natomiast warto$c kry-
tyczna dyi47 (0.99) = 0.1329. Poniewaz dig7 < dia7(0.99), to na pozio-
mie istotnosci 0.01 nie ma podstaw do odrzucenia hipotezy roboczej, za-
tem przyymujemy, ze {€t}4§t§150 ma rozktad normalny. Zatem dla modelu
ARIMA(1,2,0) elementy szerequ {€¢},o.y mozemy przedstawi¢ za pomocq
rownania

(14 0.5076F_) (1 — F )& = e,

ktore sprowadzamy do postaci
gt = 1.4924€t—1 + 0-01525t—2 — 0.5076{:}_3 + €,

gdzie {€:},c Jest ciggiem zmiennych losowych o rozktadzie N (0,2.5384) .

7.2 Szeregi warunkowo normalne

Podczas analizy szeregdéw czasowych pojawia sie problem adekwat-
nego modelowania dynamiki zjawisk. Analizujac dane z rynkéw finansowych
mozna zaobserwowa¢ momenty wiekszej 1 mniejszej aktywnosci, efekty du-
zych skokéw, czestsze wystepowanie warto$ci dodatnich niz ujemnych. Za
pomoca modeli ARMA oraz ARIMA pewnych zachowan nie udawato sie wy-
jasni¢. R. Engle pokazal, ze niektore szeregi czasowe maja zmienng strukture
wahan, tzn. w réznych przedziatach czasowych wahania elementéw szeregu
sa r6zne. Zmienna struktura wahan okresla niestacjonarnos¢ niejednorodna.
R. Engle w swojej pracy " Autoregressive conditional heteroskedasticity with
estimates of the variance of United Kingdom inflation" opublikowanej w
roku 1982 w czasopisme " Econometrica" (patrz [18]) zaproponowatl, by do
opisu zachowan elementéw szeregu czasowego o zmiennej strukturze wahan
uzywa¢ modelu autoregresji z warunkowa niejednorodnoscia (heteroskeda-
stycznoscig) - ARCH (AutoRegressive Conditional Heteroscedastic model).

Heteroskedastyczno$é¢ oznacza, ze wariancja elementow szeregu czasowego
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nie jest stala zmienia sie w czasie. W modelu ARCH(1) elementy szeregu

czasowego {&¢};cy, Okreslone sa za pomoca réwnania

et = /oo +aiel_je dlat €N, (7.27)

gdzie ap > 0, |oq| < 1, ap + qef_; > 0 dla t € N oraz {e},y jest cia-
giem niezaleznych zmiennych losowych o rozktadzie normalnym NN (0,1).
Elementy szeregu czasowego postaci (7.27) sa warunkowo niejednorodne.
Oczywidcie powyzsza publikacja data poczatek rozwojowi catej ro-
dziny modeli ARCH. Pojawity sie modele GARCH, EGARCH, RGARCH,
TARCH, QTARCH, HARCH, NGARCH, IGARCH itp. (patrz np. [8], [14],
[19], [22], [41], [50], [56], [57]). Kazdy z tych modeli prébuje uchwyci¢ dodat-
kowe wtasnodci szeregéw czasowych, mianowicie skupianie danych, skognoéé

danych, grube ogony rozktadéw oraz efekty pamieci:

e skupianie danych (clastering data) — duze (male) wartosci szeregu
{et},en Pociagaja za sobg duze (male) wartosci tego szeregu w przy-

sztosci;

e grube ogony czeste wystepowanie elementéw ekstremalnych, tzn.

im czesciej wystepuja elementy ekstremalne tym grubszy ogon;

e sko$no$é danych — znana jako efekt dzwigni (w literaturze angielsko
jezycznej " leverage effect") oraz powodujaca, ze elementy w szeregu

czasowym zaczynaja rosnaé po uprzednim spadku i odwrotnie.

Ponizej zostana omowione niektore modele z rodziny ARCH, podane
zostana podstawowe wtlasnosci tych modeli oraz sposoby konstrukcji ocen
nieznanych parametrow. Do identyfikacji modeli rodziny ARCH zostanie
uzyta metoda najwiekszej wiarygodnosci MNW | ktora pozwala otrzymywac
estymatory bardziej efektywne niz metoda najmniejszych kwadratow MNK
(patrz np. [1], [24], [51], [52], [18]). W swojej pracy R. Engle pokazal (patrz
[18], str. 1003), ze standardowe bledy estymatoréw uzyskane za pomoca
MNK sa wieksze niz bledy estymatoréw otrzymanych za pomoca MNW.
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Wiecej na temat estymacji parametrow modeli rodziny ARCH mozna znalez¢
w [54].

Wprowadzmy nastepujace oznaczenia. Niech (€2, F, P) bedzie prze-
strzenia probabilistyczng, na ktorej jest zdefiniowany ciag niezaleznych zmien-
nych losowych e€;,63,... o rozkladzie normalnym N(0,1), natomiast
F; = o{e1,€2,....,€6;}, j € N oznacza niemalejaca rodzing o—cial na prze-
strzeni probabilistycznej (2, F, P), tzn. F,, C Fp, C F dlan < m, n,m € N
oraz Fy = {0,Q}. F; jest najmniejszym o—cialem, wzgledem ktorego ele-

menty €1, €2, ..., €; 53 mierzalne.

Definicja 7.3 Szereg czasowy {4}, jest warunkowo gaussowski (warun-
kowo normalny), jezeli dla kazdego t € N warunkowy rozktad P (e, < x |Fi—1)

jest rozktadem normalnym N (ug,0?), tzn. dla dowolnego x € R

P <z|F-1)= / o exp (_(3/2012%)> dy.
t t

Zatem dla kazdego t € N warunkowa wartos¢ oczekiwana jest rowna

E (et |Fi-1) = pt,
natomiast warunkowa wariancja
Var (575 |ft_1) = Ut2‘

Kazdy element szeregu warunkowo normalnego {&;},. mozemy przedstawic
w postaci

€t = ¢ + Ot€g, (728)

gdzie {et}, o jest ciagiem niezaleznych zmiennych losowych o rozkltadzie
normalnym N (0,1). W literaturze finansowej wielkos¢ o, dla t € N jest

nazywana zmiennoscia (volatility).

7.2.1 Model ARCH

Model ARCH zostat wprowadzony poprzez R.F. Engle’a w 1982 roku
(patrz [18]). W 2003r. Robert Franklin Engle zostal laureatem Nagrody
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Banku Szwecji im. Alfreda Nobla w dziedzinie ekonomii (wraz z Brytyjczy-

n

kiem C.W.J. Grangerem) za " metody analizowania ekonomicznych szere-
gow czasowych ze zmiennymi w czasie wahaniami (ARCH)". Dla modelu

ARCH(p), p > 1 elementy szeregu czasowego {;},.y sa dane wzorem
Et = Ot€¢, (729)

gdzie {et}, o jest ciagiem niezaleznych zmiennych losowych o rozkladzie
normalnym N (0, 1), natomiast zmiennos¢ oy jest okreslona za pomoca row-
nania

0 =ap+arel g+ ..+ apaf,p, (7.30)

gdzie ag > 0,01 > 0, ..., > O oraz €5 = 0 dla s < 0. Dla szeregu czasowego
{et};en PoOstaci (7.29) parametr zmiennosci oy, t € N zachowuje si¢ niejed-
noznacznie (nie jest stalty), zalezy od poprzednich wartosci ;—1, ..., e¢—p.
W przedstawionym wyzej modelu dla kazdego t € N warunkowy roz-
ktad zmiennej losowej €; ze wzgledu na o—cialo F;_1 jest rozkladem nor-
malnym N (0,07), gdzie parametr zmiennosci oy speinia réwnanie (7.30).
Zmiennosé oy jest funkcja mierzalng ze wzgledu na o— ciato F;_1 (zalezy od
wartosci €41, ..., er—p). Powyzszy model w odroznieniu od modeli AR, MA,
ARMA, ARIMA opisuje efekt skupiania danych (clastering data), a miano-
wicie duze (mate) wartosci {e;},.y pociagaja za sobg duze (mate) wartosci
szeregu {&¢},cy W przyszlosci co do wartosci bezwzglednej (ogolnie nie wia-
domo jakiego znaku oraz w ktérym kierunku " przesung sie"wartosci, patrz
np. [1], [18], [52]). Wiecej o wlasnosciach modeli ARCH(p), p > 1 mozna
znalez¢ w pracy [21]. Rysunek 7.2 przedstawia symulacje szeregu {e:}; ;<190
postaci ARCH(1) dla parametrow ap = 0.6, oy = 0.3 1 warunku poczatko-
wego €1 = 2.
Wiasnosci modelu ARCH(p):

a. elementy szeregu oscyluja dookota poziomu zerowego
Eey =E(e4|Fi-1)=0dlat eN;

b. z definicji (7.29) wynika, ze elementy szeregu {e;},. sa nieskore-
lowane

FEeies=0dlat #s;
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Rysunek 7.2: Symulacja szeregu ARCH(1) dla parametrow ag = 0.6, a; =

0.3 i warunku poczatkowego 1 = 2.

c. drugi moment zwykly jest kombinacja liniowa drugich momentéw

zwyktych z p chwil poprzednich
Ee?=ap+a1Fe? | + ...+ oszsf_p dla t > p; (7.31)
d. warunkowa wariancja jest rowna kwadratowi parametru zmiennosci
E (e |Fio1) =o0f =ap+a1gpq + ... + apef_p dla t > p. (7.32)

Uwaga 7.1 Ze wzoru (7.31) wynika, zZe szereg drugich momentéw zwyklych
{Ea?}bp dla modelu ARCH(p), p > 1 jest okreslony za pomocq autoregresji

lintowej rzedu p.

Identyfikacja modelu ARCH(p).
Parametry modelu ARCH(p) identyfikujemy korzystajac z metody

najwiekszej wiarygodnosci. Niech dana bedzie realizacja szeregu czasowego
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{ethi<i<n- Ze wzordéw (7.29) oraz (7.30) wynika, ze dla p <t < N warun-

kowy rozktad ¢, ze wzgledu na o—ciato F;_1 jest réwny

pe|Fie1) = (e, 0, \/ao +onef 4+ ape ), (7.33)

gdzie

Y
y(x, p,0) = \/217“7 exp (—W) ) (7.34)

Warunkowy rozktad taczny zmiennych ,41,...,en jest dany wzorem

p(eptt,men|Fp) = plen|Fn-1)p(en—1|Fn=2) ... -D(ept1|Fp)
N
= H v(&4,0, \/040 + 0616?_1 + ...+ Oép€,2_p).
i=p+1

Funkcje wiarygodnodci definiujemy jako warunkowy rozktad taczny dla zmien-

nych €,41,...,en, zatem
L (5p+17 e EN,QQ, (X7, .., ap) =P (5p+17 < EN “Fp) .

Wyznaczenie parametréw g, a1, ..., o, polega na rozwigzaniu zadania po-
staci

max L(epi1y e EN, QO QT4 oeny QUp) 7.35
@0>0,a1>0,....0p>0 (p+7 ) ) ) PREES] p) ( )

Logarytm naturalny z funkcji wiarygodnosci jest rowny

N —
InL(ept1, .. €N, QO, QL4 ey ) = — 5 Py (2m)
1 < 1 X 2
—= In (a0+a152_1+...—|—ap82_ ) - = L
5 i:PZH i i-p) T 9 i:];l Qg+ aie? |+ ..+ apeg_p
N — 1
= — pln(27l'>—*f(040,041,...704p) ,
2 2
gdzie
N
f oo, o, ... 0p) = Z In (ag + e 4.+ apeg_p)
i=p+1
N 2

87,
Z ap+ o2+ Fape?
i=p+1 i—1 P=i—p
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Logarytm naturalny jest funkcja rosnaca, zatem zadanie (7.35) mozemy

sprowadzi¢ do postaci réwnowaznej

min fla, 1, 0p). (7.36)

ap>0,a12>0,...,a>0
Rozwiazujac zadanie (7.36) otrzymujemy oceny parametrow og, o, ..., 0y
dla modelu ARCH(p).

Uwaga 7.2 Im wickszy jest rzqd autoregresji p > 0 tym wicksza jest wartosé
funkcji wiarygodnosci w zadaniu (7.35), a zatem dopasowanie modelu do da-
nych empirycznych jest lepsze. Z drugiej strony estymacja zbyt duzej liczby
parametrow o, o, ..., 0y skutkuje wiekszymi btedami wewnetrznymi (kazdy
z parametréow wywotuje, generuje zaburzenia wewnetrzne w modelu) pod-
czas symulacji. Zeby znaleié " zoty srodek” (kompromis) pomiedzy rzedem
autoregresyi p > 0 a funkcjg wiarygodnosci, najczesciej stosuje sie kryterium

Akaike (patrz np. [2], [5], [57], [59])
AIC (p) = —2In L (ept1, .., EN, 0, 01,5 .oy 0p) + 2 (p+ 1)
lub kryterium Schwarza (patrz np. [48], [57], [59])
SIC (p) = —2InL (epg1, .., N, Q0,15 ooy ) + (p+ 1) In (N —p —1).

Najmniejsze wartosci wskaznikéow AIC (p) lub SIC (p) wskazujg na opty-
malng wielkosé rzedu autoregresyi p. Kryteria Akaike i Schwarza réwniez
stosujemy do wyznaczenia optymalnej liczby parametrow strukturalnych dla
modeli rodziny ARCH (np. GARCH, EGARCH itd.).

Model ARCH(1) jest najprostrzym przedstawicielem rodziny ARCH.

Elementy szeregu czasowego {&;},.y sa okreslone za pomocg réwnania

et =/ap+aie?_ e dlat €N, (7.37)

gdzie {ei}, o jest ciagiem niezaleznych zmiennych losowych o rozkltadzie

normalnym N (0,1). Ze wzoru (7.37) wynika, ze dla kazdego t > 1
EEt = 0,
Ee2 — 2
Et — OZO + a1E€t_1,

E (5? Fim1) = ao+ ae? .
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Widzimy, ze dla 0 < a1 < 1 elementy szeregu ARCH(1) maja skoriczone
drugie momenty (Ee? < oo dla kazdego ¢t > 1). Dodatkowo dla warunku
ag

22— elementy szeregu ARCH(1), postaci (7.37), maja

identyczne drugie momenty, tzn. dla kazdego t > 1

poczatkowego €2 =

QQ

2
Ee;

- 1-— a1 '
7.2.2 Model GARCH

Uogoélnieniem modelu ARCH(p), p € N jest model GARCH(p, q)

p,q € N (Generalized AutoRegressive Conditional Heteroscedastic model —

uogolniony model autoregresji z warunkowg niejednorodnoscia), ktory zostat
wprowadzony poprzez T. Bollerslev’a w 1986 roku (patrz [8]). Elementy

szeregu {&;},cy sa okreslone za pomocg réwnania
Et = Ot€t (738)

gdzie {et}, o jest ciagiem niezaleznych zmiennych losowych o rozkladzie

normalnym IV (0, 1), natomiast

0f =ap+ ol + ..+ apsf,p + Bro? |+ ..+ ﬂqat{q (7.39)
dla agp > 0,1 >0,...,0p > 0,81 >0,...,8, > 0 oraz e, = 05 = 0 dla s <0.

W rozwazanym przypadku, podobnie jak w modelu ARCH, warun-
kowa wariancja zachowuje sie niejednorodnie. Warunkowy rozktad
P (g¢ < 2 |Fi_1) jest rozktadem normalnym NN (0, 02), gdzie parametr zmien-
nosci oy jest dany wzorem (7.39). Parametr zmiennosci oy jest funkcja
mierzalng ze wzgledu na o— cialo F;_1, zalezy od &_1,...,6;—, poprzed-
nich wartosci element6éw szeregu czasowego {e;},c oraz warunkowych wa-
riancji o¢_1,...,04—¢ z q chwil poprzednich. Podobnie jak ARCH(p) model
GARCH(p, q) opisuje efekt skupiania danych (clastering data). Identyfi-
kujac realizacje szeregu czasowego {4}, modelem ARCH(p) potrzebu-
jemy zazwyczaj wiecej parametrow niz identyfikujac ten sam ciagg modelem
GARCH(p, q) (patrz [1],]19], [52]).
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Wtiasnosci modelu GARCH(p, q):

a. elementy szeregu {&;},. oscyluja dookota poziomu zerowego
Ee; = 0 dla dowolnego ¢ > 1; (7.40)

b. drugi moment zwykly zmiennej &, t > max (p, q) jest kombinacja

liniowa drugich momentéw zwyktych oraz jest dany wzorem

P q
ao+ > (i + Bi)Ee? .+ Y. BiEe? ;,, dla p<gq,
i=1 i=p+1
q p
Ee} =S aog+ Y (ai+Bi) Bl ;+ Y «iBef,, dla p>gq, (741)
i=1 i=q+1
p
o+ Y (o + B) Be}_, dla p=g;
=1

c. warunkowa wariancja zmiennej g¢, t > max (p, q) jest rowna kwa-

dratowi parametru zmiennosci
E (e} |Fio1) =0f = ao—i—ale?_l+...—|—apef_p+ﬁlaf_1+...+ﬁqat2_q. (7.42)

Uwaga 7.3 Ze wzoru 7.41 wynika, ze szereg drugich momentéw zwyktych
{E&??}DS dla modelu GARCH(p,q) jest okreslony za pomocq autoregresji

liniowej rzedu s = max (p, q).

Identyfikacja modelu GARCH(p, q).

Parametry modelu GARCH(p, q) identyfikujemy za pomoca metody
najwiekszej wiarygodnosci. Niech dana bedzie realizacja {Et}lgtSN szeregu
czasowego postaci (7.38). Dla kazdego t > max (p, q) warunkowy rozktad
zmiennej losowej ¢4 ze wzgledu na o—ciato F;_; jest rozkltadem normalnym.

Zatem dla t > max (p, ¢) mamy

p q
pEc|Fir) =7 |00, |ao+ Y e+ > Bior |, (7.43)
i=1 j=1

gdzie v (+) jest funkcja gestosci rozktadu normalnego okreglona wzorem (7.34).

Uwaga 7.4 W przypadku modeli GARCH, RGARCH, EGARCH utp. jezeli

w réwnaniu na warunkowq wariancje (7.42) wystepuje sktadowa opisujgca
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autoregresje wariancyi, to do okreslenia warunkowego rozktadu zmiennej lo-
sowej € dla t > max (p,q) ze wzgledu na o—ciato Fy—1 (wedlug (7.43))
uzZywamy estymatorow wariancyi 0'1;2—17 ...,O't2_q. Ze wzoru (7.40) wynika, Ze
wartosé oczekiwana elementow szerequ czasoweqgo {Et}teN jest rowna zero,
zatem warto$ci estymatorow warunkowej wariancii wyznaczamy za pomocy
WZOTU

o 1

6= ((t-1)ot, +2). (7.44)

z warunkiem poczgtkowym &1 = |e1].

Korzystajac z niezaleznosci zmiennych €gy1,..., e funkcje wiarygod-

nosci definiujemy jako warunkowy rozktad taczny dla zmiennych €541, ...,en

L(Es—i—la "'7€N7a7/8) :p(€s+1a - EN ‘Fs)

N P q
_ 2 2
- H Y\ &t Oa ap + E ey, + E Bjo-tfj )
i=1 j=1

t=s+1

gdzie s = max(p,q) oraz a = (g, 0,...,ap), B = (b1,.... By). Wartosci
parametréow «, § wyznaczamy rozwiazujac zadanie programowania nielinio-
wego

L(€si1y N0, B) 7.45
S (Es+1 - EN, i, B) (7.45)

gdzie

D= {(a,ﬁ) eRPH X RT: g > 0,01 > 0,...,ap > 0,81 > 0,..., By > o}.

Logarytm naturalny z funkcji wiarygodnosci jest rowny

N —s

InL(esy1,-en,a,fB) = — In (27)

N 2

1 p 4q €
-5 Y (mlao+d ot i +> Biot |+ D :
i=1 Jj=1

q
t=s+1 ap + Z 0%%4 + Z 5]‘0?7]‘
i=1 j=1

N —s 1
== - 5f (),
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gdzie

N p q
fla,B) = Z In | oo +Zai5tz—i +Z/8jatz—j
=1 =1

t=s+1
N

ef
+ 2

v q :
t=stlag+ ) ey, + 3. Bjo
i=1 j=1

Korzystajac z whasnosci funkcji logarytm naturalny zadanie (7.45) mozemy

sprowadzi¢ do postaci rownowaznej

min f («, ). (7.46)

(e, 8)ED

Uwaga 7.5 Do wyznaczenia optymalnej liczby parametrow w modelu
GARCH(p,q) postugujemy sie kryteriami Akaike AIC (p,q) lub Schwarza
SIC (p,q) (patrz np. [2], [5], [57], [59]), gdzie

AIO(pv(J) = —2111L(€p+1,...,€]\[,04,ﬁ)+2(p+(]+1),

SIC (p,q) = —2InL(epy1,...en,o,8)+p+q+1)In(N—-p—q—1).

7.2.3 Model RGARCH

Uogoélnieniem modelu GARCH(p, q) jest model RGARCH(p, ¢, )
p,q,7 € N (Randomized Generalized AutoRegressive Conditional Hetero-

scedastic model-randomizowany uogé6lniony model autoregresji z warunkowa
niejednorodnoscia). Powyzszy model oprocz wartosci elementow szeregu
{et},en oraz warunkowej zmiennosci z chwil poprzednich uwzglednia do-
datkowe czynniki wplywajace na zmienno$¢ elementow tego szeregu (np.
zmienno$¢ stopy zwrotu z akcji sektora paliwowego zalezy od wartosci stop
zwrotu i zmiennosci z poprzednich okreséw oraz dodatkowo zalezy od wy-
powiedzi ekspertow odnosnie tego sektora).

Niech (€, F, P) bedzie przestrzenia probabilistyczna, {e},cn — cia-
giem niezaleznych zmiennych losowych o rozktadzie normalnym
N(0,1), natomiast {&},cy — ciagiem nieujemnych niezaleznych zmiennych

losowych o rozktadzie ¢ (£, 0). Zmienne losowe &, t € N generuja (wywoluja)
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dodatkowy wplyw na zmienno$¢ elementow szeregu {e;}, o - Zaktadamy sto-
chastyczng niezaleznos¢ wszystkich wymienionych obiektow. Niech F7 =
o{e,e,.... €}, ]:f =0 {&,%,...,&}, j € N oznaczaja niemalejaca rodziny
o—cial na przestrzeni probabilistycznej (Q,F,P) oraz

§=F5 =1{0,Q}. Niech F; = F5 V F; dla j € N.
Dla modelu RGARCH(p, ¢,7), p,q,7 € N (patrz [57|) elementy szeregu

{ei}1en s okreslone za pomocy réwnania
Et = Ot€yq, (747)

gdzie zmienno$é¢ oy elementow szeregu czasowego jest dana wzorem

r p q
Ut2 = aqg + Z M€ + Z CMZ*E?,i + Z 53'0?7]-, (7.48)
k=1 i=1 j=1

gdzie ag > 0,000 > 0,...,0p > 0,61 > 0,...,8, > 0, A1 > 0,...; A\, > 0 oraz
s =& =05 = 0dla s <0. Widzimy zatem, ze klasa modeli RGARCH jest
bogatsza niz klasa modeli GARCH. Z definicji modeli GARCH i RGARCH

wynika symboliczna réwnoéé:
RGARCH (p,¢,0) = GARCH (p, q) .

Wtasnosci modelu RGARCH(p, ¢, 7):

a. elementy szeregu oscyluja dookota poziomu zerowego
FEe; = 0 dla dowolnego ¢ > 1;

b. dla dowolnego ¢ > max (p, q, ) warunkowa wariancja jest rowna

r p q
E (83 ‘ft—l) = oo + Z A& + Z aisf_i + Z 5j0t2—j-

k=1 i=1 j=1

Warunkowy rozktad P (g4 < z|F;_1) jest rozkladem normalnym IN(0,02),
gdzie o7 spetia réwnanie (7.48). Parametr zmiennoéci o; jest funkcja
mierzalng ze wzgledu na o— ciato F;_1 (zalezy od wartosci e/—1, ..., &4—p,

Ot—1y ey Ut—Q) gt—lu ceey ft—’r‘)~
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Identyfikacja modelu RGARCH(p,q,r).

Parametry modelu RGARCH(r, p, ¢) identyfikujemy korzystajac z me-
tody najwiekszej wiarygodnosci. Oprocz identyfikacji p + g + 7 + 1 parame-
trow modelu postaci (7.47)-(7.48) nalezy roéwniez skonstruowac estymatory
wektora nieznanych parametréw 6 € D dla ciggu niezaleznych zmiennych lo-
sowych {&},cy (zaktadamy, ze dla dowolnego ¢ > 1 zmienne losowe &; maja
rozktad ¢ (,0)), gdzie D oznacza zbiér mozliwych wartosci wektora 6.

Wprowadzmy nastepujace oznaczenia o = (ag,0q,...,Qp),
B = (B1,--89), A = (M1,...,; A\r). Niech dane beda realizacje szeregéw
{Et}lgtSN oraz {ft}lgtSN—l' Z niezaleznosci €y, ..., €N, &1, ..., En—1 wynika,
ze dla kazdego t > max (p, q,r) warunkowy rozktad zmiennej losowej &; ze

wzgledu na o—ciato F;_; jest dany wzorem

r p q
pEFir) =7 a0, |ao+ > M&w+ Y et + > Bior |,
k=1 i—1 j=

(7.49)
gdzie v () jest funkcja gestosci rozktadu normalnego postaci (7.34), nato-
miast wartosci estymatorow oq,..,0n Szacujemy za pomocy (7.44).
W rozwazanym przypadku funkcje wiarygodnosci definiujemy jako warun-

kowy rozktad taczny dla zmiennych €541, ...,en 1 &1, .., EN—1

L(€5+1, “'7€N7§17 ...,€N_1,0é,5,)\,9> :p(ES-Fl?---?EN ‘fs)p(fh "-7€N—1)

N r p q N-—1
= ] v {0, o+ D> Mber+ D> cuct+ > Bior, | [] ¢ (& 0).
k=1 i=1 j=1 k=1

t=s+1
gdzie s = max (p,q,r). Wartosci parametréow strukturalnych ag, o, ..., o,
B,y Bgs M,...; Ar oraz 0 wyznaczamy rozwigzac¢ zadanie programowania
nieliniowego
max L (€541, eN,&1, - EN_1,,8,\,0), 7.50
i (€541 Ny &y EN—1, 0, 8,0, 0) (7.50)
gdzie
(o, B, 1, 0) € RPHD x RI X R™ x Dy : ag > 0,01 >0,...,ap > 0,
D= ﬂlzoa"'vﬁqzoa
A1 >0,..,0 >0.
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Logarytm naturalny z funkcji wiarygodnosci jest réwny

S
In [L (5s+1, "'75]\/761, "',nghO‘a/Ba )‘7 9)] = - In (271')

4_,§:1n ao+§:Aﬁtk+§:aﬁtr+§:@Utz

t=s+1
1%; ef -
t
_5 - » , 7 , + Zlng&(fk,ﬁ)
t=stlag + 3 Aei—k + Do aigp_; + 3 Bjog_; k=1
=1 i=1 j=1

N

_ 1
_ QSm@m—ifmﬂAﬁ%

gdzie

f (o, 8,),0) = Zln ao+ZAkak+Zazsm+Zﬁjom

t=s+1
N 8? -
+ Z r V4 q _22111()0(514579)

t=stlag + 30 Mk + )0 aigi , + 3 Bio7
k=1 i=1 =1

Korzystajac z whasnosci funkeji logarytmu naturalnego, zadanie (7.50) mo-
zemy sprowadzi¢ do postaci

(a,ﬁ{%}g)eDf (o, B, N\, 0) . (7.51)
Przyktad 7.5 Dane sq realizacje szeregow {5t}1§t§20 o wartosciach 0.2,
0, -0.42, 0.36, 0.2, -0.95, -1.19, -0.47, -0.45, 0.11, -0.17, -0.55, -0.1, 1.1,
-0.31, 0.69, 0.75, 0.84, -0.79, 1.65 oraz {&}1<1<19 0 wartosciach 0, 1, 1, 1,
1, 0, 0,0, 0,1, 0, 1, 1, 1, 0, 0, 1, 1, 1. D_ol;ona,my identyfikacji szeregu
czasowego {et}, o postaci RGARCH(1,1,1), jezeli wymuszenia zewngtrzne
{&t}ien sa niezaleznymi zmiennymi losowymi o rozktadzie zero-jedynkowym.

Elementy szeregqu RGARCH(1,1,1) sq okreslone wzorem
Et = Ot€¢, (752)

gdzie {€;},c jest ciggiem niezaleznych zmiennych losowych o rozktadzie nor-

malnym N (0, 1). Warunkowa wariancja elementow szeregu {€;},cn wynosi

at2 =ag+ A1+ ozlsf_l + ﬁaf_l, (7.53)
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gdzie ag > 0,01 > 0,8 > 0, X > 0, natomiast {&},cy jest ciggiem niezalez-

nych zmiennych losowych o rozktadzie
p(x,0) =P (=) =0"(1-0)""

dla 0 < 0 <1 oraz x € {0,1}. W rozwazanym przypadku nalezy oszaco-
waé parametry oq, a1, B, N, 0. Wartosci estymatoréw tych parametrow wy-
znaczamy rozwigzujgc zadanie programowania nieliniowego
min o, a1, B, A, 0), 7.54
(ao,ahﬁ,)\,@)EDf( 01,5 ) ( )
gdzie

N

f (a0a aq, 57 )‘79) = Zln (Oé() + )\gtfl + a15t2—1 + ﬂa?—l)
t=2
N 9 N-1

+ 3 il —2i(§kln0+(1—§k)ln(1—0))

B) 2
S o0t A1+ aqer | + Bo? —

oraz D = {(ao,al,ﬁ,)\,e) € R*x[0,1] : g > 0,01 20,620,)\20}. Dla

zadania (7.54) warunek konieczny istnienia ekstremum ma postaé uktadu

rownan 2

Z 9i (Oé(), ag, 67 >\) = Oa
20
Z 512_191' (Oé(), Oél, 57 )‘) - 07
12202
Z U?flgi (Oé(), ar, 57 A) = 07 (755)
"%
Z gi—lgi (a07 aq, /67 >\) = 07
=2 19 19

& 19-30 &

k=1 k=1

\ 7 — 19 =0,

gdzie dla 2 <t <20
_ et
a0+ —1+aie;_+Bo7

Qg+ A1 +aie? |+ Boi

gt (Oé(),O[l,B, )\) =

Funkcja f (g, a1, B, A, 0) osigga minimum dla ag = 0.224, a3 = 0.34,
B = 0.284, A\ = 0.155 oraz 0 = %. Zatem elementy szeregu {€¢},cn no-

lezy modelowaé za pomocq réwnania

e = /0224 + 0.155¢, 1 +0.224¢7 | +0.28407 ey,
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gdzie {€t},cn jest ciggiem niezaleinych zmiennych losowych o rozktadzie
normalnym N (0,1), natomiast {&},cy jest ciggiem niezaleznych zmien-

nych losowych o rozktadzie zero-jedynkowym z prawdopodobienstwem sukcesu

— U
0= 19

7.2.4 Model EGARCH

W 1976 r. F. Black zaobserwowal pewne zjawisko na rynkach finanso-
wych, ktére polegalo na wzrodcie zmiennogsci indekséw po uprzednich spad-
kach cen, a mianowicie ;1 i o; byly ujemnie skorelowane. W literaturze
finansowaej powyzsze zjawisko nazywane jest efektem dzwigni " leverage
effect" (czasami w literaturze okreslane jako efekt asymetrii). Za pomoca
modeli ARCH i GARCH powyzszego zjawiska nie da sie opisaé. Dla opisu
efektu dzwigni wskazanego przez F. Blacka w 1991 r. D.B. Nelson (patrz
[41]) zaproponowal uzycie modelu EGARCH(p, q), p,q € N (Exponential
Generalized AutoRegressive Conditional Heteroscedastic model - wyktadni-
czy uogoblniony model autoregresji z warunkowsa niejednorodnoscia). Wedtug
D.B. Nelsona elementy szeregu czasowego {&;},cy nalezy modelowac za po-

mocg réwnania

€t = Ot€t, (7.56)

gdzie {e},cn jest ciggiem niezaleznych zmiennych losowych o rozktadzie

normalnym N (0,1). Parametr zmiennosci o, jest dany wzorem

p
2
Ino? = ag + Zaj leetj +n <|etj| — \/?)

j=1

q
+ Zﬁi Ino?,; (7.57)
=1

gdzie ag > 0,1 > 0,...,0p > 0,61 > 0,...,8, > 0 oraz e, = 05 = 0 dla

s < 0. W rozwazanym przypadku asymetria jest spowodowana wplywem
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kombinacji liniowej elementow e,_; oraz |e;,—;|. Zauwazmy, ze

T z? T z2
Ele| = / e_2dx:2/ e 2dx
V2 V2
—00 i 0 i
1

Ee = Qdiﬂ_\[/

Beldl = 2F (1) Ve,
gdzie F () jest dystrybuanta rozkladu normalnego N(0,1) oraz
F (1) ~ 0.8413.

Warunkowy rozklad P (e < x|Fi—1) jest rozkladem normalnym
N(0,02), gdzie parametr zmiennosci o; spetnia réwnanie (7.57). Parametr
zmiennosci oy jest funkcja mierzalng ze wzgledu na o— ciato Fy_1 (zalezy
od poprzednich wartosci e,—1,...,6¢—p 1 O4—1, ..., Ot—q)-

Wtiasnosci modelu EGARCH(p, q):

a. elementy szeregu oscyluja dookota poziomu zerowego
Ee; = 0 dla dowolnego t > 1;

b. dla dowolnego ¢ > max (p, ¢, ) warunkowa wariancja jest rowna

P q
2
E (e} |Fim1) =exp | ap + Zaj [96tj +n <|etj| - >] 36;.
T i=1

j=1
Identyfikacja modelu EGARCH(p, q).

Parametry modelu EGARCH(p, q), p,q € N identyfikujemy korzy-
stajac z metody najwiekszej wiarygodnosci. Niech dana bedzie realizacja
{ethi<i<n szeregu czasowego postaci (7.56)-(7.57). Dla kazdego
t > max (p, q) warunkowy rozktad zmiennej losowej £ ze wzgledu na o—ciato

Fi—1 jest dany wzorem

p(et|Fi-1) = (7.58)

p q
ap 1 Et—j el /2 26
0, N TR [ il )2 i,
v|Enlexp | 5 +2j_104][U ‘+77<Ut_j . Z]_:[1 t—i
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gdzie v () jest funkcja gestosci rozkltadu normalnego N (0,1) (patrz wzor
(7.34)), natomiast dla ¢t > 1 wartosci estymatoréw oy szacujemy za pomoca
(7.44). Niech a = (ap,a1,...,ap), B = (B1,..., Bg). Funkcje wiarygodno-

§ci definiujemy jako warunkowy rozktad taczny dla zmiennych 441, ..., €n,
przyjmujac
N
L(gst1y-0s6N,0,8,0,m) =D (Est1y -y N | Fs) = H p (et | Fie1)
t=s+1

gdzie s = max (p,q). Wartosci parametrow «, (3, 6, n wyznaczamy rozwia-

zujac zadanie programowania nieliniowego postaci

max L (esq1,...,en,a,5,0,1m), 7.59
s (€st1,-rEn, . 8,60,m) (7.59)

gdzie

a,B3,0,n) e RPYL X RI2: o5 > 0,01 >0,...,a, >0,
D= P
pf12>0,...,8,=>0

Logarytm naturalny z funkcji wiarygodnosci wynosi

N —s

IDL(ES+1,...,5N,0Z,5,9,T]) = - ln(2ﬂ-)

1 & L e leri| 2
- lpStzd Etogl _ 2
3 3 w2 [%t_ﬁ”(at_j ﬁ)

q
2
+ E Bilnoi_;
t=s+1 =1

- =il _ /2 T2,
J— Z €t exXp | —&p — ZO@ T T - ; Oy
J —J ;

t s+1 i=1

N_
= -= 1n(27r)—§f(a,ﬁ,9,n),

gdzie
f(aw@aevn) = (N_ 5)00

N 4
|et—5] \/5
+ Z Qg [ o1 (Utj -
j=1

t=s+1

q

Et—jg 2 —28;

+ E z-:t exp | —ag — g aj [ - <‘J|—\/7>] atfiﬁ.
Ot—j Ot—j ™ "

t=s+1 =1

q
+ Z Bilno? ,
=1
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Korzystajac z wlasnosci funkcji logarytmu naturalnego zadanie (7.59) mo-
zemy przedstawi¢ w postaci

min a,8,0,n). 7.60
(W’em)eDf (a, 8,0,m) (7.60)

7.2.5 Model TARCH

Model TARCH(p, q), p, ¢ € N (Threshold AutoRegressive Conditional
Heteroscedastic model — progowy model autoregresji z warunkowa niejedno-
rodnoscia) po raz pierwszy zostal zaprezentowany przez Tonga w 1990 r.

(patrz [56]). Elementy szeregu {e;},c sa okreslone za pomocg réwnania

€t = [t + Ot€t, (7.61)
gdzie
q . . .
ny = Z IAi (5t7q) [/\6 + )\1157571 —+ ...+ )\3}6757(1] R (762)
i=1
02 = ap+aogEl ..+ apsf_p, (7.63)

natomiast I4 (z) jest indykatorem zbioru A, tzn.

Ia(2) 1, jezeli x€ A,
A\T) =
0, jezeli z ¢ A,

oraz {€:},cx jest ciagiem niezaleznych zmiennych losowych o rozktadzie nor-
malnym N (0,1). Dodatkowo zakladamy, ze zbiory Ap, Ag,..., A4 sa roz-
taczne oraz A U Ao U ...U A, = R, natomiast o9 > 0,1 > 0,...,ap > 0 .
Wielkos¢ g > 1 nazywamy op6znieniem czasowym, a wielkos¢ p > 1 rzedem
regresji liniowej warunkowej niejednorodnosci (heteroskedastycznosei). Po-
wyzszy model rowniez opisuje efekt asymetrii. Widzimy, ze model TARCH
powstal jako polacznie modelu progowego, ktory reprezentuje trend (7.62)
dookota ktorego oscyluja elementy szeregu czasowego {&¢},c, oraz modelu

ARCH (warunkowa niejednorodnos¢ jest okreslona wzorem (7.63)). Wiecej
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na temat modelu TARCH mozna znalez¢ w [60]. Niech

I, (t—q) AAL L 1

I _ DYDY _
IO L I e Y

L, i) | NN ey |

Trend (7.62), dookota ktorego oscylujg elementy szeregu czasowego {e¢},cn,

mozemy przedstawi¢ w postaci

d
je = () = 17 (1) AG. (7.64)
Wtiasnosci modelu TARCH(p, q):
a. dla dowolnego ¢t > max (p, q) warunkowa warto$¢ oczekiwana jest

rowna

E(et|Fi-1) = pe (A) ;

b. dla dowolnego ¢ > max (p,q,r) warunkowa wariancja jest dana

wzorem

E ((5t - ,ut)2 |]-'t,1> = qag + alef_l 4+ .+ apef_p.

Warunkowy rozktad P (e; < x|F;_1) jest rozktadem normalnym N (uy, 02).
Widzimy réowniez, ze parametry sredniej p; oraz odchylenia o; s3 funkcjami
mierzalnymi ze wzgledu na o— ciato 51 (dla ¢ > max (p,q) zaleza od
Warto$ci €41, -+ Et—max(p,q))-

Identyfikacja modelu TARCH(p, q).

Parametry modelu TARCH(p) identyfikujemy korzystajac z metody
najwiekszej wiarygodnosci. W rozwazanym przypadku nalezy wyznaczy¢
parametry progowych poziomoéw oscylacji dla funkgeji trendu py (nalezy osza-
cowaé (q + 1) x g parametrow dla macierzy A) oraz parametry strukturalne
dla warunkowej niejednorodnosci o7 (parametry ag, a1, ..., o). Niech dana
bedzie realizacja szeregu {1}y Ze wzorow (7.61)—(7.63) wynika, ze

warunkowy rozktad elementow szeregu {e},_, jest réwny

p (€t \]:t—l) = '7(5t7 ot Ut)’ (7-65)
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gdzie s = max (p, q) oraz funkcja gestosci y( ) jest okreslona wzorem (7.34).

Warunkowy rozktad taczny zmiennych €441, ...,en jest okreslony wzorem

P (Est1smen|Fs) = plenv|Fvaa)p(Eenv—1|Fn-a) ... p(esy1|Fs)

N
= H 7(51'7:“7570-2')'

i=s+1
Funkcje wiarygodnosci definiujemy jako warunkowy rozklad taczny zmien-

nych €541, ...,eN
L (€5+1, .., EN, Qp, 7, ...,ap) = p(58+1, .y EN ‘Fs) .

Wyznaczenie parametréw macierzy A oraz parametréw autoregresji

a = (ag, a1, ..., ap) polega na rozwiagzaniu zadania

L(Est1,nen, A, ), 7.6
nax (Est+15 6N, A @) (7.66)

gdzie D = {(A,a) € ROTDXT 5 RPHL 1 g > 0,01 > 0, ..., a5 > 0}.

Logarytm naturalny z funkcji wiarygodnosci jest rowny

N 2

N-—s 1 (i — pi (A))

InL(epy1,...en, N,a) = — In(27) — =

2 2 i:zs—:i-l a0+ e |+ ..+ apa?_p
N
1 N — 1
—3 Z In (g + 1€F 1+ o+ apsg_p) = — " In (2m) — §f (A o)
i=s5+1

gdzie

N
fAa) = Z In (g + e |+t apsf_p)

i=s+1
Y ei — pii (A))?
IR SNCETTCV

ap+oqe? |+ Fape?
i—1 P<i—p

i=s+1

Logarytm naturalny jest funkcja rosnaca, zatem zadanie (7.66) mozemy

sprowadzi¢ do postaci ronowaznej

i A a). 7.67
(Ar’%relDf (A, ) (7.67)
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7.2.6 Model HARCH

W niektorych przypadkach autokorelacje pomiedzy elementami sze-
regu Czasowego {6?} teN zanika wolnej niz pomiedzy elementami szeregu
{et}ien- Jest to efekt "diugiej pamieci”, ktory nie zawsze da si¢ uwzgled-
ni¢ za pomoca ARCH lub GARCH. Efekt dlugiej pamieci opisuje model
HARCH(p), p € N (Heterogeneous AutoRegressive Conditional Heterosce-
dastic model), ktory zostal przedstawiony w 1995 roku w pracach Muller
U.A., Dacorogna M.M., Dave R.D.; Olsen R.B., Pictet O.V., von Weiz-
sacker J.E (parz |39]) oraz Dacorogna M.M., Embrechts P., Samorodnitsky
G. (patrz [14]). Na podstawie modelu HARCH(p) identyfikowane byty 30-
minutowe zwroty kursu wymiany USD/DEM na podstawie danych z okresu
1-01-1987 do 1-01-1995.

Dla modelu HARCH(p), p > 1 elementy szeregu {e;},c sa okreslone
7a pomocy rownania

€t = Ot€t, (7.68)

gdzie {ei}, o jest ciagiem niezaleznych zmiennych losowych o rozkladzie

normalnym NN (0, 1). Parametr zmiennosci oy jest dany wzorem
2

P 7
o2 =ag+ Z o Zst_j , (7.69)
i=1 j=1

natomiast og > 0,07 > 0,...,ap-1 > 0,0 > 0 oraz e5 = 0 dla s < 0.
Widzimy, ze na zmiany wartosci o; wpltywaja nie tylko wielkosci elementow
szeregu {&¢},cy ale rowniez znaki tych elementow.

Identycznie jak dla modeli z rodziny ARCH warunkowy rozktad zmien-
nej losowej ¢; ze wzgledu na o—cialo F;_1 jest rozkladem normalnym
N(0,02), gdzie parametr zmiennosci spetnia réwnanie (7.69). Warunkowa
wariancja o2 jest funkcja mierzalng ze wzgledu na o— ciato F;_1 (zalezy od

wartosci e4-1, ..., er—p).

Wtasnos$ci modelu HARCH (p):

a. elementy szeregu oscyluja dookota poziomu zerowego

Ee; = 0 dla dowolnego t > 1;
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b. dla dowolnego ¢ > p warunkowa wariancja jest dana wzorem

P
E (6? | Fio1) = a0 + Z%‘@ (t),

i=1
gdzie
: 2
¢i(t) =D ey - (7.70)
j=1
W przypadku, gdy p = 1 otrzymujemy model ARCH(1) (tzn.

HARCH(1) =ARCH(1)).

Identyfikacja modelu HARCH(p).

Parametry modelu HARCH(p) identyfikujemy korzystajac z metody
najwiekszej wiarygodnodci. Niech dana bedzie realizacja szeregu czasowego
{eth<i<n- Ze wzoréw (7.68) oraz (7.69) wynika, ze warunkowy rozklad

elementow szeregu {e:},, ;< jest réwny
b (gt |Ft—1) = 7(57& 07 Ut); (771)

gdzie () jest funkcja gestosci dla rozktadu IN(0,02) okreslong wzorem

(7.34). Zatem warunkowy rozklad taczny zmiennych €,,1,...,eny wynosi

pept1,en|Fp) = plen|Fna1)plen-1l|Fn-2) - p(ept1|Fp)

N
= H ’7(61,0,01).

i=p+1

Funkcje wiarygodnosci definiujemy jako warunkowy rozktad taczny dla zmien-

nych g,41,...,en
L(epg1, . N, 0, Q14 ooy 0p) =D (Ept1, s EN | Fp) -
Wyznaczenie parametréow o, aq, ..., &, polega na rozwigzaniu zadania

max L(epi1y oy EN, QO Qs eeny QUp) 7.72
00>0,01 >0,...,p >0 (Ept1s o1 EN, @0, 01, s Op) (7.72)
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Logarytm naturalny z funkcji wiarygodnosci wynosi

N-—p

lnL(€p+1,...,EN,ao,al,...,ap):— ln(27r)

1 N
_5 Z In (ao —+ 041(251 (t) + ...+ ap¢p (t))

t=p+1
g €;
5 t_%:d ag+ a1 () + ... + apdp (1)
= _N2—p In (27) — %f(ag,al, Q)
gdzie
N
[ lag,a, .. ap) = Z In (ap + a1¢1 (t) + ... + apy (1))
t=p+1

N 2

+t:zp;rl ag + o1y () + ... + apdy (1)

Logarytm naturalny jest funkcja rosnaca, zatem zadanie (7.72) mozemy
sprowadzi¢ do zadania

flag,aq,...,ap). (7.73)

min
ap>0,a12>0,...,0>0

Rysunek 7.3 przedstawia zachowania szeregdéw czasowych modeli
ARCH(1), GARCH(1,1) oraz HARCH(2) dla uprzednio wygenerowanego
ciggu realizacji niezaleznych zmiennych losowych {€ }5.,10, 0 rozkladzie
N (0,1). Dla powyzszych modeli zostaly przyjete nasthu}@ce wartosci pa-
rametrow strukturalnych ag = 0.2, a3 = 0.4, ag = f = 0.23 oraz warunek
poczatkowy €1 =11 e = 0.2.

Wartosci szeregow czasowych ARCH(1), GARCH(1, 1), HARCH(2)

zosta}y wygenerowane za pomoca réwnania
Et = Ot€t dla ¢ Z 3, (774)

gdzie {€}5.,100 jest realizacja ciggu niezaleznych zmiennych losowych

o rozkladzie N (0, 1). Parametr zmiennosci dla modelu ARCH(1) jest dany
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5 1 \
0 \W“AMMWMM 0 P N
-5 . -1 . . .
0 50 100 0 5 10 15 20
Symulacja szeregu ARCH(T) Funkcja autokaorelac)i dla ARCHIT)
5 1 \
e O L e
5 . - . : .
0 a0 100 0 5 10 15 20
Symulacja szeregu GARCHT 1) Funkcja autokorelacji dla GARCH(1,1)
5 1 \_
0 WWWW i
5 . -1 . : .
0 50 100 0 5 10 15 20
Symulacja szeregu HARCH(Z) Funkcja autokaorelacji dla HARCHZ)

Rysunek 7.3: Symulacje szeregow ARCH(1), GARCH(1,1), HARCH(2) oraz war-

tosci funkcji autokorelacji.

wzorem

or = /oo + aie? 4, (7.75)

dla modelu GARCH(1,1)

oy = /oo + il + Bol 4, (7.76)

natomiast dla modelu HARCH(2)

o = \/Ozo + 0415?,1 + as (5t71 + €t72)2. (7.77)

Dla kazdego z szeregowARCH(1), GARCH(1,1) i HARCH(2) na ry-
sunku 7.3 przedstawiono dodatkowo wartosci funkcji autokorelacji rr,
0 <7 <20. Widzimy zatem, ze wartos¢i funkcji autokorelacji oscyluja

dookota poziomu zero, praktycznie dla 7 > 1. Brak zwiazku pomiedzy
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elementami ¢; i g4, dla 7 > 1 wynika z definicji tych elementéow (patrz
wzor (7.74)) oraz jest spowodowany multiplikatywnym wejsciem "biatego
szumu" jako ciggu niezaleznych zmiennych losowych {Et}:ﬂgtgloo o rozkla-
dzie N (0,1).



Rozdzial 8

Filtracja ciagoéw warunkowo

normalnych

Niech (2, F, P) bedzie przestrzenia probabilistyczna. Ponizej rozwa-
zamy szereg Czasowy {&}teNO, elementy ktorego sa okreslone za pomoca

rownania

§t+1 = Ao (ta 5) + A1 (tv é) 0+ B (tv é) €t+1,

gdzie Ag : NxR™1 5 R A NxR™E 5 Rk B - NxRMWX — Rx™,
natomiast {e;},cy jest ciggiem niezaleznych m—wymiarowych wektorow lo-
sowych o rozkladzie normalnym N (0,1), 0 € R™ jest wektorem o wspol-
rzednych zerowych, I € R™*™ jest macierza jednostkowa. Zakladamy, ze
wektor losowy 6 :  — R¥ ma rozktad normalny IN (mg,7o) oraz jest sto-
chastycznie niezalezny od elementow szeregu {e;},.y. Zagadnienie filtracji
polega na oszacowaniu wektora ¢ na podstawie realizacji {§s}< <, (Patrz
np.[36], [44]). Rozpatrywany szereg czasowy {{;},cy jest szeregiem gaussow-
skim (elementy &, t € N maja rozktady normalne).

Niech ff =0 {&1,&,....&}, t € Noznacza niemalejaca rodzine o—cial
na przestrzeni probabilistycznej (Q, F, P) oraz .7-"06 = {0, Q} . Dodatkowo za-
kladamy, ze Ag (t,€) € R™1, A; (t,€) € R™¥F, B (t,£) € R™™™ s3 mierzalne
ze wzgledu na o—ciato .7-"5. Optymalny estymator w sensie §redniokwadra-

towym wektora nieznanych parametrow 6 ("filtr Kalmana - Bucy’ego") na



238 8. Filtracja ciagéw warunkowo normalnych

podstawie obserwacji {&}y<,<; Pokrywa sie z warunkowa wartoscia oczeki-
wana
mi=E (0] 7).
natomiast btad estymacji (filtracji) jest rowny warunkowej macierzy kowa-
riancji
v=E ((e — ) (0 — my)” ]ff) .

W rozwazanym przypadku wektor m; i macierz v, t € N zostana wyprowa-
dzone 7z twierdzenia o korelacji normalnej (bez uzycia aparatu teorii martyn-
galow). Wektor warunkowej wartosci oczekiwanej my; oraz macierz warunko-
wej kowariancji 4 zostana przedstawione w postaci réwnan rekurencyjnych,

co jest bardzo uzyteczne dla praktycznego wykorzystania optymalnego filtru.

8.1 Twierdzenie o korelacji normalnej

Na poczatek przypomnijmy proste wlasnosci wektoréow losowych

&1

o rozktadzie normalnym. Niech & = bedzie wektorem losowym

&n

o rozktadzie normalnym N (m, @), gdzie m € R", @ € R™*" oraz
m=Ef, Q=E(E-m)E-m)" .

Zaktadamy, ze macierz (Q jest macierza nieosobliwg (det@ # 0), wiec takze
dodatnio okreslona. Dla dowolnego z € R™ funkcja charakterystyczna wek-

tora losowego £ jest dana wzorem
1
@e (2) = Eexp (isz) = exp (isz - 2zTQz) : (8.1)

Wiasnosci wektoréow losowych o rozkladzie normalnym:

1. Jezeli wektor losowy £ : © — R™ ma rozklad normalny N (m,Q),
macierz A € R™ "™ jest macierza deterministyczna, a € R™  wektorem
deterministycznym, to wektor losowy p = A& 4+ a ma rozktad normalny

N (Am +a, AQAT), gdzie wektor wartosci oczekiwanych wynosi

Eu=FE(A{+a)=Am + a,
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natomiast macierz kowariancji

cov(p,p) = E(u—Ep)(p—Ep)’
= E(Af4+a—Am—a)(AS+a— Am —a)T
= E(A(E—m))(A(E—m))" = AQA".

Funkcja charakterystyczna wektora losowego p jest rowna

ou(2) = Eexp (z'zT,u) = exp <izT (Am +a) — ;ZTAQATZ> : (8.2)

€1

2. Niech wektor losowy ¢ = | ... | ma rozklad normalny IV (0, 1),
En

gdzie 0 € R"™ jest wektorem o wspolrzednych zerowych oraz macierz

I € R™" jest macierza jednostkowa. Zatem Fe; = 0 dla dowolnego
1 <75 <noraz
1, dlai=j,
Eeiej =
0, dlai# j,

poniewaz sktadowe wektora losowego € sa niezalezne. Jezeli wektor losowy
¢ ma rozktad normalny N (m,Q), to z wlasnosci 1 wynika, ze wektor &

mozemy przedstawi¢ w postaci

¢ =Qre+m.
61 &1

3. Niech 6 = 1€ = beda wektorami losowymi
sz gn

o rozktadach normalnych IN (mg, Qg) i N (mg, Q¢) odpowiednio. Jezeli wek-
tory losowe 6 i ¢ sa niezalezne, to macierz kowariancji wektorow 6 i & jest
macierza zerowa oraz funkcja charakterystyczna wektora (0,&) € R¥7 jest

dana wzorem

Poe (x,2) = Fexp(i(a"0+27€)) = ¢ () o) (2)

1 1
= exp (i.’L‘ng — ZmTQ9x> exp (iszg — 2ZTQ52) .
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Niektore zjawiska losowe sa ze soba skorelowane. Dos¢ czesto spoty-
kamy sie z sytuacja, gdzie na podstawie zaobserwowanej realizacji jednego
ze zjawisk losowych musimy dokona¢ prognozy drugiego zjawiska. W przy-
padku, gdy oba zjawiska sa ze soba skorelowane oraz zachowanie kazdego
z nich jest podporzadkowane rozkltadowi normalnemu, to twierdzenie o ko-
relacji normalnej pokazuje w jaki sposéb oszacowaé parametry rozktadu jed-
nego ze zjawisk na podstawie realizacji drugiego. Ponizej zostanie przedsta-
wione twierdzenie o korelacji normalnej wraz z dowodem. Wiecej na ten

temat mozna znalez¢ np. w pracy [36].

Twierdzenie 8.1 (Twierdzenie o korelacji normalnej) Niech
6 :Q — REG&:Q — R” bedg wektorami o rozktadach normalnych
odpowiednio N (mg, Qp) © N (mg, Q¢), gdzie

my € Rk, me € Rn, Qg € Rka, Qg € R™*™,

Prazyjmigmy Qpe = E (0 —mp) (§ — mg)T. Wtedy Qe € REX™ 4 wektor
warunkowej wartosci oczekiwanej E (01€) oraz macierz warunkowej kowa-
riancyi
cov(6,016) = B (0~ E(01)) (0 - E(01¢) |¢)
dane sq wzorami
E016) = mo+ QoeQg" (€ —me), (8.3)
cov(0,016) = Qo — QueQ; ' Qie- (8.4)

Dowéd. Rozwazmy wektor losowy p dany wzorem
p= (0 —mg) — QoeQ¢ " (£ —me) . (8.5)

Niech wektor 0 € R¥ bedzie wektorem o wspotrzednych zerowych (wektor
zerowy) oraz macierz () € RF¥X™ bedzie macierza o elementach zerowych

(macierz zerowa). Wartos¢ oczekiwana wektora p jest rowna

Ep = E0 —my — QoeQ¢ ' (BE —mg) =0,
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natomiast macierz kowariancji wektoréw i (§ —mg) jest rowna

Ep(€—mg)" = E(0—mg)(€—me)" —QoeQf ' E (€ —me) (€ —mg)"

= Qoe — QueQg 'Qe = 0. (8.6)

Ze wzoru (8.6) wynika, ze wektory p i € sa niezalezne. Zatem

E(ul§) = Ep=0.

Wobec powyzszego z rownania (8.5), biorac obustronnie operator warunko-

wej wartosci oczekiwanej ze wzgledu na £, otrzymujemy
0= E(016) —mo — QueQc (€~ me).
Tym samym stwierdzamy prawdziwos$¢ wzoru (8.3). Ze wzoru (8.3) wynika
0—E0¢)=0—mp—QueQ ' (€ —mg) = p. (8.7)
Z rownania (8.7) oraz niezaleznosci p i € otrzymujemy
cou(0,01¢) = E((0-E©01€) (- E©1¢) <)
= E(up"|¢) = Eup”, (8.8)
natomiast z rownania (8.5) mamy
Epp” = Qo+ QueQ¢ ' QeQ; ' Qe — 2QueQ¢ ' Qe
= Qo — QueQ¢ ' Qe (8.9)
Podstawiajac (8.9) do (8.8) otrzymujemy wzor (8.4). m

Whniosek 8.1 Jezeli 0 i & sq zmiennymi losowymi o rozktadach normalnych
N (mg, 03) 1IN (mg, a§> odpowiednio oraz kowariancja zmiennych losowych
6 i & wynosi cov (0,&) = rogog, gdzie r jest wspotczynnikiem korelacji zmien-
nych 6 1 & oraz ag > 0, to z twierdzenia o korelacji normalnej otrzymujemy

B@l§) = mo+ (€ = me) = mo + 72 (€~ me)

cov(6,01¢) = of —
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Whniosek 8.2 Jezeli 0 i &1, ..., & sq zmiennymi losowymi o rozktadach nor-
malnych N (mg, 03) 1IN (ml, O'%) yoorn N (mk, ag) odpowiednio oraz zmienne
losowe &1, ..., & sq niezalezne, to warunkowa warto$é oczekiwana zmiennej
losowej 0 ze wzgledu na &1, ..., wynosi
k
E (01, &) = mo +Z%§’§") (& —mi).

ag
i=1 v

Przykltad 8.1 Przyrzqd dokonuje pomiaréw z btedem. Niech zmienna lo-
sowa 0 o rozktadzie normalnym N (mg, 03) okresla wielko$é mierzonego pa-
rametru, natomiast zmienna losowa € o rozktadzie normalnych N (0,02)
okresla btgd pomiaru. Zaktadamy, ze zmienne losowe 0 i € sq niezalezne.
Wyznaczymy warunkowy rozktad zmiennej losowej 0 ze wzgledu na wielkosé
pomiaru (wielko$é pomiardw odczytujemy z btedem,).

Niech zmienna losowa & reprezentuje wielkosé pomiaru z bledem, tzn.

E=0+¢, zatem

E§ = E(0+¢)=my,
Var(§) = E(&—my)’ =05 +0%,

natomiast kowariancja zmiennych losowych 6 1 £ jest réwna
cov (0,€) = E (0 —myg) (0 + & —myp) = 0p.

7 twierdzeniem o korelacji normalnej

2

99
E(9|§):m0+m(f—m9)' (8.10)
Zdefiniugmy zmienng losowq p postaci
u=60—-E(@|). (8.11)
Wobec powyzszego Ep = 0 oraz
o2
E(—FE)(p—FEp) = E@+e—mp) <9—m9+ 5 9 5 (Q—I—E—mg))
opt+o
2
= a; 200 (03+02):O
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Zatem zmienne losowe £ 4 p sq niezalezne. Poniewaz £ 4 sq niezalezne, to

warunkowa wariancja zmiennej losowej 0 ze wzgledu na & wynosi

Var(01¢) = E((0-E@1)7) = E (4 [¢) = En®

oj ’ 2 o4
B E(G—m9+03+02 (0+8_m9)> :UG_Unga?'

Ostatecznie ze wzoréw (8.10) — (8.11) otrzymugjemy

B (exp (20) |€) = E (exp (i (0[€) + izp) |€)
— exp (i2B (01¢)) E (exp (izp) [€) = exp (izE (81€)) B (exp (izn))

2 2 4
B , g 2 9 oy
= exp (zz <m9+ P (f—m9)> -5 (09 - 03+02>) .

Widzimy zatem, ze warunkowy rozktad zmiennej losowej 0 ze wzgledu na po-

2 4
miar 0+¢ jest rozktadem normalnym N (mg + % (& —mgp), 08 — %)
6 6

8.2 Roéwnania filtracji liniowej

Ponizej zostanie przedstawiona uproszczona konstrukcja filtra linio-
wego, ktora nastepnie zostanie wykorzystana do zagadnien estymacji para-
metrow strukturalnych szeregéw warunkowo normalnych. Bardziej rozbu-
dowana wersje liniowej filtracji metoda Kalmana - Bucy’ego dla procesow
czesciowo obserwowalnych mozna znalezé np. w [36], [44].

Niech (92, F, P) bedzie przestrzenia probabilistyczna, a elementy sze-

regu czasowego {&;};cy, beda okreslone za pomoca réwnania

§ev1 = Ao (t,6) + A1 (£,6) 0+ B (t,€) et 41, (8.12)

gdzie {et},c jest ciggiem niezaleznych m—wymiarowych wektoréw loso-
wych o rozkladzie normalnym N (0, ), natomiast 0 € R™ jest wektorem

o wspotrzednych zerowych oraz macierz I € R™*™

jest macierza jednost-
kowa. Zaktadamy, ze wektory losowe 6 oraz €1, €9, ... sa stochastycznie nieza-
lezne. Niech ff = ]:é Vo{&,&,...,&}, t € N oznacza niemalejaca rodzine
o—cial na przestrzeni probabilistycznej (2, F, P) oraz fg = {0,Q} . Dodat-

kowo w rownaniu (8.12) zakladamy:
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1. dla dowolnego t € N wektor Ag(t,§) € R"™ oraz macierze
Ay (t,&) € Rk B (t,&) € R™™ s3 mierzalne ze wrgledu Ff;

2. z prawdopodobieristwem jeden elementy wektora A (¢,£) i macierzy
Ay (t,€), B (t,€) sa ograniczone, tzn. dla ¢ € Ny

P(|A0’L(t’£)| C) = 1, P(|A1U (t,£)| SC):L
P(|Bis(t,8)[<¢) = 1

IN

dla1<i<n, 1<j<k, 1<s<m,c<ocoraz

E Ao (t,6)* < o0, E|A; (t,€)]* < 00, E|B (t,6)]* < o0;

3. warunkowy rozktad wektora losowego 6 : Q@ — R* ze wzgledu na }'g

jest rozktadem normalnym NN (mg, o).

Wyznaczenie optymalnego estymatora ("filtru Kalmana - Bucy’ego")
wektora losowego ¢ na podstawie realizacji {&},<,~, polega na oszacowaniu

wektora warunkowych wartoéci oczekiwanych

oraz wyznaczeniu macierzy warunkowej kowariancji (macierzy btedu esty-

macji -filtracji)
=B ((6 = me) (0 —m)" | FE).

Wielkosé btedu estymacji okreslamy jako $lad z macierzy warunkowej kowa-
riancji.  Twierdzenie ponizej podaje sposdéb oszacowania wektora my

i macierzy v dla t € Np.

Twierdzenie 8.2 Jezeli spetnione sq zatozenia (1)-(3), to warunkowy roz-
ktad wektora losowego 0 ze wzgledu na o—-ciato ]:f jest rozktadem normal-

nym N (my, ), gdzie wektor warunkowych wartosci oczekiwanych my oraz
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macierz btedu estymacyi v¢ okreslone sq za pomocq réwnan rekurencyjnych

M1 = me+ 1AL (6€) (A1 (46 v AT (8,6 + B(t,6) BT (t7f))_1
X (&e41 — Ao (£,€) — A1 (t, ) my) (8.13)
Y1 = Y- %Al (4,8
< (A1 (6. AT (1,9 + B(LO BT (1) AL (t.&)w (8.14)
z warunkamsi poczgtkowymi mg 1 g odpowiednio.
Dowo6d. Dowiedziemy twierdzenia za pomoca indukcji matematycznej. Za-
t6zmy, 7ze dla dowolnego t > 1 warunkowy rozktad P (9 <z ‘.7-"5) jest rozkta-
ff) oraz 7y; = cov (0, 0 ‘ff)

Z rownania (8.12) wynika, ze warunkowa wartos¢ oczekiwana wektora &;41

dem normalnym N (my, ), gdzie my = E (9

ze wzgledu na o—ciato ff jest rowna

B (e |7 ) = Ao (1.6) + Ay (1. my, (8.15)

natomiast macierz warunkowej kowariancji jest réwna
£ _ 7€
Ve cov ( &e41, e |y
¢ T | £t
= b ((ftﬂ - E <§t+1 ‘]:t )) (ftH - E (&H )]:t )) ‘]:t )
= A (6 AT (1,€) + B(t,€) BT (1,€). (8.16)
Macierz warunkowej kowariancji wektoréw 6 i ;41 jest dana wzorem
W = cov (975t+1 ’ff)

= E((0—m) (A1 (£,€) (0 = mi) + B (1,8 e0))” | F)
_ 'YtAlT (1) (8.17)

Korzystajac z twierdzenia o korelacji normalnej, otrzymujemy
E (9 ‘ffﬂ) =F (9 ‘}—f> gt (75)71 (§t+1 -F (§t+1 ’ff» . (8.18)
Zdefiniujmy wektor losowy u postaci
ue = 0—E<0‘]—"f+1> :Q—E(e(ff)

—° (%5) o (§t+1 —FE (§t+1 ’ff)) : (8.19)
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Ze wzoru (8.19) otrzymujemy
6 o —
) -
-1 T
[% 0
cov (ut,ut ‘Ff) = -t (Vf) (%5) :

Warunkowa macierz kowariancji wektorow p; i &41 — F <§t+1 ‘ff) jest

rowna
v (Mt R C ‘ff))T ‘ff) =t =i (vf>_175 =0, (8:20)

gdzie wektor 0 € R¥ jest wektorem o wspotrzednych zerowych (wektor ze-
rowy) oraz macierz ) € R¥*™ jest macierza o elementach zerowych (macierz
zerowa). Zatem gy i {49 — F (§t+1 )ff) jak rowniez py i &41 sa stocha-
stycznie niezalezne. Z rownania (8.19) wynika, ze funkcja charakterystyczna

wektora losowego 0 ze wzgledu na o—cialo ]-'fﬂ jest rowna
E (exp (izTH) ‘ffﬂ)

= exp (iZT (E (9 )ff) +%9§ <7§>_1 (ftﬂ -k (ftﬂ ‘]'f))))
< (exp (27 e) | Fiy ) (8.21)

7 niezaleznosci iy 1 &4+1 otrzymujemy
E (exp (izT,ut) ‘ffﬂ) =F (exp (izT,ut) ’]—"f)

exp <—;zT <% — ¢t (vf) B (%?g)T> Z) : (8.22)

Podstawiajac (8.15)-(8.17) oraz (8.22) do wzoru (8.21) otrzymujemy

1
E (eXp (iz"0) “7:165—0—1) = exp <iZTmt+1 - 2ZT%+1Z> ;

gdzie myy1 1 v441 sa okreslone za pomoca wzordw (8.13)-(8.14). Stad warun-
kowy rozktad wektora losowego 6 ze wzgledu na o—ciato ]-"fﬂ jest rozktadem
normalnym N (myy1,Yi41). B

Rownania rekurencyjne (8.13)-(8.14) przedstawimy w postaci efektyw-

nych rozwigzan. W tym celu dowiedziemy lematu pomocniczego.
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Lemat 8.1 Jezeli x, B € R*, C € R oraz macierz A € R¥*F jest macierzq

nieosobliwg, to

/GXp —lmTAx BTz —C)de = (27T)k exp —EBTA_IB -C
2 det A 2
(8.23)

Dowéd. Niech

S = /exp (;xTAx — Btz — C> dx.

Aby wyznaczyé¢ powyzsza catke wprowadzimy zamiane zmiennych. Niech
y = A%x, zatem dy = v/det Adx. Wobec powyzszego otrzymujemy
1 T
exp | —= BT A= C’) d
/ Jdot A ( 3/ U Y- Y

/W <1< Ty y2oBTA 3y + BTA"'B — BT A~ 13) C)dy
e

D0 (L of )

Korzystajac z wlasnodci catki Eulera (patrz np. [23], [28]) otrzymujemy teze.

|

Twierdzenie ponizej przedstawia efektywne rozwigzania rownan re-
kurencyjnych (8.13)-(8.14), ktore reprezentuja wektor warunkowych war-
tosci oczekiwanych my oraz macierz btedu estymacji (filtracji) 4y wektora

losowego 6.

Twierdzenie 8.3 Jezeli dla t € Ny macierze B (t,&) BT (t,€) sq nicoso-

bliwe, to rozwigzania réwnan (8.13)-(8.14) dane sq wzorami

‘ -1
Mg = (I +90 D AL () (B (1,€) BT (1,)) " Ar (z‘,£>>

1=0

t
X (mO + 7 Z A{ (i7 g) (B (i7 g) BT (iv g))il (EiJrl - AO (i7 g))) ) (824)

=0
. 1
Yt+1 = <I+’YOZA{ (175) (B (Zag) BT (i7€))_1 Al (Z’é-)) 70, (825)
=0

gdzie I € RF*F jest macierzq jednostkow.
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Dowo6d. W celu uproszezenia oznaczen i przejrzysto$ci dowodu przyjmu-

Jjemy

Aw 2 Ao (1), A2 A (t,€), B2 B(t,€) (8.26)

dla t € Nyg. Na podstawie twierdzenia 8.2 warunkowy rozktad wektora lo-
sowego 6 ze wzgledu na o—ciato ff jest rozktadem normalnym IN (my, y¢).
Poniewaz, dla kazdego t € Ny macierz BB” jest nieosobliwa, to warunkowy
rozktad wektora losowego &1 ze wzgledu na o—cialo ]-"fe =o{6}V ]-'f jest
rozktadem normalnym N (AOt + Ath,BtBtT). Warunkowy rozktad taczny

wektorow &1 1 0 wynosi

e (€0 175) = 5 (]8) e (6 17°)
exp (=3 (0 —m)" 57 (0 — o))
(2m)" det ()
exp (=5 (€ = Ao — 40" (BBT) ™" (€ — Ag — A1D)

X (8.27)
\/(27r)" det (B;B]')

Rozktad brzegowy wektora losowego &1 jest okreslony za pomoca funkcji

gestosci
feuwn (€]7F) = /fgme (0|7 ) a0 = /exp <—¢;9>) o
exp (‘% (mtT%s_lmt + (€= Ao)" (BtBtT)_l (€ — A%)))
X 9
\/(27r)k+n det (v;) det (B;BY')
gdzie

o(0) = 60" (’Yt_l + A, (BtBtT)_l Alt) 6

=207 (v me + AL, (BiBT) 7 (€= Aar))
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Korzystajac ze wzoru (8.23) otrzymujemy

1

(2m)" det () det (BtBtT) det (7{1 + AL (BtBtT)_1 Alt)

fen (£‘f§> = \/

X exp 1 mffy{lmt + (€& - AOt)T (BtBtT)_1 (e A()t)T
2

- _ -1
- (v{lmt + AL (BB (¢ - Aot)) (v;l + A%, (BB) ™ Alt)

x (’yt_lmt + AL (B,BT) (e - AOt)))} (8.28)

7 wtasnosci warunkowych rozktadéw wynika, ze funkcja gestosci wektora

losowego 0 ze wzgledu na o—ciato ]:t§+1 jest dana wzorem

oo (615)
1o (0|751) = o ) (8.29)

Podstawiajac (8.27) i (8.28) do (8.29) otrzymujemy

det (’yt;ll)

1 _
2n) exp {—2 (0 —mi1)" v (0 - mt+1)} ;

() -
gdzie

, -1 ,
Myy1 = (%_1 + A, (BB]) ! Alt) (Wt_lmt + A, (BB]) Ye- AOt)>

(8.30)
oraz

- - -1
Yo =%+ AL (BB) T A (8.31)

Warunkowy rozktad wektora losowego 6 ze wzgledu na o—cialo ]:fH jest
rozktadem normalnym IN (myy1,y:+1) (patrz twierdzenie 8.2). Podstawiajac
(8.26) do rownan (8.30)—(8.31) otrzymujemy

{ Yemis = 'y + AT (4,€) (B (t,€) BT (¢t ) (&= Ao (t,9))

Yo =+ AT (8:6) (B(t,€) BT (¢, 5)) Ay (t,€)
Rozwiazanie powyzszego uktadu réwnarn rekurencyjnych jest dane za po-
moca wzoréw (8.24)-(8.25). m
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8.3 Zastosowanie réwnan filtracji liniowej do

identyfikacji szeregéw warunkowo normalnych

Liniowa filtracje Kalmana-Bucy’ego najczesciej wykorzystujemy
w przypadku dymanicznie rozszerzajacego sie zbioru danych dotyczacego
realizacji szeregu czasowego. Jezeli elementy szeregu czasowego {&:},cn 5
okreslone za pomoca rownania (8.12), to wykorzystujac bezposrednio wzory
(8.24)-(8.25) lub w postaci dynamicznej (8.13)-(8.14) szacujemy parametry
strukturalne # w réwnaniu (8.12).

Roéwnania liniowe]j filtracji rowniez mozna wykorzysta¢ do identyfika-
cji modeli AR(p), MA(q), ARMA(p, q), ARIMA(p, r, q) oraz modeli rodziny
ARCH. Ponizej zostang podane konstrukcje estymatoréow parametrow struk-
turalnych dla modeli AR(p), MA(q), ARMA(p, q) oraz ARCH(p).

8.3.1 Filtracja modeli AR(p)

Dla modeli autoregresji AR(p), p > 1 elementy szeregu czasowego

{et},en sa okreslone za pomocg réwnania (5.44), ktore mozemy przedstawic

w postaci
etr1 = Ap (t,e) A+ orepyq dlat > p, (8.32)
gdzie
Ap (t7€) - (Etust—la"')gt—p+1) )
aq
«
A = ?
Qp

oraz {€: },cn jest ciagiem niezaleznych zmiennych losowych o rozktadzie nor-
malnym N (0,1). Niech F; = o{e1,e2,...,61}, t € N oznacza niemale-
jaca rodzine o—cial na przestrzeni probabilistycznej (Q, F, P). Zakladamy,
ze wektor nieznanych parametréw A ma rozklad normalny N (ms,s) dla

s > p. 7 twierdzenia 8.2 wynika, ze dla dowolnego t > s warunkowy rozktad



8.3. Zastosowanie rownan filtracji liniowej... 251

P (A < xz|F) jest rozkladem normalnym N (my, ), gdzie my i vy, wyzna-

czamy za pomocy wzorow

-1
my = (I""PYSZ p ;117( )>

t—1 T
A, (i)
X (ms + Vs § %5i+1> ) (833)
i=s 4

t—1 AT /- , -1
Ay (i,e) Ap (1,€)
Yt = (I‘F’Ysz i ng Vs
i=s ?

oraz I € RP*P jest macierza jednostkowa. W modelu AR(p), p > 1 postaci
(8.32) wartos¢ estymatora odchylenia standardowego o, t > s wyznaczamy

zZe wzoru

1 t—1

. . 2

=\ 3 (= Ay (e (8:34)
i=p

Parametry rozktadu wektora A réowniez mozemy wyznaczyé wykorzystujac

rownania rekurencyjne

T
VtAp (tv 5)

mep1 = my+ — Ay, (t,e)my, (8.35)

_ T
M+l = Ve — )—I—JE%AP (t,e) Ap (t,e) v (8.36)

AP (ta 5) PYtAZ; (ta €

z warunkiem poczatkowym mg i v5. Powyzsze réwnania najczesciej wy-
korzystujemy w przypadku dynamicznie rozszerzajacego sie zbioru danych

dotyczacego realizacji szeregu {e;};,;, t € N.

Przyklad 8.2 Dany jest 100-elementowy szereqg reszt 0.3, -0.02, -0.11,
-0.28, -0.07, 0.14, 0.24, 0.36, 0.22, 0.14, 0.35, 0.07, -0.18, -0.31, 0.22,
-0.3, -0.35, 0.11, -0.01, 0.69, 0.33, -0.31, -0.36, -0.06, -0.23, -0.77, -0.45,
-1.14, -0.94, -0.82, -0.78, -0.36, -0.33, -0.32, 0 -0.17, -0.24, 0.09, 0.42,
0.32, 0.75, 0.92, 0.69, 0.91, 0.87, 0.48, 0.28, 0.08, 0.05, 0.29, 0.1, 0.62,
0.69, 0.22, 0.09, -0.17, -0.47, -0.63, -0.37, -0.06, -0.47, -0.06, 0.19, 0.02,
-0.28, 0.28, -0.09, -0.4, -0.67, -0.483, 0.45, 0.38, -0.2, 0.26, 0.17, 0.21, 0.25,
0.06, -0.29, -0.42, -0.4, -0.32, -0.49, -0.13, -0.2, -0.71, -0.96, -0.88, -0.95,



252 8. Filtracja ciagéw warunkowo normalnych

-1.02, -0.82, -0.28, -0.54, -0.7, -0.58, -0.78, -0.67, -0.3, 0.03, 0.21. Korzy-
stajgc z metody nagmniejszych kwadratow na podstawie realizacyi {Et}lgtglo
dokonamy identyfikacji modelu AR(1). Nastepnie dla kazdego 10 < ¢t < 100
stosujgc réownania liniowej filtracji Kalmana-Bucy’ego oszacujemy wartosci
parametrow modelu AR(1) na podstawie realizacji {5}, < -

Najpierw na podstawie realizacji {6t}1§t§10 wyznaczymy oceny parametrow

modelu AR(1) postaci
& = a1 + o€, (8.37)

gdzie {€t}t21 jest ciggiem niezaleznych zmiennych losowych o rozktadzie nor-
malnym N (0, 1).

Przyjmigmy, ze X = (0.3,—-0.02, —0.11, —0.28, —0.07,0.14,0.24,0.36,0.22)T
oraz Y = (—0.02,-0.11, —0.28, —0.07,0.14,0.24,0.36,0.22,0.14)T. Korzy-
stajgc z metody najmniejszych kwadratow otrzymujemy:

a. warto$é estymatora parametru o jest rowna
N —1
a=(XTX) " XTY ~0.605 ,

b. warto$é odchylenia standardowego zaburzer zewnetrznych w modelu (8.37)

jest rowna

9
. 1 .
=13 ZZ:I (i1 — Gg)? ~ 0.1617 ,

c. wariancja parametru o wynosi
. —1
ol =6 (X"X)  ~0.0978 .

W momencie t = 10 przyjmujemy, ze parametr o ma rozktad normalny

N (0.605,0.0978). Dla t > 10 rozwazamy szereg czasowy postaci
Et = (€41 + Op_1€¢, (838)

gdzie {€:},~, jest ciggiem niezaleznych zmiennych losowych o rozktadzie nor-
malnym NN (0,1). 7 twierdzenia 8.2 wynika, ze dla dowolnego

10 < ¢t < 100 warunkowy rozktad P (o < x|F;) jest rozktadem normalnym
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N (my, ), gdzie
Et41 — MiEt41
Ve, 4 + 0F
Vier
Yied,q + 0F

met1 = My + Vi€t (8.39)

Vb1 = e (8.40)

z warunkiem poczgtkowym myg = &, Y10 = 02,

o010 = &. Wykres 8.1a przed-
stawia realizacje szerequ reszt {5t}1§t§100- Dla kazdego 10 < t < 100 ze
wzordw (8.39) — (8.40) wyznaczamy wartosci parametréw rozktadu zmiennej
losowej . Wykresy 8.1b i 8.1c przedstawiajq warunkowq wartosé oczeki-
wang 1 warunkowg wariancje parametry strukturalnego oo w postaci szeregow
{mutio<i<100 {1 o<i<100 0dpowiednio. Dla 10 <t < 99 wartos¢ estyma-
tora odchylenia standardowego oy w réwnaniu (8.88) wyznaczamy za pomocg

wzoru

1
t—1

2

gt = (€¢+1 — mtSi)Q .

t
=1

Wykres 8.1d przedstawia wartosci estymatora odchylen standardowych

{&t}mgtggg-

8.3.2 Filtracja modeli MA(q)

Dla modelu MA(q), ¢ > 1 elementy szeregu czasowego {},cy 52

okreslone za pomoca rownania (5.59), ktore mozemy przedstawi¢ w postaci

etr1 = —01By (t,€) © + oerq dla t > g, (8.41)
gdzie
By(tie) = (€, €1, €t—qt1),
th
o - |*
04

oraz {€; },cy jest ciagiem niezaleznych zmiennych losowych o rozktadzie nor-
malnym N (0,1). Niech F; = o{e1,e2,...,61}, t € N oznacza niemale-

jaca rodzine o—cial na przestrzeni probabilistycznej (Q, F, P). Zakladamy,
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0.4

0.6

0.4

-2 0.z
1] 50 100 1] a0 100

3. SZereg cZasowy b. Wartogci estymatora

0.1 0.35

0.3

0.05 . 0.25

0.2

1] 50 100 1] 50 100
c. Wyariancja estymatora d. Wartogci odchylen standardowych

Rysunek 8.1: Wartosci szeregu {e;}, ;<00 Wartosci srednie {m},)-,<100 Oraz

wariancja {v;}, <t<100 eStymatora parametru a, wartosci odchylen standardowych

{6t}10§t§99'

ze wektor nieznanych parametrow © ma rozktad normalny N (mg,7s) dla
s > q. Z twierdzenia 8.7 wynika, ze dla dowolnego ¢t > s warunkowy rozktad
P(© < z|F;) jest rozktadem normalnym N (my, ), gdzie my i v, t > s

wyznaczamy za pomoca wzorow

t—1 -1
my = (I—I—’ySZBg(i,e)Bq(i,e)>

=5

t—1
X <m8 — s > _BJ (i,e) 5;*}) : (8.42)

t—1 -1
v = <I+%ZBqT(z',e)Bq(z',e)> Ys, (8.43)

=5
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natomiast I € R7*Y jest macierza jednostkowa. Wartosci estymatora odchy-

lenia standardowego oy, t > s wyznaczamy ze wzoru

1 t—1

CATt = HZ(& +&i—qu (i,f) mt)Q' (8'44)
i=q

Wartosci szeregu {€:},~ . szacujemy za pomoca réwnania

€= — By (t,¢)my_1. (8.45)
Ot—1

Dla dowolnego t > s parametry rozktadu wektora losowego © mozemy wy-

znaczy¢ korzystajac z rownan rekurencyjnych

Et4+1 + 6th (t, 6) my

_ _ BT (t,¢), 8.46

M+ e (Bq (t,€) 1B (t,€) + 1) 5 a (t:€) (8.46)
1

Y+l = Ve — ’thqT(t,e)Bq(t,e)% (8.47)

Bq (t> 6) FVth (tv 6) +1

z warunkiem poczatkowym mg i vs.

8.3.3 Filtracja modeli ARMA(p,q) i ARIMA(p,r,q)

Dla modelu ARMA(p,q), p > 11ig > 1 elementy szeregu czasowego

{et},cn sa okreslone za pomocg réwnania (5.71), ktore mozemy przedstawic

w postaci
41 = Wpq (t,6,€6) Y + 0ve41 dla t > max (p, q), (8.48)
gdzie
\I/pq (t, g, 6) = (Et, Et—1y--yEt—p41, —Ot€t, —Ot€t_1, ..., _0t€t7q+l) s (8.49)
T= (041,042,...,Oép,el,eg,...,aq)T (850)

oraz {€:},cx jest ciagiem niezaleznych zmiennych losowych o rozktadzie nor-
malnym N (0,1). Niech F; = o{e1,e9,...,et}, t € N oznacza niemale-
jaca rodzine o—cial na przestrzeni probabilistycznej (2, F, P). Zaktadamy,

ze wektor nieznanych parametrow Y ma rozktad normalny N (mg,7s) dla
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s > max (p,q). Z twierdzenia 8.2 wynika, ze dla dowolnego t > s warunkowy
rozktad P (Y < z|F;) jest rozktadem normalnym IN (my, ), gdzie my i vy
sa dane wzorami

t—1 T /- . -1
U (i,e,€) Upg (1,6, €)
my = <I+Vs E P2 m

2
g;

1=s

t—1
X (ms + s Z \I'Z;q (i,€,€) 62“) , (8.51)
=5

o}
LT (e, €) Uy (ir26) |
Y= |1+s Z o2 Vs»
1=s i

natomiast I € R(PtO*(P+a) jest macierza jednostkowa. Wartosci estymatora

odchylenia standardowego o, t > s szacujemy z uzyciem wzoru

t—1
L 2
o= | ST (e = Wy (e, ) m). (8.52)
t—(p+aq) i:zp;rq Lo

Wartosci szeregu {€x}, <<, ; Wyznaczamy za pomoca réwnania
€k
e =——"——"Ypq(k, e, €)mp_1. (8.53)
Ok—1

Dla dowolnego t > s parametry rozktadu IN (my,7:) mozna wyznaczy¢ za

pomoca réwnan rekurencyjnych

et41 — Upg (,6,€) my

\I}pq (tv €, 6) thlgq (tv g, 6) +
’yt\Ij;I;q (ta & E) \ijq (ta g, E) Ve
U, (L, €,€) ’yt\I/gq (t,e,€) + 62

Mep1 = My + &2 ’Yt‘I/;BFq (t7 €, 6) ) (854)
t

Y+l = Ve — (8.55)

7 warunkiem poczatkowym mg i vs.

Filtracja modelu ARIMA(p,r,q) przebiega dwuetapowo. Najpierw
nalezy okresli¢ rzad integracji » > 0. Nastepnie dla szeregu czasowego

{A"e},~,, s > max (p,r,¢) 0 rownaniu stanu
A71€1t+1 = ‘lqu (t, A'e, 6) T + overq1,

nalezy zastosowa¢ rownania filtracji liniowej, gdzie Wy, (-), T, oy sa okreslone
za pomoca (8.49)-(8.50) i (8.52) odpowiednio.
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8.3.4 Filtracja modeli ARCH(p)

W odréznieniu od modeli ARMA elementy szeregu czasowego {&¢},cn
postaci ARCH(p), p > 1 zachowuja sie catkowicie odmiennie. 7 jednej
strony (patrz (7.29)—(7.30)) widzimy, ze co do wartosci bezwzglednej duze
(matle) wartosci szeregu pociagaja za sobg duze (mate) wartosdci tego szeregu
w przyszlodci, natomiast nie wiadomo w ktérym kierunku " przesung sie" war-
tosci szeregu w przyszlosci. Z drugiej strony elementy szeregu ARCH(p)
sa nieskorelowane (patrz wtasnosci modeli ARCH). Dlatego bezposrednie
zastosowanie analizy korelacyjnej (badanie wtasnosci funkcji autokorelacji,
zastosowanie twierdzenia o korelacji normalnej lub réwnan liniowej filtracji
metoda Kalmana - Bucy’ego) jest bezzasadne. Z wtasnosci modeli ARCH(p)
wynika natomiast, ze drugie momenty zwykle sa podporzadkowane mode-
lom regresji liniowej rzedu p > 1. Zatem zamiast bezposrednio analizowac
elementy szeregu {e;},. postaci ARCH(p) przeanalizujemy zachowanie sze-
regu, ktory sie sktada z kwadratow wartosci tych elementéw, tzn. analizu-
jemy zachowanie szeregu {5?} N

Niech Fy = 0 {e1, 9, ...,&1}, t € N oznacza niemalejaca rodzine o—ciat
na przestrzeni probabilistycznej (2, F, P). Elementy szeregu czasowego

{E%}teN przedstawiamy za pomocg wzoru
e} = E (e} | Fie1) + 201, (8.56)

gdzie {n;},cn jest ciagiem niezaleznych zmiennych losowych o rozkltadzie
normalnym N (0, 1). Korzystajac ze wzoru (7.32) rownanie (8.56) mozemy

przedstawi¢ w postaci
e =ap+ael  +...+ ozpsf_p + g dlat > p. (8.57)
lub w postaci macierzowe;j
er1 = Pp (t,e,6) T + s0mpp1, (8.58)
gdzie

(I)P(tag) = (ngasg—l"-'ve?—p—&-l)’ (859)
0 = (a,o1,0,...,0p)" . (8.60)
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Zaktadamy, ze wektor nieznanych parametréw © ma rozktad normalny
N (msg,ns) dla s > p. Z twierdzenia 8.2 wynika, ze dla dowolnego ¢ > s
warunkowy rozktad P (© < z|F;) jest rozkladem normalnym N (my,y:),

gdzie m; 1 v wyznaczamy ze wzorow
—1
my = (I—i—’)’sz p Qq)p )>
4
— T ,. Ei+1
X (ms —l—’yszq)p (i,€,¢€) 2 ) , (8.61)

i=s
t—1 T -1
3T (i,e) @, (i,¢)
Yt = (I + Vs Z P 2 p ) Vs (862)
7,

natomiast I € RPTD*P+1) jest macierza jednostkowa. Wartos¢ estymatora

odchylenia standardowego oy, t > s wyznaczamy ze wzoru

t—1

) 1 .

S = m} (e — Dy (1,6) me)”. (8.63)
i=p

Dla dowolnego t > s oceny parametrow my, ; mozemy wyznaczy¢ za pomoca

rownan rekurencyjnych

— T
mip1 = My + T %tgr}/tq)p (t,e), (8.64)

Y+l = Nt — ’Ytq’ ( )®p<t75)7t (8.65)

D, (t,e) @ (t,e) + 27

z warunkiem poczatkowym mg i vs.

Przyklad 8.3 Dany jest 100-elementowy szereg reszt 0.3, -0.2, -0.8, -0.75,
0.67, -1.04, 1.02, 0.61, 1.19, 0.97, 1.21, 0.57, 0.68, -0.65, 0.44, 0.29, -0.81,
-0.26, 0.93, 0.31, 0.13, -0.06, 0.19, 0.06, -0.35, -0.13, -0.16, 0.78, 0.48,
0.42, -0.07, 0.38, 0.07, -0.71, 0, -0.1, 0.07, -0.82, 0.15, 1.07, -0.37, -0.85,
-0.06, 0.77, 0.5, -0.25, 0.11, -1.21, -0.67, 0.67, -0.53, -1.33, 0.76, -0.2,
-0.22, -1.16, -1.41, -0.2, -1.01, 0.39, -0.26, -0.67, 1.14, -0.89, 0.31, 0.78,
0.65, 0, -0.47, -0.64, -0.18, 0.35, -0.29, -0.45, -0.13, -0.15, 1.1, 0.04, 0.35,
0.52, 0, 0.13, -1.48, -1.21, -0.02, -0.7, 0.17, -0.07, 0.07, -0.51, -0.12, -0.29,
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-0.86, -1.18, -0.12, -0.58, 1.03, -0.7, -0.95, 0.69 zachowanie ktdorego podpo-
rzadkowane jest modelowi ARCH(1). Korzystajgc z metody najmniejszych

kwadratow dla realizacji szeregu {5t}1§t§10 dokonamy identyfikacji modelu
€2 = ap + are?_; + sy (8.66)

gdzie {nt}tzl jest ciggiem niezaleznych zmiennych losowych o rozktadzie nor-
malnym N (0,1). Dla t > 10 stosujgc réwnania liniowej filtracji Kalmana-
Bucy’ego wyznaczymy wartosci estymatoréw parametréw modelu ARCH(1)
na podstawie realizacji {€;};<;<;-

Najpierw dokonamy identyfikacji szerequ czasowego {Et}lgtglo' Dla rowna-

nia (8.66) przyjmujemy, ze

1 0.09 0.04
1 0.04 0.64
1 0.64 0.5625
1 0.5625 0.4489
X=| 1 0.4489 oraz Y = | 1.0816
1 1.0816 1.0404
1 1.0404 0.3721
1 0.3721 1.4161
1 1.4161 0.9409

Korzystajge z metody nagmniejszych kwadratow otrzymujemy

: . 0.5951
a=[ ") =x"x) " xTy ~ .
én 0.2085

Odchylene standardowe zaburzen zewnetrznych w modelu (8.66) wyznaczamy

Ze WzZoTru

9
N 1 .y
AT ; (71 — (1,8) &))" ~ 0.4439 ,

. ) ) . . Qo .
natomiast macierz kowariancyi wektora parametrow o = ( > WYNOSL
Qaq

_ 151 —0.161
] G}

—0.1619  0.2560
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Rysunek 8.2: Wartosci szeregow {e:}; ;<100 1 {e? wartosci estymato-

}1<t<100’
rOW {mi}ig<i<100: Wartoseli norm macierzy kowariancii {[|ve[l},9<;<100: Wartosci

odchylen standardowych {7}, <go-

7 twierdzenia 8.2 wynika, zZe dla dowolnego t > 10 warunkowy rozktad
P (a < x|F) jest rozktadem normalnym N (my, ), gdzie
2 2
€ —(1,e7) my
M1 = Mg+ t;l ( ;)T 5t (1a5§)7
(Lep)w (Lef)” + 54
T
Mt (1785) (1761%) Yt
(L} v (L&) + 5

Y+l = TVt —

z warunkiem poczatkowym miy = &, Y10 = Vo 010z 319 = 3. HEstyma-
tor odchylenia standardowego ¢ w réwnaniu (8.66) wyznaczamy za pomocq

wzoru

t
1 2
o = 2
.= \| 75 2 (G = (Lt m)
=1
Wykres 8.2a przedstawia realizacje szerequ reszt {Et}1<t<100, natomiast wy-
}1<t<100 Dla t > 10 wykresy 8.2¢c

i 8.2d przedstawiajg wartosci parametrow g i o odpowiednio (jako pierw-

kres 8.2b przedstawia wartosci szeregu {6t

sza 1 druga wspotrzedne szeregu {mi}io<,<100) Uzyskane za pomocq filtracyi
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liniowej Kalmana-Bucy’ego na podstawie realizacji {es}, .., Na wykresie

8.2e przedstawiono wartosci norm ciggu macierzy kowariancyi {Vt}logtgloo

(norme macierzy A okreslamy jako ||A| = ”m”aX |Az||). Wykres 8.2f przed-
z||=1

stawia zachowanie estymatora odchylen standardowych {s¢}1)<,<q9 zaburzen

zewnetrznych w modelu (8.66).

Uwaga 8.1 Zastosowanie réwnari liniowej filtracji (8.61) (8.62) lub
(8.64)—(8.65) nie gwarantuje otrzymania nieujemnych wartosci parametréw
strukturalnych w modelu obserwacyjnym (8.57) (w modelu ARCH(p) para-
metry strukturalne powinny spetniaé warunek ag > 0,a1 > 0,...,a > 0).
Aby spetnié powyzszy warunek nalezy zastosowad filtracje z ograniczeniami
odnosnie parametrow strukturalnych lub przyjaé ze rozktad apiori parame-
trow strukturalnych jest np. rozktadem logarytmiczno-normalnym oraz za-
stosowaé estymacje bayesowskq. Wiecej na temat filtracji z ograniczeniams

mozna znalezé w pracach [40], [42].

Uwaga 8.2 Filtracja lintowa Kalmana - Bucy’ego jest dosSé pomocna w przy-
padku rozszerzajgcego sie zbioru danych dotyczgcych realizacji szeregu cza-
sowego, poniewaz parametry sq¢ szacowane w sposcb dynamiczny. Od strony
technicznej jest to dosé prosta konstrukcja. Ostateczng identyfikacje nalezy

przeprowadzié uzywajgc algorytmy podane przy opisie kazdego z modeli.
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